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Resumen

Los consumidores de pescado demandan productos
de calidad, la cual determina su valor comercial.
Por lo tanto, existe un gran interés en el desa-
rrollo de herramientas capaces de evaluar la ca-
lidad del pescado de forma rápida, fiable, y que
no suponga la destrucción del alimento. En este
sentido, la tecnoloǵıa de imágenes hiperespectra-
les (HSI, por sus siglas en inglés) es de las más
prometedoras y está experimentando un gran auge
entre la comunidad cient́ıfica. Sin embargo, en lo
que se refiere a pescado, la mayoŕıa de art́ıculos
se centran en pescado procesado, principalmente
filetes. Por otra parte, dado que los datos HSI no
son sencillos de interpretar, se recurre a modelos
matemáticos que proporcionen estimaciones de la
calidad del pescado a partir de dichos datos.

En este trabajo se propone un modelo mátemati-
co, obtenido mediante la combinación de HSI y
regresión por mı́nimos cuadrados parciales, para
la evaluación de calidad en pescado entero, con-
cretamente rodaballo de acuicultura. Los resulados
muestran que dicho modelo reproduce de forma sa-
tisfactoria el QIM, uno de los indicadores de cali-
dad más utilizados.

Palabras clave: Calidad de pescado, Modelos de
regresión, Mı́nimos cuadrados parciales, Imágenes
hiperespectrales, QIM.

1. INTRODUCCIÓN

La industria pesquera, particularmente la acuicul-
tura, constituye una de las de mayor crecimiento
en el sector alimentario. Además, es una fuente
importante de ingresos en muchos páıses [10]. Sin
embargo, debido a la rápida degradación que su-
fren los productos de la pesca, cerca de un 15 % de
los mismos se desperdicia, llegando hasta el 35 %
cuando las condiciones de almacenamiento no son
adecuadas [5, 14]. Las principales causas de des-
carte de alimentos entre consumidores y minoris-
tas son la pérdida de calidad sensorial y la incer-
tidumbre sobre la seguridad alimentaria [11]. La
industria alimentaria es consciente de que la ca-

lidad del pescado es una caracteŕıstica clave que
determina su valor comercial.

La alteración post-mortem del pescado está aso-
ciada con procesos de oxidación, degradación mi-
crobiana y autólisis [6]. Estos procesos se traducen
en cambios detectables como, por ejemplo: el color
y el aspecto de la piel, ojos y branquias; o la pérdi-
da de firmeza y elasticidad del músculo. Además,
se produce un crecimiento de ciertas poblacio-
nes bacterianas que contribuyen a la degradación,
principalmente debido a su capacidad de producir
bases volátiles de olores desagradables e intensos a
partir del óxido de trimetilamina y otros compues-
tos nitrogenados no proteicos que hay en el múscu-
lo. Existe una gran variedad de métodos para de-
tectar estos cambios post-mortem en la calidad de
pescado fresco [9, 13]. Entre los métodos tradicio-
nales, algunos de los más utilizados son: métodos
sensoriales (QIM, QSM); la determinación de ba-
ses volátiles, de diferentes compuestos de la degra-
dación de nucleótidos, o de productos de la oxida-
ción liṕıdica; recuentos microbianos; y técnicas pa-
ra la evaluación de ciertas propiedades f́ısicas. Sin
embargo, estos métodos presentan ciertos inconve-
nientes, como por ejemplo: la naturaleza subjetiva
del análisis sensorial, el carácter destructivo de los
métodos bioqúımicos y microbiológicos, la necesi-
dad de personal cualificado, o el tiempo requerido
para obtener resultados. En los últimos años se
han ido desarrollando algunas técnicas (biosenso-
res, narices y lenguas electrónicas, técnicas de es-
pectroscoṕıa VIS-NIR, etc.) rápidas, no destruc-
tivas, y que no requieren de personal altamente
cualificado, para la evaluación de la calidad de
pescado. Cabe destacar, además, que estas técni-
cas son potencialmente más económicas que las
tradicionales, aunque la mayoŕıa están en fase de
investigación y no han sido transferidas al sector
productivo. El trabajo [13] presenta una revisión
completa de estos métodos novedosos. Las técnicas
basadas en imágenes hiperespectrales (HSI, por
sus siglas en inglés) son de las más prometedoras
ya que: (i) permiten evaluar distintos indicado-
res de calidad (f́ısicos, qúımicos, microbiológicos,
sensoriales), (ii) no son invasivas, es decir, no hay
contacto con el producto, (iii) ofrecen información
acerca de su distribución espacial, y (iv) pueden
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llegar a redundar en una evaluación de la calidad
en tiempo real. Dichas técnicas han sido utilizadas
previamente en distintos productos, como frutas,
carne, o filetes de pescado, entre otros [8, 3, 4].
Sin embargo, no se conocen trabajos donde se ha-
yan utilizado para la evaluación de la calidad en
pescado entero.

Los datos de las imágenes HSI no son fácilmente
interpretables por lo que, generalmente, se recu-
rre al uso de modelos matemáticos que relacio-
nen dichos datos con ciertos indicadores de cali-
dad. Entre los métodos más utilizados para este
fin se encuentran [3]: regresión lineal múltiple, re-
gresión por mı́nimos cuadrados parciales (PLSR,
por sus siglas en inglés), redes neuronales artificia-
les, o máquinas de vectores de soporte. El método
PLRS es uno de los métodos más utilizados ya
que es capaz de manejar conjuntos de datos gran-
des, altamente correlacionados, y que contienen
información redundante y poco relevante [7]. Este
método combina caracteŕısticas de los métodos de
análisis de componentes principales (PCA, por sus
siglas en inglés) y regresión lineal múltiple.

En este trabajo, haremos uso de la combinación
de imágenes HSI y modelos PLSR para evaluar
la calidad de pescado fresco entero, concretamen-
te de rodaballo (Psetta maxima) procedente de
acuicultura. El indicador de calidad seleccionado
como referencia es el método de ı́ndice de calidad
(QIM, por sus siglas en inglés), por ser uno de los
indicadores que reflejan de modo más completo y
espećıfico la calidad global del pescado entero.

2. MATERIALES Y MÉTODOS

2.1. DATOS EXPERIMENTALES

Los ejemplares de rodaballo fueron suministrados
en cajas con hielo por Stolt Sea Farm (Galicia).
Se emplearon 41 ejemplares de talla pequeña (300-
400 g). Desde su sacrificio hasta su llegada a las
instalaciones del Instituto de Investigaciones Ma-
rinas (IIM-CSIC) e inicio de la experimentación
transcurrió un d́ıa. Tras su llegada, y hasta el mo-
mento del muestreo, los ejemplares se mantuvie-
ron almacenados en cajas dentro de una cámara
frigoŕıfica a una temperatura aproximada de 5 ◦C.
Cada d́ıa se extrajeron entre 3 y 5 ejemplares de
la cámara frigoŕıfica para realizar las distintas me-
diciones. Primero se adquirieron las imágenes hi-
perespectrales en ambos lados de cada ejemplar
y después se evaluó la calidad mediante el QIM.
A continuación se describe de forma más precisa
cada uno de los pasos anteriores.

2.1.1. Imágenes hiperespectrales

El equipo empleado para la adquisición de las
imágenes hiperespectrales consta de cuatro com-
ponentes (ver Figura 1). (1) Dos cámaras hiper-
espectrales lineales, Specim FX10 y FX17, que se
fijan en un soporte. La cámara FX10 toma imáge-
nes entre λ = 400nm y λ = 1000nm con un in-
tervalo de ∆λ = 1,3nm (en total, 448 longitu-
des de onda). El rango espectral de la cámara
FX17 es λ = 900 − 1700nm, con un intervalo de
∆λ = 3,5nm (en total, 224 longitudes de onda).
Las cámaras lineales sacan la fotograf́ıa en una
ĺınea, en este caso, la resolución de la cámara lineal
es de 512 px/ĺınea (eje horizontal). (2) Una plata-
forma móvil sobre la que se coloca cada rodaballo.
Al moverse la plataforma, se obtiene la dimensión
vertical (752 ĺıneas) de la fotograf́ıa. (3) Fuente
de iluminación (lámparas halógenas fijas). (4) Or-
denador equipado con el software Lumo Scanner,
utilizado tanto para la captura de las imágenes,
como para la configuración de las cámaras. La zo-
na en la que se encuentra instalado el equipo se
rodea con una cortina opaca durante la toma de
las imágenes para evitar diferencias en la ilumina-
ción producidas por la influencia de la luz solar.

Figura 1: Imagen del equipo HSI montado en las
instalaciones del IIM-CSIC.

Los parámetros del equipo HSI (abertura del ob-
turador, velocidad de la plataforma móvil, distan-
cia focal, etc.) se seleccionaron previamente para
evitar la aparición de zonas borrosas por el movi-
miento de la plataforma y de zonas saturadas en
la imágenes, aśı como para un correcto enfoque de
los ejemplares en la plataforma.

Previamente a la toma de cada imagen, se rea-
liza una calibración de la cámara. Se utiliza un
panel de madera blanco para obtener la referen-
cia blanca. La referencia negra se obtiene cerrando
el obturador. A continuación, se toman imágenes
HSI de ambos lados del pescado. El resultado es
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un tensor de datos (R0) en el que cada elemento
se corresponde con la reflectancia en cada ṕıxel y
a cada longitud de onda, es decir las dimensiones
de R0 son 512 × 752 × 448 para la cámara FX10
y 512 × 752 × 224 para la FX17. Cabe destacar
que R0 contiene información tanto de ṕıxeles del
pescado como del fondo. Para eliminar del análi-
sis los datos correspondientes al fondo, primero se
calcula la media de R0 en todo el rango espec-
tral. El resultado es una matriz R̄0 con 512× 752
elementos. Aquellos elementos con R̄0 < Rcorte, se
eliminan del análisis. La selección de Rcorte se rea-
liza por el método de prueba y error, de forma que
se eliminen los ṕıxeles correspondientes al fondo,
manteniendo los del pescado.

Los datos de reflectancia (R0) correspondientes a
los ṕıxeles del pescado se normalizan utilizando las
referencias blanca (W ) y negra (B), de la siguiente
forma:

RN =
R0 −B
W −B

(1)

Finalmente se calcula la media de las reflectancias
(RN ) en cada longitud de onda. El resultado es un
vector de dimensión 448 + 224 para cada lado de
cada ejemplar.

2.1.2. Evaluación del QIM

El QIM es uno de los indicadores que mejor
reflejan la calidad sensorial del pescado. Se trata
de un indicador desarrollado para cada especie
y está basado en las siguientes caracteŕısticas:
aspecto externo de ojos, piel y agallas; olor; y
textura. Para cada caracteŕıstica se emplea un
sistema de puntuación entre 0 y 2 o 3 puntos
de demérito. Aśı por ejemplo, en el caso del
rodaballo, si los ojos son negros y claros, con
borde dorado alrededor de la pupila, se asigna
una puntuación 0. Si, por el contrario, son algo
mates con borde dorado claro, se asigna una
puntuación 1. Si son mates y presentan enrojeci-
miento, se asigna 2. La descripción detallada de la
puntuación para cada uno de los parámetros va-
lorados se pueden consultar en el siguiente enlace:
http://webs.ucm.es/BUCM/vet/doc20700.pdf.
Las puntuaciones para todas las caracteŕısticas
se suman, obteniéndose una puntuación sensorial
global. Esta puntuación es un número entero
entre 0 (pescado fresco) y 28 (pescado totalmente
deteriorado), en el caso del rodaballo.

En este estudio, 4 panelistas expertos del IIM-
CSIC realizaron la evaluación sensorial de los
ejemplares en condiciones estandarizadas, con la
menor perturbación posible, a temperatura am-
biente y bajo luz blanca fluorescente. Cada pane-
lista puntuó de forma individual las muestras.

2.2. REGRESIÓN POR MÍNIMOS
CUADRADOS PARCIALES

T́ıpicamente, el objetivo de los métodos de regre-
sión es estimar un conjunto de variables respuesta
o dependientes (generalmente variables cuya me-
dición resulta costosa, es lenta, implica la destruc-
ción de la muestra, etc.) a partir de un conjun-
to de predictores o variables independientes, cuya
medición resulta más sencilla. Consideremos que
disponemos de m muestras, sobre las que se quie-
re determinar r variables dependientes a partir de
p predictores. Sean Y ∗ ∈ Mm×r, X∗ ∈ Mm×p

los conjuntos de variables respuesta y predicto-
res, respectivamente. El objetivo de un método de
regresión lineal seŕıa encontrar los conjuntos de
parámetros B1 ∈Mp×r y B0 ∈Mm×r tal que:

Y ∗ ≈ Ŷ ∗ = X∗B1 +B0 (2)

donde Ŷ ∗ ∈ Mm×r es una aproximación de Y ∗.
La ecuación (2) se puede simplificar centrando las
variables X∗ e Y ∗ en el origen de coordenadas. Es-
to es, se resta la media a cada una de las variables
(Y = Y ∗ − Ȳ , X = X∗ − X̄). De esta forma, la
ecuación (2) se puede escribir como:

Ŷ = XB (3)

El centrado proporciona, además, estabilidad
numérica [12]. Sin embargo cuando p � m, co-
mo suele ocurrir cuando se utilizan datos de HSI
como predictores, el enfoque clásico de regresión
no es factible.

El método PLSR es un método muy utilizado en
quimiometŕıa para calcular B, ya que es capaz de
manejar conjuntos de datos grandes, altamente co-
rrelacionados, y que contienen información redun-
dante y poco relevante [7]. Este método combina
caracteŕısticas de los métodos PCA y regresión li-
neal múltiple. Se asume que el sistema depende de
un número de variables latentes (l), donde l < p, r.
Estas variables latentes se estiman de forma que
sean capaces de explicar lo mejor posible la cova-
rianza entre X e Y . En PLSR, los vectores laten-
tes son las columnas de una matriz T ∈ Mm×l

(matriz de scores de X). T se calcula como una
combinación lineal de los predictores X, es decir:

T = XW ∗ (4)

Donde W ∗ ∈ Mp×l es una matriz que contiene
los pesos de la combinación lineal. La matriz T ,
multiplicada por una matriz de carga (P ∈Mp×l),
produce una buena estimación deX, de forma que:

X = TPT + E (5)

tiene residuos (E) pequeños. La matriz U ∈
Mm×l (scores de Y ), multiplicada por una matriz
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de carga (C ∈Mr×l), es una buena estimación de
Y . Además, T también estima bien las variables
respuesta Y :

Ŷ = UCT ; Ŷ = TCT (6)

De las ecuaciones (4) y (6) se tiene que:

Ŷ = XW ∗CT = XB

Por lo tanto, la matriz con los coeficientes de la
regresión se puede calcular como B = W ∗CT . Pa-
ra una descripción más detallada del método de
regresión PLSR se puede consultar alguno de los
siguientes trabajos [1, 12].

El número de variantes latentes (l) necesario pa-
ra obtener una buena estimación no se conoce a
priori. Cuanto mayor es l, mejor aproximación del
modelo a los datos usados para el cálculo de los co-
eficientes en B. Sin embargo, dicha mejora podŕıa
ser debida a un sobreajuste, es decir, el modelo
recogeŕıa el ruido en los datos. Como consecuen-
cia, al considerar nuevos datos, no utilizados en el
cálculo de B, la capacidad predictiva del modelo
podŕıa ser mala. La validación cruzada de k ite-
raciones [2] es un método que permite minimizar
este efecto, y calcular el número óptimo de compo-
nentes. En este método, se separan los datos en k
subconjuntos. Los coeficientes B se calculan usan-
do k − 1 subconjuntos (entrenamiento), mientras
que el subconjunto restante se utiliza para validar
el modelo. Este proceso se repite k veces, con un
conjunto de validación distinto. Después, se cal-
cula el promedio de los residuos en los datos de
validación. El número de componentes óptimo es
aquél que tenga un menor error, calculado como
la ráız del error cuadrático medio (RECM).

RECM =

√∑n
i=1(Yi − Ŷi)2

n

donde n es el número de datos usados en la va-
lidación. En este trabajo se ha usado la función
plsregress de Matlab para obtener los coeficien-
tes B del modelo.

Como prueba de las capacidades predictivas del
modelo, se utilizará un conjunto de datos, llamado
conjunto de prueba o evaluación, no considerado
en la validación cruzada de k iteranciones.

3. RESULTADOS

En este trabajo, la variable respuesta (Y ) se co-
rresponde con el indicador de calidad (QIM),
mientras que los espectros de las imágenes HSI
se utilizan como predictores (X).

En primer lugar se eliminaron los ṕıxeles corres-
pondientes a la plataforma móvil (fondo) siguien-
do el procedimiento descrito en la Sección 2.1.1 y
utilizando un Rcorte = 280. Como se puede ver en
la Figura 2, los ṕıxeles retenidos -puntos rojos en
la Figura 2(b)- se corresponden, en general, con
los del rodaballo.

(a)
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500

600

700

0 100 200 300 400 500

(b)

Figura 2: (a) Imagen RGB de una muestra de ro-
daballo. (b) Ṕıxeles retenidos después del proceso
de separación fondo/muestra.

Una vez separado el fondo de la muestra, se cal-
culan las reflectancias normalizadas (RN ) a partir
de los datos de reflectancias proporcionados por la
cámara hiperespectral (R0) y las referencias blan-
ca (W ) y negra (B), usando la Ecuación (1). La
Figura 3 muestra la media de RN a distintas λ pa-
ra tres muestras. La ĺınea azul se corresponde con
una muestra analizada nada más llegar a las insta-
laciones del IIM-CSIC. Las ĺıneas roja y negra se
corresponden con muestras almacenadas durante
4 y 8 d́ıas, respectivamente.

De las 41 muestras de rodaballo analizadas, 32 fue-
ron seleccionadas de forma aleatoria para obtener
los coeficientes de regresión B, mediante la valida-
ción cruzada. Se ha elegido k = 6 iteraciones para
que cada grupo estuviese formado por un número
significativo de datos. En este caso, cinco de los
grupos conteńıan los datos de 5 muestras, mien-
tras que el sexto estaba compuesto los datos de 7
muestras. La selección de datos pertenecientes a
cada grupo se realizó de forma aleatoria. La Fi-
gura 4 muestra cómo vaŕıa la RECM (calculada
sobre los datos del conjunto de validación) según
el número de componentes. Como se puede ver, a
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Figura 3: Media de los espectros obtenidos para
tres muestras almacenadas durante 0, 4 y 8 d́ıas,
respectivamente.
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Figura 4: Evolución de la RMSE según el número
de componentes.

partir de 10 componentes la mejora de la RECM
no es significativa, por lo que se ha seleccionado
l = 10 para obtener el modelo.

La Figura 5 muestra una comparación entre el
QIM medido anaĺıticamente y el estimados con
el modelo propuesto. Los puntos azules represen-
tan los datos utilizados en la fase de modelado
(conjuntos de entrenamiento y validación) mien-
tras que los rojos representan el conjunto de datos
de prueba (y que no han sido usados en el cálcu-
lo de los coeficientes B). Si se consideran todos
los datos disponibles, se tiene que RECM = 1,79,
mientras que si solo se tiene en cuenta el conjunto
de datos de prueba, se tiene que RECM = 2,96.
Tanto la Figura 5 como los datos de la RECM
indican que los resultados son satisfactorios.

La evolución del QIM con el tiempo para el con-
junto de datos de prueba se representa en la Fi-
gura 6. Los puntos azules representan los datos de
QIM medidos mientras que los rojos se refieren a
los valores estimados por el modelo. Se puede ob-
servar que la estimación hecha por el modelo es
buena, con la excepción del último d́ıa, donde las
diferencias entre predicciones y medidas es ligera-
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Figura 5: Representación de los datos estimados
por el modelo frente a los medidos anaĺıticamente.

mente mayor. Probablemente debido, en parte, a
la presencia de valores incoherentes.

4. CONCLUSIONES Y
TRABAJO FUTURO

En este trabajo se ha desarrollado un modelo ma-
temático, basado en regresión por mı́nimos cua-
drados parciales (PLSR), para evaluar la calidad
de pescado entero a partir de imágenes hiperes-
pectrales (HSI). Como caso de estudio se ha uti-
lizado rodaballo de acuicultura, aunque la misma
metodoloǵıa se podŕıa aplicar a otras especies de
pescado. El indicador de calidad seleccionado fue
el QIM ya que el análisis sensorial es el método
más usado en la industria. Se ha mostrado que un
modelo PLSR con 10 componentes resulta en una
buena estimación del QIM.

Respecto al trabajo futuro, se considerará la posi-
bilidad de aumentar el número de indicadores de
calidad y de especies de pescado. Además, y para
mejorar los resultados de estimación, explorare-
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Figura 6: Evolución temporal del indicador de ca-
lidad QIM.
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mos una serie de opciones. (i) Las imágenes HSI
contienen información redundante y poco relevan-
te. Este problema se alivia, en gran parte, utili-
zando PLSR. Sin embargo, la selección de bandas
óptimas de las imágenes HSI podŕıa mejorar los
resultados. (ii) Se explorará la posibilidad de uti-
lizar un Rcorte para eliminar brillos en las imáge-
nes, de la misma forma que se utilizó para separar
fondo y muestra. (iii) También se considerán méto-
dos para la detección y eliminación de medidas in-
coherentes. (iv) Además, aunque la utilización de
la media de los espectros es algo generalizado, el
pescado presenta una distribución no homogénea
de los indicadores de calidad. Las capacidades pre-
dictivas de los modelos podŕıan mejorar si se tiene
en cuenta esta heterogeneidad. Se probarán méto-
dos de clustering, que seleccionan grupos de ṕıxe-
les basándose en las propiedades espectrales, de
forma que en lugar de usar las medias de los es-
pectros en todo el pez, se usaŕıan aquellos grupos
que mejor predicen el indicador seleccionado.
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English summary

FISH QUALITY ASSESSMENT
MODEL FROM HYPERSPEC-
TRAL IMAGES

Abstract

Fish consumers demand high quality pro-
ducts. Quality determine the commercial
value of fishing products. Therefore, the
use of rapid, reliable, non-destructive tools
able to assess quality indicators in fish is
becoming critical. In this regard, techni-
ques based on hyperspectral images (HSI)
are among the most promising in this field
and their interest is increasing among the

scientific community. Nevertheless, most
of the contributions focus on processed fish,
namely filets. Besides, HSI data are dif-
ficult to interpret, therefore, mathematical
models able to provide estimations of fish
quality from HSI data must be obtained.

In this work, we derive a mathematical
model, by combining HSI and partial least
squares regression, to assess quality in un-
processed fish. In particular, we consider
turbot from an aquaculture farm. Results
show that the model is able to satisfacto-
rily asses the QIM, one of the most used
indicators.

Keywords: Fish quality, Regression mo-
dels, Partial least squares, hyperspectral
imaging, QIM.
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