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Resumen

Las afecciones por parasitos intestinales son un
grave problema de salud con un alto impacto en
algunas areas geograficas. Dado que actualmente
la evaluacion de estas enfermedades se realiza de
forma manual a través de expertos, es posible
aplicar técnicas de aprendizaje automético para
ayudar en el desarrollo de este tarea, reduciendo
al menos la carga de trabajo. Esto podria llevar a
un menor tiempo de deteccion de la enfermedad
y a la aplicaciéon de un tratamiento adecuado
més rapidamente. En el contexto del aprendizaje
profundo, se han propuesto muchas técnicas de
deteccidon de objetos, validadas en conjuntos de
datos de propoésito general, como ImageNet o
COCO. En este trabajo, proponemos una uniéon
de varias de ellas, incluyendo técnicas recientes
basadas en Transformers, para afrontar esta tarea
particular. Como resultado, la unién de los méto-
dos TOOD, Cascade-RCNN (Swin-Transformer),
Cascade-RCNN (ConvNeXt) y YOLOX, apli-
cados a la deteccion de este tipo de imégenes,
consigue un valor de 0,915 para la métrica Inter-
seccion sobre la Union (Intersection over Union,
IoU), el cual es mayor que los resultados ob-
tenidos por cada uno de los métodos por separado.

Palabras clave: Huevos de parasitos, Deteccién
de Objetos, Redes Neuronales, Aprendizaje
Profundo, Transformers.

1. Introduccion

Las infecciones por parasitos intestinales son una
de las principales causas de mortalidad hoy en dia,
con un mayor impacto en areas tropicales, donde
las temperaturas son més altas. Segin la Orga-
nizacion Mundial de la Salud (OMS), 1.500 millo-
nes de personas (un 24 % de la poblacion mundial)
estan infectadas por Geohelmintiasis (infecciones
de Helminth transmitidas a través del suelo). De
este grupo, un subconjunto de 838 millones son
ninos que requirieron quimioterapia por esta cau-
sa. La mayoria de estas infecciones pueden causar
sintomas como la diarrea, o incluso peores como

anemia y malnutriciéon. Como consecuencia, esto
puede derivar en nifos que sufrirdn de trastor-
nos del crecimiento. La mayoria de las personas
infectadas pueden vivir normalmente durante su
incubacion, lo que causa la transmisién de estos
parésitos a otros individuos de su comunidad. En
los tltimos anos, ha habido mejoras en estas re-
giones, por ejemplo en higiene personal, sanidad
y educacion. Esto ha inducido a la reduccién en
parte de estas helmintiasis. Sin embargo, la enfer-
medad puede manifestarse también en pacientes
asintomaéticos, induciéndolos a padecer una enfer-
medad crénica. En otros paises en vias de desarro-
llo, los protozoos intestinales han sido reconocidos
también como una importante causa de distintas
enfermedades.

Por tanto, la deteccion de huevos de parasitos se
presenta como un problema relevante que afecta a
la salud humana, y por la cual se pueden contraer
distintas enfermedades [20]. Hay multiples espe-
cies diferentes que son conocidas, mientras que
muchas otras siguen descubriéndose hoy en dfa a
través de la investigacion biolégica realizada en
excavaciones arqueologicas [11]. En la mayoria de
casos, este diagnostico se hace a través de la ob-
servacion directa en un laboratorio. Sin embargo,
este método presente una baja sensibilidad, requi-
riendo la inversion de bastante tiempo (hasta 30
minutos para una unica muestra en el microsco-
pio) por parte de expertos en el laboratorio. Por
todo ello, el desarrollo de sistemas automaticos pa-
ra la evaluaciéon de muestras es critica.

En los ultimos anos, los sistemas de aprendiza-
je automatico estan experimentando un progreso
significativo, particularmente en el campo de la vi-
sién artificial. Las recientes arquitecturas basadas
en deep learning han conseguido resultados im-
presionantes en tareas como el reconocimiento de
imégenes, la deteccion de objetos, la segmentacion
de imagenes o la generacion de datos, principal-
mente gracias a la aparicion de las Redes Neurona-
les Convolucionales (CNNs) y, méas recientemente,
de las arquitecturas basadas en Transformers.

En este trabajo se presenta la contribucion de dis-
tintos métodos de deteccién de objetos, a través
del aprendizaje automatico y el aprendizaje pro-
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fundo, al problema de deteccion de huevos de pa-
rasitos en imagenes microscopicas.

El resto del articulo se organiza de la siguiente for-
ma. En la Secciéon 2 se revisa el trabajo existente
relacionado con la tarea de deteccién automética
de huevos de parasitos. El conjunto de datos uti-
lizado se describe brevemente en la Seccién 3. En
la Seccién 4 se describen los métodos utilizados.
Los experimentos realizados y los resultados obte-
nidos se resumen en la Seccién 5. Finalmente, las
conclusiones y el trabajo futuro se presentan en la
Seccion 6.

2. Antecedentes

En el estado del arte es posible encontrar varios
trabajos que cubren este tema desde el campo del
aprendizaje profundo. Por ejemplo, en [18] se de-
sarrolla un método en dos pasos. En primer lu-
gar, una Red Generativa Adversaria (GAN), de-
nominada Pix2Pix, se utiliza para mejorar la ca-
lidad visual de las muestras a través de la técnica
de super-resolucion. Posteriormente, se aplica una
deteccion a través de una red Faster-RCNN pa-
ra obtener una precision del 0,97 de media para
las 5 clases consideradas. En el trabajo de Suwan-
naphong et al. [22] se emplean dos redes habituales
en el estado del arte, como son AlexNet y Res-
Net50, de tal forma que se comprueba la diferen-
cia entre los resultados obtenidos por imagenes en
baja resoluciéon de un microscopio de bajo coste,
frente a imagenes de mayor resolucién obtenidas
con un equipo mas caro. En este caso, se emplean
4 clases, obteniendo un 98,25 % de exactitud para
Resnet50 (y un 96,93 % para AlexNet). El método
empleado se basa en una ventana deslizante, de tal
forma que la imagen se evalia en miltiples subre-
giones. Otros trabajos reducen atin mas el nimero
de clases, centrandose un una tnica categoria. Es-
te es el caso del trabajo realizado en [1], el cual
emplea un red neuronal con distintas capas per-
sonalizadas para maximizar el rendimiento de la
clase “Ascaris lumbricoides” en tres etapas de su
ciclo vital: infertilidad, fertilidad y decorticacion.
Para esta tarea, obtienen un 93,33 % de exactitud.
Trabajos recientes, como en [13], también inten-
tan utilizar la combinacion de diferentes métodos
de aprendizaje profundo. En concreto, emplean los
métodos Faster-RCNN, RetinaNet y CenterNet, a
través de la libreria Detectron2, obteniendo como
maximo una Precision media (mean Average Pre-
cision, mAP) del 0,74.

3. Conjuntos de datos

Para este trabajo, se ha empleado el complejo con-
junto de datos denominado “Chula-ParasiteEgg-
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117 [19], el cual contiene un total de 11 clases de
huevos de parasitos extraidos del frotis de mues-
tras fecales, con tamanos aproximados de entre
15 y 100 micras. Las imagenes han sido adquiri-
das utilizando multitud de dispositivos diferentes,
incluyendo camaras como la Canon EOS 70D, a
través de un microscopio Olympus BX53, o una
camara DS-Fi2 Nikon junto al microscopio Ni-
kon Eclipse Ni. Ademés también se han utiliza-
do dispositivos moviles como el Samsung Galaxy
J7 iPhone 12 y iPhone 13 con lentes de aumento
10x. Como resultado, se tiene una gran variedad
de condiciones de resolucién, luminosidad y cali-
dad. Por ejemplo, algunas imégenes estan desen-
focadas, otras tienen algin tipo de ruido e incluso
también esta presente el efecto motion blur, el cual
distorsiona la imagen cuando se ha capturado en
movimiento a través de la pletina motorizada del
microscopio. Esta gran variedad de calidad y con-
figuraciones de las imagenes permite extraer un
conjunto muy variado de caracteristicas. El obje-
tivo es, por tanto, que esta variabilidad ayude a
la creaciéon de modelos mas robustos. En particu-
lar, este conjunto de datos cuenta con un total de
11.000 imégenes para entrenamiento (1.000 imé-
genes de cada clase) y 2.200 para test.

En la Tabla 1 se muestra un ejemplo de cada una
de las clases del conjunto de datos. Con el objetivo
de observar el aspecto de cada especie con mayor
detalle, se han recortado los objetos de interés de
la imagen completa. En la Figura 1 pueden obser-
varse algunas muestras completas. Notese que, en
cada una, suele aparecer tinicamente un solo huevo
de parasito. Sin embargo, en el dataset completo
hay algunas excepciones donde aparecen varios en
la misma imagen. Por tanto, tendra que determi-
narse algin mecanismo para la posible deteccion
de objetos solapados.

Nl
Wi

Figura 1: Ejemplos de muestras completas del con-
junto de datos

4. Meétodos

En este trabajo se han considerado diferentes mé-
todos de deteccion de objetos con aprendizaje pro-
fundo. El primero de ellos es Faster-RCNN [21],
cuyo objetivo es reducir el tiempo computacional
dedicado a la propuesta de regiones candidatas (en
comparacion al método original RCNN (Region
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Tabla 1: Ejemplos de cada clase del dataset

Clase Imagen

Clase Imagen

Ascaris lumbricoides

Capillaria philippinensis

Enterobius vermicularis

Fasciolopsis buski

Hookworm egg

Hymenolepis diminuta

Hymenolepis nana

Opisthorchis viverrine

Paragonimus spp

Taenia spp egg

Trichuris trichiura

Based Convolutional Neural Network). Este mé-
todo define una Red de Proposicién de Regiones
(Region Proposal Network, RPN), la cual com-
parte las caracteristicas previamente aprendidas
por la red de deteccion, permitiendo proponer las
regiones con un menor coste computacional. Fs-
ta RPN es una red convolucional completamente
conectada que predice simultdneamente la locali-
zacion de regiones candidatas y una puntuacion
en cada posiciéon sobre la posibilidad de que estas
contengan un objeto. Por tanto, la RPN se entrena
desde cero para generar propuestas de regiones de
alta calidad, las cuales se usan en el resto de la ar-
quitectura RCNN para llevar a cabo la deteccion
en si. En consecuencia, la Faster-RCNN surge de
la union de una RPN y una RCNN en una tnica
red, compartiendo parte de los pesos de sus ca-
pas convolucionales, en lo que en la terminologia
reciente sobre redes neuronales se viene denomi-

nando como mecanismos de “atencién”, siendo la
RPN el componente que le indica a la red uni-
ficada donde debe observar. Especificamente, en
este trabajo se emplea una arquitectura basada
en una red Resnet50-FPN como base, utilizando
pesos pre-entrenados de COCO.

Algunas variantes de Faster-RCNN como Mask-
RCNN [12] y Cascade Mask-RCNN |[2], también
se han tenido en cuenta. Mask-RCNN es una mo-
dificacién de Faster-RCNN que incluye una rama
adicional para la segmentacion de las instancias
detectadas. Por otro lado, Cascade Mask-RCNN
propone una arquitectura de deteccion a diferentes
escalas, compuesta de una secuencia de detectores
entrenados con diferentes umbrales de IoU.

Otro de los métodos probados es TOOD [8]. Ha-
bitualmente, la deteccién de objetos en una etapa
se implementa optimizando dos sub-tareas: loca-
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lizaciéon y clasificaciéon de objetos, usando dos ca-
beceras de red en ramas paralelas del grafo de la
red neuronal. Sin embargo, esto puede conducir a
un cierto nivel de desalineamiento espacial entre
las predicciones de ambas tareas. En este método,
se propone la Deteccion de Objetos en una etapa
alineado con la Tarea (Task-aligned One-stage Ob-
ject Detection, TOOD), que explicitamente alinea
las dos tareas en la etapa de aprendizaje. En pri-
mer lugar, la novedosa Cabecera Alineada a la Ta-
rea (Task-aligned Head, T-Head) ofrece el mejor
balance entre la interacciéon de las tareas para el
aprendizaje de caracteristicas especificas de cada
una, asi como una mayor flexibilidad para apren-
der este alineamiento a través de un predictor ali-
neado a la tarea. En segundo lugar, el Aprendiza-
je Alineado a la Tarea (Task Alignment Learning,
TAL) explicitamente acerca (o incluso unifica) los
puntos de detecciéon propuestos por las dos tareas
durante el entrenamiento, a través del diseno de
un esquema orientado a la asignacién de candida-
tos y una funciéon de pérdida alineada a la tarea.
Para este trabajo, la arquitectura empleada como
base es una Resnet101-FPN con convoluciones de-
formables.

Una variante de la conocida familia de métodos
“You Only Look Once” (YOLO), YOLOX [9], tam-
bién se ha probado. Este presenta algunas mejoras
sobre la serie de métodos originales, obteniendo un
nuevo detector de alto rendimiento. Con este mé-
todo, se transforma la red YOLO hacia un estilo
libre de puntos de anclaje, aplicando otras técnicas
avanzadas de deteccidon, como un desdoblamien-
to entre la cabecera y la estrategia de asignacion
de etiquetas, alcanzando resultados comparables
al estado del arte en una gran variedad de mode-
los y conjuntos de de datos a gran escala. En este
trabajo se ha empleado la arquitectura méas gran-
de disponible (version “x” del modelo), con una red
Darknet53 como base, pre-entrenada con pesos de
COCO.

Finalmente, se han analizado recientes arquitec-
turas basadas en Transformers para resolver es-
te problema, siendo el primer trabajo (en cono-
cimiento de los autores) que utiliza este méto-
do aplicado a este problema. El creciente interés
por este tipo de arquitecturas para la resolucion
de tareas de Procesamiento del Lenguaje Natu-
ral (NLP) ha impulsado su aplicacion en proble-
mas de vision artificial como el reconocimiento de
imagenes o la deteccion de objetos con resultados
prometedores. El método original del Transformer
se presenté en 2017 y se basa en mecanismos de
auto-atencion [23]. La parte més relevante de esta
arquitectura es la rama del codificador, que bésica-
mente procesa secuencias de datos de entrada (por
ejemplo, una secuencia de palabras) para generar
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una representaciéon de caracteristicas enriquecida
que contiene informacién contextual de todos los
componentes de la secuencia.

En Dosovitskiy et al. [7] se propuso una adapta-
cion sencilla de esta arquitectura para la clasifica-
cion de imégenes, el “Vision-Transformer” (ViT).
En este método, la imagen de entrada se divide en
parches de tamaio fijo (16x16 en este caso) y lue-
go pasa a través de varias capas de auto-atencion.
Después, la representacion de caracteristicas gene-
rada es la entrada de una red neuronal completa-
mente conectada que realiza la clasificaciéon final
de la imagen. Este método es capaz de obtener un
rendimiento equivalente al estado del arte en va-
rios conjuntos de datos de referencia sin necesidad
de utilizar CNNs para la extraccién de caracteris-
ticas.

Los Transformers también se han aplicado a tareas
de deteccion de objetos. En Carion et al. [3] se pro-
puso una arquitectura codificador-decodificador
en la que la deteccién es manejada como un pro-
blema de prediccién basado en conjuntos, también
llamado “Detection Transformer”(DETR). Dado
un conjunto fijo de regiones candidatas, DETR
genera un conjunto de predicciones teniendo en
cuenta el contexto de la imagen global extraido del
codificador del Transformer y las regiones candi-
datas. De la misma forma que en el método ViT,
la imagen de entrada se divide en parches de tama-
no fijo pero en este caso la imagen se pasa previa-
mente por una CNN (ResNet) antes del bloque de
codificacion. Este método muestra un rendimiento
similar a los mejores métodos de deteccion en el
popular conjunto de datos de deteccion de objetos
COCO.

Si bien DETR es en si mismo un método de de-
teccion de objetos y segmentacion, ViT y otras
arquitecturas basadas en bloques de codificacién
de Transformers se pueden utilizar como méto-
dos de extraccion de caracteristicas (“backbones”)
para la mayoria de los métodos de detecciéon y
segmentacion de objetos anteriormente comenta-
dos, como Faster-RCNN, Mask-RCNN o Casca-
de Mask-RCNN. En Liu et al. [14] se propuso un
nuevo método basado en Transformers que se pue-
de aplicar como extractor de caracteristicas para
aplicaciones de vision artificial. Este método tiene
como objetivo resolver los problemas relacionados
con la escala y la alta resoluciéon de las imagenes
en tareas de visiéon por computador en compara-
cién con, por ejemplo, las secuencias de texto en
el ambito del procesamiento del lenguaje natural
(NLP). Para abordar estos inconvenientes, los au-
tores proponen una arquitectura jerarquica basa-
da en ventanas, el Swin-Transformer. Este esque-
ma limita el calculo de auto-atencién a ventanas
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locales que no se superponen, al mismo tiempo que
permite la conexiéon entre ventanas, lo que permite
el modelado a multiples escalas. En Xie et al. [24]
también se propuso un enfoque de aprendizaje
auto-supervisado que incluye Transformers como
extractor de caracteristicas, MoBY. Este método
combina dos enfoques auto-supervisados popula-
res, MoCo v2 [6] y BYOL [10], que en combinacion
con Swin-Transformer permite usar las represen-
taciones aprendidas en tareas posteriores como la
detecciéon de objetos y segmentacion seméntica.

5. Experimentos y Resultados

Para este trabajo, todos los experimentos se han
llevado a cabo en un equipo con una GPU NVI-
DIA Quadro RTX 5000 16 GB. No se aplica nin-
gln pre-procesamiento a las imagenes de entrada,
unicamente se escalan y normalizan para adap-
tarlas a los requisitos de cada método (en funcion
del pre-entrenamiento realizado). Sin embargo, se
han incluido varias técnicas estdndar de aumento
de datos (por ejemplo, rotaciones aleatorias, recor-
tes aleatorios y relleno) para permitir una mejor
generalizacion y evitar el sobreajuste del modelo
a los datos de entrenamiento.

Con respecto a los modelos pre-entrenados y los
detalles de implementacion, todos los extractores
de caracteristicas se entrenaron previamente en
el conjunto de datos ImageNet-1K. Ademés, los
métodos de deteccion completos también se pre-
entrenaron en el conjunto de datos COCQO. Para el
entrenamiento y evaluacion de los métodos Faster-
RCNN, TOOD y YOLOX se ha utilizado la libre-
ria MMDetection [5]. Para el método DETR se
ha probado la implementacién de la libreria Hug-
ging Face [4]. Esta implementacion permite el uso
de modelos previamente entrenados y proporciona
métodos para re-entrenar el modelo en conjuntos
de datos personalizados. Los extractores de carac-
teristicas basados en Swin-Transformer, utilizados
con varios métodos de deteccién de objetos, se han
obtenido de la implementacion oficial [16]. Los mo-
delos pre-entrenados de MoBY y ConvNeXt, tam-
bién estan disponibles en sus respectivos reposi-
torios oficiales [15, 17]. El optimizador selecciona-
do para todas las pruebas es AdamW, que es una
variante mejorada de Adam para reducir el sobre-
ajuste del modelo. La tasa de aprendizaje inicial se
adapta al ntimero de GPU disponibles (1 en nues-
tro caso), estableciendo este valor inicialmente en
le-4. Para ello se toma el valor de tasa de aprendi-
zaje de referencia en el modelo original preentrena-
do, el cual se desarrolld en un entorno con 8 GPUs
disponibles, dividiéndolo por ese valor para conse-
guir un aprendizaje proporcional con una unica
GPU. El nimero de épocas de entrenamiento y el
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tamano del “batch” se ha ajustado para cada mé-
todo, realizando diferentes iteraciones para cada
método hasta encontrar la mejor configuracion de
cada uno.

Todos los métodos propuestos han sido entrena-
dos en primer lugar de forma independiente, para
posteriormente unir todas las detecciones en un
tnico ensamble de modelos, con el objetivo de cu-
brir las posibles detecciones faltantes de alguno de
los modelos por las propuestas por otro. Para ello,
se realiza la prediccion de las imégenes para cada
uno de los modelos, escogiendo la deteccién con
una mayor puntuacion de confianza en los casos
en que haya un solapamiento de detecciones en la
misma zona de la imagen. Para ello, se estable-
ce que haya un umbral minimo de solapamiento
del 5%. El resumen de los resultados obtenidos se
puede observar en la Tabla 2. En ella se muestran
las métricas mIoU y F1 score para el conjunto de
test propuesto (2.200 imagenes).

El mIoU se calcula como la media del IoU de las
11 clases del conjunto de datos. Cada uno de ellos
se calcula como la division entre el solapamiento y
la unién de las regiones detectadas. Por otro lado,
el F1-Score se calcula como el doble del solapa-
miento, dividido por la suma de las areas tanto de
la region detectada como de la méascara original.

En los experimentos 1-8, se observan los resulta-
dos para cada uno de los métodos comentados an-
teriormente, asi como de sus distintas variantes.
En primer lugar, mencionar que tanto DETR co-
mo Mask-RCNN obtienen unos resultados relati-
vamente bajos, por lo que no seran considerados
para su aplicacién en los distintos ensambles. Ca-
be destacar, que el método YOLOX, por si mismo,
es capaz de alcanzar resultados superiores al 0,9.
En primer lugar, en el experimento 9 (Ensamble
de los métodos 3, 4, 7 y 8) se prueban todos los
métodos unidos, escogiendo la mejor version de la
familia de métodos Cascade. Como resultado, se
obtiene un mIoU de 0,905, el cual ya es superior al
obtenido por el mejor método (YOLOX), de for-
ma individual. A continuacion, en el experimento
10 (Ensamble de los métodos 7 y 8), se prueba
la unién exclusivamente de los dos mejores méto-
dos. Esto da como resultado un mloU de 0,912,
el cual es superior al ensamble anterior. Es intere-
sante observar que la union en este caso de un
menor numero de métodos da un mejor resultado.
Por tanto se puede inducir que algunos métodos
pueden desvirtuar o empeorar los resultados, en
lugar de aportar a la uniéon. Finalmente, en el ex-
perimento 11 (Ensamble de los métodos 4, 6, 7
y 8) se muestra el mejor resultado que ha sido
posible conseguir. Para ello se han realizado dis-
tintas pruebas, eliminando alguno de los métodos
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Tabla 2: Resumen de resultados

ID Método Backbone mlIoU | Flscore
1 DETR Resnet50-FPN 0,656 0,854
2 Mask-RCNN Swin-Transformer-Small 0,708 0,862
3 Faster-RCNN Resnet50-FPN 0,817 0,923
4 TOOD Resnet101-FPN 0,844 0,935
5 | Cascade Mask-RCNN | Swin-Transformer-MoBY-Tiny | 0,848 0,940
6 Cascade Mask-RCNN Swin-Transformer-Base 0,875 0,955
7 Cascade Mask-RCNN ConvNeXt-Large 0,880 0,955
8 YOLOX Darknet53 0,901 0,969
9 | Ensamble (3+4+47+8) - 0,905 0,967
10 Ensamble (7438) - 0,912 0,971
11 | Ensamble (4+6+7+8) - 0,915 0,974

que menos aportaban en el ensamble anterior (co- Agradecimientos

mo era el Faster-RCNN) y afladiendo otros que
han aportado variabilidad a las detecciones (co-
mo es la variante Swin-Transformer del Cascade
Mask-RCNN). Este ultimo es importante, dado
que al pertenecer a una familia de arquitecturas
completamente distinta a todas las demaés (ya que
estd basada en transformers, con mecanismos de
atencion, como ya se ha mencionado), aporta una
mayor variabilidad en la forma de detectar los ob-
jetos. Esto es especialmente importante en proble-
mas como este, donde hay muchos tipos distintos
de imagen y naturaleza de los objetos. El resulta-
do obtenido por este ensamble, con un mloU de
0,915 aumenta un 1% los resultados obtenidos de
forma aislada, lo cual es relevante en problemas
con un namero de imégenes tan elevado.

Finalmente, la Figura 2 muestra algunos ejemplos
de deteccion para cada clase presente en el con-
junto de datos.

6. Conclusiones

En este trabajo se ha presentado un método de
unién de modelos de detecciéon para la tarea de
clasificaciéon de imagenes de huevos de parasitos.
Una de las consideraciones mas importantes que
se pueden extraer es coémo las detecciones de va-
rios modelos, con enfoques y estrategias distintas,
pueden combinarse para mejorar el rendimiento
que obtendrian cada uno por separado. Como re-
sultado, se ha comprobado que estas predicciones
pueden ser complementarias. Esto puede explicar-
se dado que cada una de las arquitecturas pueden
funcionar mejor para distintas circunstancias: ob-
jetos de mayor o menor tamano, imégenes con un
alto contraste o con zonas borrosas e incluso la
robustez frente a la presencia de artefactos en la
imagen.

Este trabajo ha sido parcialmente financiado por
el proyecto TIN2017-82113-C2-2-R del Ministerio
de Economia y Competitividad de Espana, el
proyecto DISARM (PDC2021-121197) financiado
por el MCIN/AEI/ 10.13039/501100011033 y
“European Union NextGenerationEU/PRTR”
y el proyecto SBPLY/17/180501/000543 y
SBPLY/21/180501/000025 de la Junta de Co-
munidades de Castilla-La Mancha; asi como
por los Contratos Predoctorales de Formaciéon
FPU17/04758 y PRE2018-083772 del Ministe-
rio de Ciencia, Innovacion y Universidades de
Espana.

English summary

DETECTION AND CLASSIFICA-
TION OF PARASITIC EGG IN MI-
CROSCOPY IMAGES

Abstract

Intestinal parasitic infections are a health-
care problem with a high impact in some
areas. While nowadays the assessment
performed by experts is mostly manual, it
18 possible to introduce machine learning
techniques to help automating this task, or
at least reduce the workload. This can lead
to shorter detection times and faster treat-
ment application. In the context of deep
learning, several object detection techni-
ques have been proposed and wvalidated on
general purpose datasets such as ImageNet
or COCO. In this work, an ensemble of
these, including recent Transformer-based
techniques, is proposed for this particular
task. The merged detections of TOOD,
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Cascade-RCNN
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Figura 2: Ejemplos de deteccion y clasificacion de huevos de diferentes clases

(Swin-Transformer),

Cascade-RCNN (ConvNeXt) and YOLOX
applied to this problem achieved 0.915 for
the Intersection over Union metric (IoU),
which s larger than the result that each
method obtained independently.

Keywords: Parasitic Eggs, Object De-
tection, Neural networks, Deep Learning,
Transformers.
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