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Resumen

En este trabajo se explora una nueva estrategia de
entrenamiento supervisado con Redes Neuronales
de Impulsos (Spiking Neural Network, SNN) para
forecasting en series temporales. En la actualidad,
la inmensa mayoŕıa de los trabajos en SNN se cen-
tran principalmente en problemas de clasificación,
muy especialmente de imágenes. En este sentido,
el trabajo aqúı presentado es uno de los primeros
trabajos en aplicar SNN para forecasting de series
temporales, siendo los resultados muy prometedo-
res. Para validar la metodoloǵıa se han empleado
dos bases de datos: información bursátil de IBM,
y señales EEG. Entre los resultados, se demues-
tra que el rendimiento de la SNN depende, como
cab́ıa esperar, de la dinámica de la señal o serie
temporal a predecir.

Palabras clave: Redes Neuronales de Impulsos,
PWM, series temporales, regresión, forecasting.

1. INTRODUCCIÓN

La pandemia del COVID-19 ha tráıdo consigo la
aparición de nuevas necesidades a nivel empresa-
rial y cotidiano. Uno de los principales cambios
que se han producido ha sido el aumento de la di-
gitalización de los procesos, lo cual ha provocado
un crecimiento exponencial del uso de la Inteligen-
cia Artificial (IA).

Dentro de las tecnoloǵıas asociadas a la IA, desta-
can especialmente las Redes Neuronales Artificia-
les (Artificial Neural Networks, ANN). Como es
bien sabido, este paradigma de aprendizaje y pro-
cesamiento automático está especialmente dirigido
al aprendizaje basado en la experiencia, y por ello
es habitual su aplicación en aquellos problemas en
los que se desconocen las relaciones expĺıcitas. Sin
embargo, a pesar de haber sido aplicadas con éxi-
to en múltiples campos, las neuronas artificiales
utilizadas distan mucho de las reales, de manera
que el coste energético y de datos que requieren es
muy superior al de las redes neuronales biológicas.

En este sentido, las Redes Neuronales de Impulsos
(Spiking Neural Networks, SNN), también cono-

cidas como tercera generación de redes neurona-
les artificiales, intentan imitar con mayor fidelidad
a las unidades biológicas. La principal diferencia
frente a ANN es que en este tipo de redes la infor-
mación no se codifica en valores analógicos, sino
en series de impulsos o spikes, tratando de imitar
al sistema nervioso. Esto significa que la informa-
ción va contenida en cuándo suceden los spikes y
no en su forma o valor.

Debido a que su codificación se basa en la dis-
tribución temporal de los impulsos, las SNN po-
seen caracteŕısticas intŕınsecas para manipular in-
formación temporal. A pesar de esta importante
cualidad, la inmensa mayoŕıa de los trabajos han
centrado sus esfuerzos en aplicar las SNN en pro-
blemas de clasificación, como pueden ser el reco-
nocimiento de imágenes [3], la supervisión de elec-
trocardiogramas [14], el reconocimiento de patro-
nes [7] o de eventos [15], y la detección de objetos
[8]. De hecho, apenas existen trabajos dedicados
a modelar evoluciones temporales mediante SNN
en problemas de regresión [13] [12]. Es más, en
la mayoŕıa de estos trabajos se aplican estrate-
gias de clasificación en lugar de regresión, dando
lugar a errores de codificación de la información
muy significativos. Además, la mayoŕıa de los tra-
bajos presentes en la literatura se centran exclu-
sivamente en imágenes, siendo especialmente em-
pleadas las bases de datos de benchmark MNIST
y CIFAR-10 [3] [7] [8] [12] [15].

El principal motivo de estas limitaciones reside en
la falta de algoritmos capaces de codificar y deco-
dificar con precisión la señal analógica a spikes, o
viceversa. Actualmente existen dos enfoques: codi-
ficación basada en frecuencia (rate coding) y codi-
ficación temporal (temporal coding). Trabajos re-
cientes [9] han señalado que la codificación tem-
poral contiene mayor cantidad de información re-
levante que la basada en frecuencia. Sin embar-
go, las técnicas de codificación basadas en tiempo
también presentan una serie de limitaciones, debi-
do a que o bien carecen de proceso de reconstruc-
ción de la señal (decodificación) o los errores que
presentan son elevados. En este sentido, en este
trabajo se emplea un novedoso algoritmo tempo-
ral de codificación basado en PWM [1] [10], el cual
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supera con creces la precisión en la reconstrucción
de la señal original de los algoritmos predecesores
y permite ajustar mediante un parámetro la rela-
ción entre la precisión y el coste computacional y
en memoria.

Otra de las limitaciones existentes en el uso de
las SNN se presenta con los algoritmos de en-
trenamiento supervisado. En las ANN y en las
Redes Neuronales Reccurentes (Recurrent Neural
Networks, RNN) los algoritmos por excelencia de
entrenamiento supervisados son BackPropagation
(BP) y BackPropagation Through Time (BPTT),
respectivamente. Sin embargo, la dificultad prin-
cipal a la hora de implementar dichos algoritmos
de entrenamiento radica en que la función de ac-
tivación de las SNN no es diferenciable.

En los últimos años se ha hecho un importante
esfuerzo para desarrollar diferentes técnicas para
poder implementar el entrenamiento supervisado
en las SNN [11], pudiéndose diferenciar principal-
mente dos enfoques: el entrenamiento supervisa-
do indirecto, que se basa en entrenar primero una
ANN y luego transformarla en una SNN; y el en-
trenamiento supervisado directo. Dentro de este
último enfoque ha irrumpido con fuerza el entre-
namiento basado en surrogate gradient, el cual se
basa en que en la propagación de las muestras se
utilizan las funciones de cómputo propias de las
neuronas de las SNN, pero en el cálculo de la re-
tropropagación se sustituyen estas funciones por
unas similares a las funciones de activación de las
ANN y RNN, permitiendo aśı solventar los pro-
blemas de diferenciabilidad y pudiendo aplicar el
BP a las SNN.

En este contexto, en este art́ıculo se presenta una
prueba de concepto de un entrenamiento supervi-
sado con Redes Neuronales de Impulsos para fore-
casting de series temporales. Más concretamente
se va a realizar un forecasting de tipo one step-
ahead, siendo el hiperparámetro objeto de estudio
el número de instantes anteriores que se van a in-
troducir en la SNN como variables de entrada. Por
tanto, se trata de uno de los pocos trabajos pre-
sentes en la literatura enfocados a problemas de
regresión, alejándose aśı del uso extendido de la
clasificación de imágenes.

2. METODOLOGÍA

Para la realización del entrenamiento se ha utili-
zado el lenguaje de programación Python y princi-
palmente las libreŕıas Pytorch y SpikingJelly [2].
Pytorch es actualmente una de las herramientas
más conocidas de Python en el campo de las SNN,
debido a que es una herramienta que facilita la di-
ferenciación automática de funciones. En cuanto

a SpikingJelly, se trata de un entorno de código
abierto basado en Pytorch, donde se implementan
todos los algoritmos de entrenamientos de las SNN
de este trabajo.

2.1. BASES DE DATOS

Para evaluar el resultado del entrenamiento de las
SNN se hace uso de dos series temporales de dos
bases de datos distintas con el fin de poder valo-
rar la influencia de la dinámica de la señal en el
aprendizaje de la SNN según la estrategia plan-
teada en este trabajo. Por una parte, se emplea
una base de datos de IBM, que hace referencia a
la evolución del cierre de las acciones de IBM en
el peŕıodo comprendido entre el 17/05/1961 hasta
el 2/11/1962. Esta serie temporal viene descrita
en [4] y se ha podido descargar desde Time Series
Data Library [5]. Se trata de una serie temporal
de dinámica lenta con un total de 369 muestras.

Por otro lado, también se va a emplear otra base
de datos con una dinámica más rápida que la de
IBM. Se trata de la base de datos EEG, descrita
en [6], que se basa en la evolución temporal de las
señales cerebrales de una persona cuando mueve la
muñeca arriba y abajo o la mantiene quieta. Esta
señal está constituida por 4097 muestras.

2.2. CODIFICACIÓN MEDIANTE
PWM

El punto de partida para el entrenamiento de las
SNN es la codificación de las señales de IBM y
EEG en spikes mediante el algoritmo PWM. Tal
y como se detalla en [10], este algoritmo se basa
en dos hiperparámetros: el número de puntos por
señal portadora o carriers (npc) y el número total
de señal portadoras o carriers (nc). Para el análi-
sis se han definido valores para estos hiperparáme-
tros de manera que van a permanecer invariables
a lo largo de toda la metodoloǵıa con el objetivo
de poder analizar la influencia en el aprendizaje
del número de instantes anteriores. Concretamen-
te, los criterios y valores finales escogidos para am-
bos hiperparámetros son los siguientes:

Nc. Para forecasting es necesario que haya un
spike por cada señal portadora, por tanto, el
valor del nc va a ser igual al número de mues-
tras de cada señal menos 1. Aśı, en el caso
de la señal IBM nc adquiere un valor de 368,
mientras que para EEG es de 4096.

Npc = 64. El valor npc es el encargado de
establecer la relación entre la precisión de la
de/codificación y el coste computacional y en
memoria. Se considera que con un valor de 64
se consigue una precisión suficiente para esta
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Figura 1: Creación de los spikes train como variables de entrada a la red

primera aproximación, siendo el coste compu-
tacional y en memoria muy reducido.

En la Figura 1 se muestra el proceso de codifica-
ción. Una vez aplicado el algoritmo PWM, se con-
sigue dividir los datos de entrenamiento en ven-
tanas, siendo cada una de estas ventanas las que
van a conformar las muestras de entrenamiento de
la SNN. El tamaño de estas ventanas está directa-
mente relacionado con el valor npc, por tanto, en
el caso del presente trabajo, al haber definido un
npc de 64 puntos, cada muestra de entrenamiento
está formada por 63 ceros y un uno (el spike).

2.3. INTRODUCCIÓN DE LOS DATOS

En la metodoloǵıa que se define en este trabajo se
plantea que los trenes de impulsos o spikes train
vengan dados por cada una de las ventanas obte-
nidas con el algoritmo de codificación basado en
PWM.

La forma de introducir los datos va a venir de-
terminada por el tipo de modelo de red empleado.
En el caso del trabajo se va a optar por un modelo
stateless donde se van a introducir todos los datos
de entrada en único instante de tiempo o timestep
[12].

En este sentido, si se emplea la variable i para
identificar a cada una de las ventanas de la serie
temporal, siendo i ∈ [0, ..., Nc−1], se debe señalar
que para realizar el forecasting es necesario tener
información de todas las ventanas anteriores que
se vayan a emplear. En otras palabras, en el ca-
so de que se empleen 3 instantes anteriores para
los 3 primeros instantes (i=0,i=1,i=2) no se puede

realizar la predicción, debido a que no se tiene in-
formación de los instantes i=-3, i=-2 y i=-1. Aśı,
tal y como se señala en la Figura 2, para el caso de
análisis de 3 instantes anteriores, el primer instan-
te a predecir es i=3. Además, en la figura anterior
también se señala cómo se configura el conjunto
de entradas en el entrenamiento (train data, X(i))
y el target o salida deseada del entrenamiento (tar-
get data, Y(i)), donde este último es siempre un
valor real de la serie temporal.

2.4. ESTRUCTURA

Al tratarse de una primera aproximación se ha
querido emplear un modelo lo más simple posible.
Aśı, el modelo de red no va a disponer de ninguna
capa oculta, estando solo constituido por una capa
de entrada y una capa de salida. El número de neu-
ronas en la capa de entrada vaŕıa según el número
de instantes que se quiera introducir, siendo su
valor igual al número de instantes anteriores mul-
tiplicado por el valor npc. Esto es debido a que, al
emplear un modelo stateless, es necesario procesar
toda la información en un único instante de tiempo
o timestep. La Figura 2 ilustra la aplicación de este
criterio en un ejemplo ficticio. En concreto, para
tres instantes anteriores el vector con los datos de
entrenamiento, X(i), está formado por 192 mues-
tras ( instantes anteriores ∗ npc = 3 ∗ 64 = 192).
A su vez, como la finalidad de la red es realizar
un forecasting tipo one step-ahead, la capa de sa-
lida de la red debe estar formada por un número
de neuronas igual al valor npc, lo cual también se
puede observar en la Figura 2 en la que Y(i) tiene
un tamaño igual a 64.
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PRIMER INSTANTE (i=3) con 3 instantes anteriores:

X(i-3) = X(0) X(i-2) = X(1) X(i-1) = X(2) Y(i) = Y(3)X(3)

Figura 2: Formación conjuntos train data y target para el primer instante de la señal IBM

Todas las neuronas que se van a emplear están ba-
sadas en el modelo Leaky Integrate and Fire (LIF)
con τ = 100,0, Vthreshold = 1,0 y V reset = 0,0.
Además, durante el entrenamiento se emplea un
tamaño de batch de 1 y ninguna neurona requiere
del término bias.

2.5. FUNCIÓN DE ERROR

La función de error es uno de los puntos cŕıticos de
cualquier entrenamiento con redes neuronales. En
este trabajo se considera que el tipo de función
de error debe ser coherente con el algoritmo de
codificación de spikes. En este sentido, al tratarse
el algoritmo de codificación PWM de un método
de codificación basado en tiempo, la función de
error escogida se basa en comparar el instante de
tiempo donde se produce el spike en la salida de
la red con el instante de tiempo donde se produce
el spike en el valor deseado. Por simplicidad, si en
la salida de la red se emite más de un spike sólo se
compara el primero de todos ellos, y de hecho es el
que se utilizará para la decodificación de la señal.
Para detectar los instantes de disparo dentro de
cada señal portadora se utiliza una máscara.

En este trabajo se opta por definir una función de
error estricta en cuanto a la diferencia de instantes
de disparo, de tal forma que:

Si el instante de disparo del valor deseado
coincide con el primer instante de disparo de
la red → Error = 0.

Si los instantes no coinciden → Error =
(instantetarget)

2

2.6. METODOLOGÍA DE
ENTRENAMIENTO

En el presente trabajo se emplea el algoritmo Spi-
kingJelly [2] para poder implementar el entrena-
miento supervisado, el cual está basado en surro-
gate gradient. Más concretamente, en SpikingJelly
se aplican las ecuaciones diferenciales de las neuro-
nas LIF para hacer la propagación hacia adelante
de las muestras introducidas en la SNN, mientras
que en la retropropagación se emplea la función
Sigmoid para solventar los problemas de diferen-
ciabilidad. Además, se hace uso del optimizador
Adam.

El proceso de entrenamiento se basa en BP y se
puede resumir en los siguientes pasos: i) Inicializa-
ción de los potenciales de las neuronas a cero; ii)
Propagación de una muestra de entrenamiento; iii)
Cálculo de la función de error y retropropagación;
iv) Actualización de los pesos; v) Introducción de
una nueva muestra de entrenamiento.

Además, el entrenamiento se realiza con 100 épo-
cas, un ratio de aprendizaje igual a 10−3 y varian-
do el número de instantes anteriores de 1 hasta
10.

Mencionar que el algoritmo actualmente no tiene
implementado una técnica de regulación, haciendo
que la red escogida para testear sea siempre la ob-
tenida en la de la última época. Además, al tratar-
se de una primera aproximación se ha centrado el
esfuerzo en que la red aprenda, dejando la genera-
lización para más adelante. Aśı, se ha decidido no
someter a las series temporales a ninguna división
que cree los conjuntos de entrenamiento, valida-
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ción y test, haciendo que el 100% de las muestras
se introduzcan en la etapa de entrenamiento y en
la etapa de testeo se vuelva a introducir todo este
conjunto para comprobar el poder de aprendizaje
de la SNN.

3. RESULTADOS

A continuación, se muestran los resultados obte-
nidos tanto para la serie temporal de IBM como
para la de EEG.

Con el objetivo de valorar el rendimiento del
aprendizaje de las redes se van a emplear un
conjunto de métricas ampliamente utilizadas en
problemas de forecasting: distancia eucĺıdea, error
MSE y error MAE. Con ellas se va a comparar
con precisión la señal original normalizada con la
predicción realizada por la SNN. Para ello, la sa-
lida de la red se debe decodificar con el algoritmo
PWM.

3.1. IBM

Los resultados obtenidos para la base de datos
IBM son lo que se muestran en la Tabla 1. Esta
tabla muestra la variación de la métricas en fun-
ción del valor del número de instantes anteriores
que se introducen a la red. Se puede observar que
con 9 instantes anteriores se consiguen los mejores
resultados.

Tabla 1: Análisis resultados señal IBM
RESULTADOS TEST

Inst.
Ant.

Distancia
Eucĺıdea

Error
MSE

Error
MAE

1 6.7037 0.004 0.046
2 17.442 0.0145 0.0675
3 11.217 0.0057 0.0429
4 11.0342 0.0056 0.0464
5 10.6149 0.005 0.0477
6 8.1816 0.003 0.0378
7 9.151 0.0037 0.0417
8 9.3607 0.0039 0.0418
9 8.1348 0.0029 0.0392
10 8.2802 0.003 0.0411

En la Figura 3 se muestra la comparación entre la
señal original normalizada y la señal decodificada
aprendida con la SNN con los valores de 1 instante
anterior y 9 instantes anteriores, respectivamente.
La mejora en el aprendizaje es muy significativa
cuando se aumenta el número de instantes ante-
riores introducidos en las neuronas de entrada de
la SNN, lo cual se puede deber a que la base de
datos IBM presenta una dinámica relativamente
lenta y, por tanto, un aumento del número de ins-
tantes anteriores fomenta que la red aprenda me-

jor su dinámica y se adapte mejor a los cambios
producidos en la serie, pudiendo realizar aśı una
predicción más acertada. Además, también se au-
menta el número de spikes emitidos por la red, lo
que facilita que haya más puntos para realizar la
regresión del algoritmo de decodificación PWM.

3.2. EEG

En la Tabla 2 se indican los resultados obtenidos
con la base de datos EEG. A diferencia del caso
anterior, los mejores resultados se obtienen con 1
instante anterior.

Tabla 2: Análisis resultados señal EEG
RESULTADOS TEST

Instantes
Anteriores

Distancia
Eucĺıdea

Error
MSE

Error
MAE

1 27.0592 0.0028 0.0407
2 42.7113 0.007 0.066
3 61.8138 0.01459 0.0988
4 79.6522 0.0242 0.1316
5 93.8176 0.0336 0.1568
6 104.5737 0.0418 0.1785
7 113.5066 0.0492 0.1955
8 120.1141 0.0552 0.2087
9 125.8145 0.0605 0.2202
10 131.1931 0.0658 0.2306

En la Figura 4 se puede observar la diferencia exis-
tente entre la señal original y la decodificada para
el caso de 1 instante anterior y 10 instantes ante-
riores, respectivamente. La diferencia principal en-
tre ambas predicciones es que en el caso de 10 ins-
tantes anteriores el número de spikes producidos
por cada conjunto de muestras de entrenamiento
es muy superior, haciendo que cuando se decodifi-
que con el primer spike emitido éste esté más cerca
del Reference Time Point (RTP) de la señal por-
tadora del PWM (ver Figura 1) y la magnitud al
decodificar sea inferior a la de la señal original.

En comparación con la serie temporal de IBM, la
serie temporal de la base de datos EEG presen-
ta una dinámica mucho más rápida, haciendo que
los instantes siguientes no dependan tanto de los
instantes anteriores y se produzcan peores predic-
ciones conforme se va aumentando el número de
instantes anteriores introducidos en la SNN. Esto
se puede observar en la evolución de las métricas
de la Tabla 2, donde se produce un aumento sig-
nificativo de los errores a medida que se aumenta
el número de instantes anteriores.

4. CONCLUSIONES

En este trabajo se propone una nueva estrategia de
entrenamiento supervisado con Redes Neuronales
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Figura 3: Comparación señal IBM original vs de-
codificada con 1 y 9 instantes anteriores

Figura 4: Comparación señal EEG original vs de-
codificada con 1 y 10 instantes anteriores
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de Impulsos para forecasting de series temporales,
siendo uno de los primeros trabajos realizados en
este campo. Aunque sea una primera aproxima-
ción, este trabajo ha permitido extraer una serie
de conclusiones muy importantes:

1. La función de error definida aśı como la forma
de introducir los datos en la red han permiti-
do validar un posible método de introducción
de los datos en las SNN. Además, los resulta-
dos son muy prometedores en cuanto apren-
dizaje de la red.

2. El número de instantes anteriores que hay que
introducir a la red depende de la dinámica de
las series temporales. Aśı, con dinámicas más
lentas se requiere un número mayor de instan-
tes anteriores, debido a que al tener más infor-
mación de la serie el ajuste es mejor. Por otro
lado, con dinámicas rápidas, como la señal
EEG, con un instante anterior es suficiente
para adaptarse a los cambios producidos en
la serie temporal.

3. A pesar de no haberse aplicado técnica de re-
gulación y, por tanto, no haberse optimizado
la selección de la SNN, los resultados obteni-
dos son satisfactorios, lo cual se refleja en los
reducidos valores obtenidos tanto en el error
MSE como en el error MAE, y que se pueden
observar en los mejores casos de las Figuras 3
y 4.

Como trabajo futuro, actualmente se está imple-
mentando una técnica de regulación en el algorit-
mo de entrenamiento. Además, esta modificación
en el algoritmo permitiŕıa verificar el poder de ge-
neralización de las redes entrenadas. Por último,
se está trabajando tanto en nuevas propuestas de
funciones de error como en diferentes alternati-
vas que permitan mejorar el entrenamiento de las
SNN. En cuanto a la mejora de los valores de las
métricas de error de los resultados se va a estudiar
la inclusión de capas ocultas en la estructura de
las redes, aśı como el incremento del valor npc del
algoritmo de codificación.
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English summary

SUPERVISED TRAINING FOR
SPIKING NEURAL NETWORK

Abstract

This article proposes a new supervised trai-
ning strategy with Spiking Neural Net-
works (SNN) for time series forecasting.
Currently, the vast majority of work on
SNN is focused on classification tasks, es-
pecially image classification. In this sen-
se, this paper is one of the first works to
apply SNN for time series forecasting, who-
se results are very promising. Two bench-
mark datasets have been used to validate
the methodology: IBM stock market infor-
mation and EEG signals. Among the re-
sults, it is shown that the performance of
SNN depends, as expected, on the dynamic
of the signal or time series to be forecast.

Keywords: Spiking Neural Network,
PWM, time series, regression, forecasting.
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