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Resumen

La clasificación postural es fundamental de ca-
ra a realizar un correcto seguimiento del estado
postural en personas mayores. Este seguimiento,
además de aportar información continuada a los
especialistas sanitarios, puede servir para preve-
nir trastornos musculoesqueléticos. En este traba-
jo, se presenta el análisis del número de sensores
de un dispositivo de monitorización postural por-
table compuesto por 16 sensores FSR. Con ello,
se busca reducir el coste computacional a la hora
de realizar la clasificación, simplificando el modelo
y aumentando la autonomı́a. Para ello, se aplica
una metodoloǵıa basada en dos pasos: 1) Calcu-
lar el orden de relevancia de los sensores, median-
te Random Forest y ReliefF. 2) Seguir un proce-
so iterativo de entrenamiento para dos modelos de
clasificación basados en SVM y KNN. En cada ite-
ración se aumenta en uno el número de sensores
introducidos como entrada, estudiando cómo afec-
ta este número en el desempeño final de los mode-
los. Los resultados demuestran que un número de
5 sensores es suficiente para lograr porcentajes de
acierto superiores al 90%.

Palabras clave: Monitorización postural; Ma-
chine Learning; Optimización; Sensores FSR.

1. INTRODUCCIÓN

Actualmente en el mundo, la población mayor de
65 años supera los 727 millones de personas y se
prevé que este número se duplique en los próximos
30 años [6]. La cada vez mayor esperanza de vida,
junto con la baja tasa de natalidad, van a provocar
que España sea uno de los páıses más envejecidos
del mundo [9].

El impacto del envejecimiento está ligado a un au-
mento de las actitudes sedentarias, empobreciendo
la calidad de vida de estas personas [11]. Una de
las consecuencias impĺıcitas del envejecimiento es
la pérdida de movilidad y autonomı́a. Esto, con-
juntamente con el debilitamiento muscular propio
de la edad provoca la adopción de posturas inco-
rrectas en sedestación [8].

Entre las principales consecuencias de adoptar
posturas incorrectas se encuentra la aparición de
trastornos musculoesqueléticos como lumbalgia o
ciática, entre otros [16, 26]. Llevar a cabo una tem-
prana monitorización postural evita la adopción
de posturas inadecuadas. Esto es de vital impor-
tancia para evitar que, a las consecuencias propias
de la vejez, se le sumen daños f́ısicos adicionales.

Actualmente, la monitorización postural se lleva a
cabo mediante el uso de escalas o cuestionarios [5].
Estas escalas permiten conocer el estado postural
del anciano en el momento en el que se realizan.
Sin embargo, estos cuestionarios, además de tener
un carácter subjetivo, solo muestran el estado pos-
tural en el momento en el que se realizan. Con la
intención de realizar una monitorización continua-
da en el tiempo, se han desarrollado dispositivos
basados en tres tipos de sensores: vestibles, visión
y presión.

Los sensores vestibles se colocan sobre el cuerpo
o ropa de la persona, monitorizando la posición
de la columna. Entre estos sensores destaca el uso
de unidades de medición inercial [10, 19]. Estos
sensores permiten recopilar datos de forma sencilla
y bajo coste pero pueden suponer molestias para el
usuario al ir colocados sobre las propias personas.

Para ello, algunos trabajos proponen hacer uso de
sistemas de visión, que al estar ubicados sobre el
entorno no son tan intrusivos [1, 21, 24]. Estos
sensores eliminan la incomodidad intŕınseca de los
sensores vestibles, pero tienen un rango de acción
limitado. Además, pueden presentar problemas de
privacidad, especialmente en una población sensi-
ble como la de la tercera edad.

En último lugar, los sensores de presión permiten
combinar las ventajas de los dos grupos de senso-
res anteriores. Al estar colocados sobre la super-
ficie de apoyo, no son incómodos para el usuario,
y tienen cierta portabilidad. Existen en la actua-
lidad mallas comerciales [14, 20] compuestas por
un número elevado de sensores. Estas mallas, pese
a tener gran resolución y abarcar toda la superfi-
cie de apoyo, tienen un elevado coste y un tiempo
de uso limitado. Además, al tratarse de soluciones
cerradas, el acceso a los datos es restringido. Es
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Figura 1: Modulos que componen el dispositivo de monitorización: 1- Dispositivo sensor con distribución
de sensores. 2- Módulo de adquisición de datos. 3- Interfaz gráfica.

por eso, que otros trabajos proponen hacer uso de
sensores de fuerza FSR ubicados en puntos discre-
tos.

Algunos autores proponen colocar estos sensores
siguiendo un esquema de matriz, cubriendo la ma-
yor superficie posible [2, 13]. Otros trabajos, por
el contrario, se centran en la colocación de dis-
tribución de sensores para monitorizar puntos re-
levantes del cuerpo, haciendo una selección más
exhaustiva de la ubicación de los mismos. Estos
trabajos se centran en colocar sensores únicamen-
te en el respaldo [15], únicamente en el asiento
[3, 4], o en ambos [12, 18].

Por lo tanto, se observa que la distribución de los
sensores en la bibliograf́ıa es variada y diversa. Es
por ello, que en un trabajo anterior de los auto-
res se propuso localizar aquellos puntos relevantes
en los cuales situar los sensores FSR [25]. Esta lo-
calización fue escogida teniendo en cuenta las va-
riaciones en la fuerza entre las diferentes posturas
a monitorizar con respecto a la postura correcta,
detectando aquellos puntos más significativos para
la monitorización postural continua.

Además de la realización de una monitorización
postural continua, la detección de las posturas
adoptadas por el usuario es de gran importancia
de cara a realizar un correcto seguimiento del es-
tado postural. Facilitar a un especialista sanitario
el registro de posturas adoptadas por una persona
a lo largo del d́ıa, puede ayudarle a personalizar
el tratamiento adecuado.

Tal como se ha comentado, la selección de los pun-
tos relevantes anterior fue realizada para una mo-
nitorización continua. No obstante, se ha obser-
vado que para realizar una clasificación postural
quizás no es necesario utilizar todos los sensores
integrados en el dispositivo. Reducir el número de

sensores, permitiŕıa simplificar el proceso de cla-
sificación además de aumentar la autonomı́a del
dispositivo de monitorización. Es por ello que, de
cara a hacer más eficiente el dispositivo de moni-
torización, en este trabajo se presenta la optimiza-
ción del número de sensores de dicho dispositivo.
Para ello, se presenta el proceso seguido para re-
ducir al mı́nimo el número de sensores utilizados,
manteniendo buenos resultados en la clasificación
de posturas. Para ello, se analizan los sensores de
mayor relevancia utilizando las técnicas Random
Forest y ReliefF, y se comprueba el peso de cada
uno de ellos en la clasificación postural.

El resto del art́ıculo se organiza de la siguiente
manera. En la Sección 2 se presenta el dispositivo
de monitorización a optimizar, aśı como la base
de datos utilizada para tal fin. En la Sección 3, se
analiza la relevancia de los sensores para la clasifi-
cación postural y se presenta el proceso llevado a
cabo para optimizar el dispositivo. En la Sección 4
se validan los resultados. Por último, en la Sección
5 se extraen las conclusiones más relevantes.

2. DISPOSITIVO DE
MONITORIZACIÓN
POSTURAL

El sistema de monitorización postural desarrolla-
do está compuesto por tres módulos. Un primer
módulo consistente en un dispositivo sensor com-
puesto por 16 sensores FSR dispuestos en el res-
paldo y asiento de una silla de tal forma que per-
mita la monitorización de espalda y muslos. Esta
distribución de sensores se seleccionó en base a un
estudio previo realizado por los autores [25], per-
mitiendo medir la fuerza en puntos relevantes para
la monitorización postural. Un segundo módulo de
adquisición de datos basado en Arduino que per-
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mite transmitir los datos de forma inalámbrica y
en tiempo real a un ordenador remoto. Y por últi-
mo, un bloque consistente en una interfaz gráfica
alojada en dicho ordenador que permite visualizar
las mediciones en tiempo real, aśı como históricos
previamente guardados. El conjunto está alimen-
tado por una bateŕıa externa que le da una au-
tonomı́a superior a 24 horas. La distribución de
sensores aśı como el conjuntos de los bloques está
representado en la Figura 1.

De los tres bloques anteriormente descritos, se
busca la optimización del primero de ellos con el
fin de simplificar la posterior clasificación postu-
ral. Es decir, se busca reducir al mı́nimo el número
de sensores necesarios para reducir el coste compu-
tacional en la clasificación postural. Las posturas
a clasificar se han seleccionado por ser las más co-
munes en personas de la tercera edad con cierta
limitación en el movimiento, en base a la experien-
cia de personal sanitario. Estas posturas vienen
representadas y enumeradas en la Figura 2.

Para realizar la optimización, se hace uso de una
base de datos de las posturas anteriormente indi-
cadas, recogidas mediante el dispositivo de moni-
torización postural. Esta base de datos se ha obte-
nido de un total de 35 sujetos sanos a los cuales se
les ha pedido que reprodujeran cada una de ellas
durante un periodo de 30 segundos. Además, ca-
da uno de ellos ha repetido las posturas en dos
ocasiones.

P01 P02 P03

P04 P05 P06

Figura 2: Posturas a clasificar. P01 - Sedestación
neutral, P02 - Inclinación lateral hacia la derecha,
P03 - Inclinación lateral hacia la izquierda, P04 -
Hipercifosis, P05 - Inclinación hacia atrás, P06 -
Deslizamiento sobre el asiento.

3. ANÁLISIS DE LA
IMPORTANCIA RELATIVA
DE LOS SENSORES DEL
DISPOSITIVO DE
MONITORIZACIÓN

En esta sección se explica la metodoloǵıa lleva-
da a cabo para optimizar al mı́nimo el número de
sensores del dispositivo de monitorización (Figura
3). Esta metodoloǵıa está dividida en dos pasos:
1- Calcular la relevancia relativa de los sensores
para clasificar las posturas seleccionadas. 2- Pro-
ceso iterativo de entrenamiento de dos modelos de
clasificación para estudiar cómo el número de sen-
sores afecta en el desempeño de éstos.
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Figura 3: Esquema de la metodoloǵıa seguida para
la optimización del número de sensores del dispo-
sitivo de monitorización postural, manteniendo un
alto porcentaje de acierto en clasificación postural.
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3.1. ANÁLISIS DE LA RELEVANCIA
DE LOS SENSORES

Es de esperar, que a la hora de reducir el número
de sensores del dispositivo de monitorización, ha-
ya que seleccionar aquellos que más aporten a la
diferenciación entre posturas. Por ello, en primer
lugar, se lleva a cabo la ordenación de los sensores
en función de la relevancia que tiene cada uno de
ellos. Para ello, se han utilizado dos técnicas de
aprendizaje automático que permiten obtener la
importancia relativa de los elementos de entrada
en el modelo, en este caso los sensores ST

16. Co-
mo información de entrada a estas técnicas se usa
el valor de la fuerza normalizada de los sensores
en cada instante de tiempo, junto con la etiqueta
de la postura a la que corresponden. Estas técni-
cas, para ser exactos son, ReliefF [23] y Random
Forest (RF) [7].

Para el cálculo de la importancia relativa de los
sensores del dispositivo de monitorización postu-
ral, se ha utilizado el método ReliefF seleccionan-
do como número de vecinos 5 y el Random Forest,
con un total de 5000 árboles y una estrategia ba-
sada en selección de muestra con reemplazo.

En base a estos métodos se han obtenido los pesos
que representan la relevancia de cada uno de los
sensores. Estos pesos se reflejan ordenados de ma-
yor a menor en función de la relevancia j, junto
con el sensor al que corresponden en la Tabla 1,
formando dos listas priorizadas. De cara a una po-
sible comparativa, aśı como para facilitar la com-
prensión de los mismos, se pasan estos a valores
relativos en términos porcentuales (Figura 4).

En los resultados obtenidos se puede apreciar co-
mo los tres sensores ubicados en la parte superior
del respaldo (S10, S13 y S16) destacan por encima
del resto. De la misma forma, el sensor S12 situa-
do en la zona lumbar se sitúa en la zona inferior
de la tabla.

Figura 4: Porcentaje de relevancia de los sensores
en la clasificación obtenida mediante Random Fo-
rest y ReliefF para el conjunto global de posturas.

Sin embargo, en la zona central de la tabla existe

Tabla 1: Sensores del dispositivo de monitori-
zación ordenadas de mayor a menor relevancia
en función de los resultados obtenidos con las
técnicas de aprendizaje automático Random
Forest y ReliefF.

j
Random Forest ReliefF
Sensor Peso Sensor Peso

1 S10 1,9507 S13 0,1729
2 S16 1,8797 S16 0,1665
3 S13 1,8722 S10 0,1427
4 S2 1,7719 S3 0,1394
5 S1 1,4771 S14 0,1375
6 S4 1,4430 S15 0,1361
7 S9 1,3534 S7 0,1328
8 S3 1,1838 S11 0,1307
9 S7 1,1215 S2 0,1293
10 S5 1,0381 S8 0,1286
11 S6 1,0246 S9 0,1280
12 S11 0,9901 S6 0,1246
13 S8 0,9173 S5 0,1232
14 S15 0,8568 S1 0,1230
15 S14 0,8187 S4 0,1115
16 S12 0,6455 S12 0,0776

una discrepancia en el orden de los sensores según
el método utilizado. El motivo de esta diferencia
es el criterio de cada uno de estos métodos pa-
ra seleccionar qué es relevante. El Random Forest
da mayor relevancia a los sensores que diferencian
una postura al recibir mayor fuerza que en el res-
to. Por el contrario, el método ReliefF da mayor
importancia a los sensores que dejan de medir con
respecto al resto de posturas. Cada uno con su
criterio, el orden de los sensores es coherente pa-
ra ambos métodos por separado. A priori no se
puede saber cual de los órdenes representa mejor
la relevancia de los sensores, por lo que ambos se
estudian en el siguiente paso de la metodoloǵıa.

3.2. ANÁLISIS DEL NÚMERO DE
SENSORES

En base a las dos listas priorizadas de sensores
obtenidas en el apartado anterior (Tabla 1), en
este punto se pasa a estudiar cómo afectan éstas
en el rendimiento de los clasificadores posturales.

Para ello, se tienen en cuenta dos modelos de cla-
sificación. Por una parte K vecinos más cercanos
(KNN) [22] y por otro las máquinas de soporte
vectorial (SVM) [17]. Estos modelos se han en-
trenado usando Matlab, que entre sus funciones
incluye la optimización de hiperparámetros de los
mismos. Con ambos modelos se sigue la metodo-
loǵıa representada en la Figura 3.
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Para el análisis del número necesario de sensores
del dispositivo se sigue un proceso iterativo divi-
dido en dos pasos: normalización y entrenamiento
del clasificador. Se comienza haciendo uso del sen-
sor más relevante y por cada iteración, este núme-
ro se incrementa en uno, siguiendo el orden de la
lista definida en la Tabla 1.

Para cada iteración, se comienza con un primer
paso de normalización de los sensores utilizados.
La normalización de los datos se ha realizado cal-
culando el porcentaje de fuerza que mide un sensor
en un instante t, con respecto a la fuerza total me-
dida por los sensores de la lista de la iteración i,
en ese instante. La normalización llevada a cabo
se recoge en la siguiente ecuación:

sNj(t) =
sj(t)∑
ST

(i)(t)
(1)

Siendo sNj(t) el valor normalizado del sensor con
prioridad j, sj(t) el valor medido por el sensor con

prioridad j, y S
(i)
T (t) el conjunto de los sensores

utilizados en la iteración i.

De esta forma, los datos quedan normalizados y
escalados en valores comprendidos entre 0 y 1. En
cada una de las iteraciones se recalcula el valor
de los sensores normalizados de la lista, dado que
el número de sensores que la conforman aumenta.
Los valores normalizados de los sensores en cada
iteración se utilizan como entrada a los modelos
de clasificación KNN y SVM.

Este proceso se lleva a cabo con los datos de las
posturas obtenidas en la Sección 2. Para garanti-
zar que los resultados no dependen de la división
de los datos de entrenamiento y test, se ha reali-
zado una validación cruzada de 5 iteraciones. Por
ello, en cada iteración y con un número de sensores
determinado, se seleccionan 28 sujetos diferentes
para entrenar el modelo y el resto para validar los
resultados. Esta división del conjunto de entrena-
miento y validación se realiza de forma aleatoria.

A modo de resumen, se tienen dos bucles. Un pri-
mer bucle que recorre cada uno de los sensores
ordenados en el apartado anterior, y un segundo
bucle interior que permite realizar la validación
cruzada al ir cambiando entre sujetos de entrena-
miento y validación. El proceso termina cuando se
alcanza la última iteración (i = 16) y por tanto se
ha estudiado la lista formada por la totalidad de
los sensores.

Para validar los resultados, se ha repetido este
mismo proceso de forma inversa. Es decir, se ha
comenzado entrenando el modelo con el sensor me-
nos relevante (j = 16), en la siguiente interacción
con los dos menos relevantes, y aśı sucesivamente.
Es de esperar, que si la relevancia de los sensores

se ha ordenado correctamente en el punto anterior,
en esta segunda repetición, se necesite un mayor
número de sensores para alcanzar buenos resulta-
dos.

4. VALIDACIÓN

En este apartado se pasa a describir los resulta-
dos obtenidos siguiendo la metodoloǵıa descrita en
la Sección 3.2. Mediante esta validación, se quie-
re comprobar si el hecho de reducir los sensores
siguiendo el orden establecido, afecta en el rendi-
miento de la clasificación.

Para ello, en este apartado se discuten los resulta-
dos de los ordenes obtenidos tanto con el método
ReliefF como con el orden propuesto por Random
Forest, utilizando los dos modelos de clasificación
mencionados. Para ello, en la Figura 5 se repre-
senta la media del porcentaje de acierto obtenido
en la validación cruzada en función del número de
sensores de entrada utilizados.

Figura 5: Porcentajes de acierto de los clasificado-
res SVM y KNN en función del número de sensores
utilizados. Arriba: Sensores ordenados de mayor a
menor relevancia. Abajo: Sensores ordenados de
menor a mayor relevancia.

En azul se representa el orden obtenido mediante
Random Forest, mientras que en rojo se represen-
ta el orden obtenido mediante ReliefF. Además,
se diferencian los resultados obtenidos mediante
SVM (linea continua) y KNN (linea de puntos).

XLIII Jornadas de Automática

175

Bioingeniería

https://doi.org/10.17979/spudc.9788497498418.0171



En la gráfica superior se representan los sensores
ordenados en base a ir utilizando la lista de sen-
sores ordenados de mayor a menor relevancia. Tal
y como se puede apreciar, con los 4 sensores más
relevantes para el caso de RF y 5 sensores para Re-
liefF se obtienen porcentajes de acierto superiores
al 90%. A partir de ese punto, la tasa de acierto
se estabiliza, siendo invariable independientemen-
te de aumentar el número de sensores. A ráız de
los resultados, los sensores más relevantes con am-
bos métodos son los ubicados en la zona superior
del respaldo (sensores S10, S13 y S16). Se trata, de
hecho, de la zona donde más vaŕıa la fuerza entre
una postura y otra.

El comportamiento de las gráficas es similar inde-
pendientemente de la lista de prioridad utilizada.
Esto demuestra que ambos métodos de cálculo de
relevancia son eficientes, y que el criterio utiliza-
do por cada uno de ellos, pese a ser diferente, es
válido.

Por otro lado, en la gráfica inferior, se representan
los mismos resultados, cambiando el orden de rele-
vancia de los sensores, de menor a mayor. Esto se
realiza para comprobar si solamente con el hecho
de reducir los sensores se obtienen buenos resul-
tados o si además, la selección de éstos es impor-
tante. En este segundo caso, para superar el por-
centaje de acierto de 90% se necesita un número
mı́nimo de 15 sensores. Por tanto, se puede con-
cluir que seguir el orden relevancia marcado para
los sensores es imprescindible para optimizar co-
rrectamente el número de sensores utilizados.

De esta forma, se puede concluir que, con un
número significativamente menor de sensores uti-
lizados, se pueden obtener tasas de acierto altas.
Para ello, es necesario tener en cuenta el orden de
relevancia de cada uno de estos sensores a la hora
de clasificar las posturas. Por otro lado, el méto-
do de cálculo de relevancia utilizado, pese a seguir
criterios diferentes, es igual de eficaz. Muestra de
ello es que el desempeño del clasificador es similar
independientemente del orden utilizado.

5. CONCLUSIONES

Actualmente, existe una gran variedad de distri-
bución de sensores de presión para monitorización
postural. En su mayoŕıa, estos se ubican en for-
ma de malla, buscando cubrir la mayor superficie
posible. Para la clasificación postural, este tipo de
distribución puede llegar a no ser eficiente, al uti-
lizar un número excesivo de sensores.

En este trabajo se ha presentado una metodoloǵıa
de optimización de los dispositivos de monitoriza-
ción postural basados en sensores de presión. Esta
metodoloǵıa se ha implementado y validado en el

dispositivo de monitorización postural presentado
anteriormente por los autores [25], compuesto ini-
cialmente por 16 sensores FSR, distribuidos entre
el asiento y respaldo.

La metodoloǵıa propuesta ha consistido en un pri-
mer paso de ordenación de la relevancia de cada
uno de los sensores iniciales utilizados para clasi-
ficar 6 posturas habituales en personas con baja
movilidad. Para ello, se utilizan dos técnicas, el
Random Forest y ReliefF para predecir la impor-
tancia relativa de los features de entrada.

En base al orden de relevancia de los sensores ob-
tenido mediante estos dos métodos, se ha seguido
un proceso iterativo, comenzando con la utiliza-
ción del sensor más relevante. Para cada iteración
se ha realizado una validación cruzada de 5 par-
ticiones, entrenando dos modelos de clasificación,
uno basado en KNN y otro en SVM. Entre itera-
ciones, se eleva el número de sensores a utilizar. Se
ha realizado el mismo procedimiento, invirtiendo
el orden de relevancia de los sensores, del menos
relevante, al más relevante.

Por último, hay que recalcar que esta optimización
en el número de sensores se ha realizado de cara a
tener como aplicación final la clasificación postu-
ral. Los resultados muestran como con un número
de 4 sensores en el caso del RF y con un núme-
ro de 5 sensores para ReliefF se consigue superar
el porcentaje de acierto del 90% independiente-
mente del clasificador utilizado. A partir de ah́ı, el
resto de sensores no contribuye en gran medida al
desempeño del clasificador. El hecho de reducir el
número de sensores permite optimizar el número
de sensores del dispositivo para clasificación pos-
tural, pero provoca una pérdida de información.
Esta información puede ser de gran relevancia pa-
ra otras aplicaciones como detección de escaras o
anomaĺıas.

Agradecimientos

Este trabajo ha sido financiado por: FE-
DER/Ministerio de Ciencia e Innovación -
Agencia Estatal de Investigación/Proyecto
PID2020-112667RB-I00 financiado por
MCIN/AEI/10.13039/501100011033, la Uni-
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Abstract

Postural classification is essential for co-
rrect monitoring of postural status in the
elderly. This monitoring, in addition to
providing continuous information to health
specialists, can be used to prevent muscu-
loskeletal disorders. In this work, the
analysis of the number of sensors of a
postural monitoring device composed of 16
FSR sensors is presented. The aim is to
reduce the computational cost of classifica-
tion, simplifying the model and increasing
autonomy. To this end, a methodology ba-
sed on two steps is applied: 1) Calculate
the order of relevance of the sensors, using
Random Forest and ReliefF. 2) Follow an
iterative training process for two classifi-
cation models based on SVM and KNN. In
each iteration the number of sensors intro-
duced as input is increased by one, stud-
ying how this number affects the final per-
formance of the models. The results show
that a number of 5 sensors is sufficient to
achieve hit rates above 90%.

Keywords: Postural monitoring; Machine
Learning; Optimisation; FSR sensors.
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