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Resumen

Dentro del campo de la Inteligencia Artificial, cuya finalidad es proporcionarle a los sis-
temas la capacidad de adquirir conocimientos por si mismos para resolver problemas, nos
encontramos con un subcampo como es el Machine Learning. Este tipo de Aprendizaje Auto-

matico, aplicado a las redes, permite realizar una mejor gestiéon asi como un analisis de estas.

Este proyecto se centra en el estudio de diversas técnicas de ML ademas de realizar una
comparativa de los resultados obtenidos por cada una. Todo esto sirve para encontrar solucio-
nes de optimizacién u operacion de redes eficientes, como podria ser el retraso en el trafico de
extremo a extremo. Estas técnicas de aprendizaje automatico son capaces de crear modelos de
red ligeros con una buena precision, por lo que facilitarian mucho el trabajo a los operadores

de red actuales.

Para ser capaces de conseguir esto, llevamos a cabo varias fases que incluyen la seleccién
y posterior analisis de un dataset publico, asi como el estudio, implementacién y aplicacién

de diferentes técnicas de machine learning (Random Forest, K-NN y Redes Neuronales)

A partir de diversas pruebas y una buena preparacion previa de los datos, se consiguieron
los resultados Optimos para cada una de las técnicas mencionadas anteriormente. A partir de
estos hemos comprendido que el que mejor resultados arrojé fue K-NN seguido muy de cerca
por Random Forest. En cuanto a la Redes Neuronales, cabe decir que obtuvimos unos resul-

tados buenos pero, en comparacion con las otras técnicas, todavia hay mucho que mejorar.

Abstract

In the field of the Artificial Intelligence, which main purpose is to make the sistems able
to adquire knowledge by themselves to solve problems, we find ourselves with the subfield
as machine learning. This kind of authomatic learning, applied to webs, let you make a better
management and analysis of them.

This project focus on studying several techniques of ML, moreover to make a compara-
tive of the results obtained by each one. All this is useful to find optimization or operation
solutions of efficient webs, as it could be the delay on the extreme-to-extreme traffic. These
techniques of authomatic learning are able to create models of light web with good accuracy,

which would make the job of the current web operators easier.



To be able to do this, we make several stages, that include the selection and the next
analysis of a public dataset, as the studying, implementation and application of the different
machine learning techniques. (Random forest, K-NN and neuronal networks.)

To start with several tries, and a good previous preparation of the data, there had been
optimal results for each of the techniques previously named. From this, we had understood
that the best of the results was of the K-NN, followed close by Random Forest. Speaking of
neuronal webs, we could say we had good results, but comparing with the other techniques

there is a lot of improvement looking forward.
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+ Machine Learning + Machine Learning
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Capitulo 1

Introduccion

El aprendizaje automatico (AA), también conocido como machine learning (ML), consiste
en un conjunto de técnicas de la informatica que se relacionan con la inteligencia artificial
(IA), y que sirven para crear sistemas que pueden resolver problemas por si solos sin que las
personas tengan que intervenir. Cabe destacar que sobre estas, el aprendizaje automatico pue-
de utilizarse para mejorar los analisis, la gestion y la seguridad, entre otros muchos factores,
de las redes [1].

Actualmente, es mucho mejor construir un sistema (nueva generacion) que sea capaz de
conocer y manejar por si mismo los problemas que los expertos en redes presentan que con-
tinuar con los antiguos sistemas basados en reglas. Estos problemas son el mantenimiento y
actualizacion en sistemas de administracién de redes (antigua generaciéon) que conlleva tener
a varios expertos al cargo. La clave radica en el mantenimiento, ya que a medida que se en-
cuentren nuevos problemas y soluciones, dicho sistema aprendera los sintomas y las acciones
resultantes a tomar sin ser necesaria la intervencién humana, lo cual conllevaria una gran
reduccién del esfuerzo.

La aplicacion de algoritmos de ML a la gestion del trafico de las redes permite reducir con-
siderablemente el trabajo que tiene que llevar a cabo el personal de Tecnologias de la Infor-
macién (TI), a pesar de que dichos algoritmos no sean capaces de comprender la repercusion
sobre el negocio en si. En los tltimos afios se han logrado muchos avances en el software de

administracién de redes mediante la aplicaciéon de técnicas de aprendizaje automatico [2].

1.1 Objetivos

La finalidad del trabajo es construir modelos de red livianos para reducir considerable-
mente la carga que tienen los operadores de red mediante el uso de varias técnicas de ML
como son Random Forest, K-NN (k-nearest neighbors) y RNN (redes neuronales recurrentes).

Concretamente vamos a elegir un dataset publico, realizar un anélisis y tratamiento previo
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de los datos, construir los modelos con cada una de las técnicas mencionadas y comparar re-
sultados para ver qué modelo es el que arroja una calidad superior frente al resto. Para ser
capaces de evaluar la calidad vamos a utilizar las métricas mas usadas para realizar este tipo
de mediciones (MSE, RMSE, MAE y R?), las cuales seran explicadas en detalle en secciones

posteriores del trabajo.

1.2 Estructura de la memoria

La presente memoria ha sido estructurada en los siguientes capitulos:

« Capitulo 1. Introduccién.
« Capitulo 2. Planificacion del proyecto.
— Abarca las tareas realizadas en cada iteracion.
« Capitulo 3. Metodologia.
— Constituye la metodologia empleada.
« Capitulo 4. Entender el negocio.

— Estudio de las técnicas de machine learning aplicadas al trafico de red (Random

Forest, K-NN y Redes Neuronales)
« Capitulo 5. Fundamentos tecnolégicos.
— Anaélisis de la herramienta y librerias empleadas.
« Capitulo 6. Comprension de los datos.

— Eleccion y analisis del dataset pablico. También incluye la exploracion de este para
conseguir una mejor comprension de los datos y asi poder obtener una calidad

mayor.
o Capitulo 7. Preparacion de los datos.

- Incluye la limpieza, seleccién y transformacion de los datos. Es una de las fases
mas importantes del proyecto ya que los resultados que obtengamos dependen en

gran medida de la calidad de nuestro conjunto de datos.



CAPITULO 1. INTRODUCCION

« Capitulo 8. Modelado.

— Analisis de los parametros mas influyentes en cuanto a los resultados del modelo.
Ademas se llevara a cabo el entrenamiento del modelo, su validacién y la experi-

mentacién pertinente.
« Capitulo 9. Evaluacién.

— Se evaluaran los modelos construidos con un conjunto de datos independiente
al de entrenamiento. Es aqui donde realizaremos la comparativa final entre las

técnicas utilizadas.
« Capitulo 10. Conclusiones.

— Objetivos alcanzados y lecciones aprendidas.

— Lineas futuras
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Capitulo 2

Planificacion del proyecto

Esta seccion abarca la planificacion del proyecto tomando como referencia la metodologia
CRISP-DM [3]. Se ha decidido usar dicha metodologia ya que especifica las tareas a realizar
en cada una de las fases del proyecto, asignando las tareas concretas y definiendo lo que es
deseable obtener en cada fase. En este caso no se ha seguido de una manera estricta pero si
se han tenido en cuenta las principales caracteristicas de esta. En resumen, es un modelo de

desarrollo de software que se caracteriza por:

« No es una metodologia propietaria, por lo que cualquiera puede usarla facilmente.

No es dependiente de tecnologias o herramientas.

Proporciona una descripcion normalizada del ciclo de vida del proyecto.

+ Nos permite movernos entre diferentes fases del ciclo de vida si asi fuera necesario.

A continuacién vamos a tratar todas las iteraciones que se llevan a cabo en el proyecto,
asi como especificar las tareas que engloba cada una y los perfiles necesarios para llevarla a

cabo. Dicho perfiles son los que se pueden observar a continuacion:

+ Product Manager: es el encargado de definir la estrategia que se va a llevar a cabo en el

proyecto, asi como de planificar y ejecutar cada una de las etapas establecidas.

« Analista: se dedica a la obtencion y disefio de los variados algoritmos. Tiene una amplia

vision del negocio.
 Desarrollador: va a dedicarse a construir los diversos modelos que seran usados.

« Ingeniero de datos: se dedica a transformar los datos crudos que seran usados por los

algoritmos de aprendizaje automatico.



Historias de usuario | Tareas Perfil Estimaciones
Estudio de las técnicas de Machine Learning .
. L , Analista 10
Entender el negocio aplicadas a las caracteristicas de trafico de red
& Estudio de Random Forest Analista 10
Estudio de K-NN Analista 10
Estudio de Redes Neuronales Analista 10
Total 40
Tabla 2.1: Tareas de la iteracion 0.
Historias de usuario Tareas Perfil Estimaciones
Metodolosia v h ent Analisis de la metodologia | Analista 10
etodologia erramientas . :
slay Estudio herramienta R Desarrollador 10
Total 20
Tabla 2.2: Tareas de la iteracion 1.
Historias de usuario Tareas Perfil Estimaciones
Algoritmo en R Desarrollador 5
Preprocesado de datos Ingeniero de datos 15
Entender los datos Ingeniero de datos 10
Modelo Random Forest | Preparar los datos Ingeniero de datos 15
Modelar Desarrollador 15
Experimentacién Desarrollador 10
Evaluacién y comparativa entre modelos Random Forest | Desarrollador 10
Total 80
Tabla 2.3: Tareas de la iteracion 2.
Historias de usuario | Tareas Perfil Estimaciones
Algoritmo en R Desarrollador 5
Preprocesado de datos Ingeniero de datos 15
Entender los datos Ingeniero de datos 10
Modelo K-NN Preparar los datos Ingeniero de datos 15
Modelar Desarrollador 15
Experimentacion Desarrollador 10
Evaluacién y comparativa entre modelos K-NN | Desarrollador 10
Total 80

Tabla 2.4: Tareas de la iteracion 3.
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Historias de usuario | Tareas Perfil Estimaciones
Estudio del modelo Analista 15
Modelo RouteNet | Preparacion de los datos Ingeniero de datos 5
Evaluar y comparativa con Random Forest | Desarrollador 5
Total 25
Tabla 2.5: Tareas de la iteracion 4.
Historias de usuario Tareas Perfil Estimaciones
Resumen Analista 2
Introduccién Analista 6
Planificacion del proyecto | Product Manager 10
Metodologia Analista 4
Entender el negocio Analista 8
Elaboracién de la documentacion | Fundamentos tecnoldgicos | Desarrollador 5
Comprension de los datos | Ingeniero de datos 5
Preparacion de los datos Ingeniero de datos 5
Modelado Desarrollador 20
Evaluacién Desarrollador 5
Conclusiones Analista 5
Total 75

Tabla 2.6: Tareas de la iteracion 5.




2.1. Estimaciones econoémicas

2.1 Estimaciones economicas

Precio Horas Total

Analista 22€/hora 90 2085€
Desarrollador 27€/hora 125 3375€
Ingeniero de datos 20€/hora 95 1900€
Product Manager 35€/hora 10 350€
Equipos informaticos | 0,40€/hora | 320 128€
Subtotal 7838€

IVA 21%  1645,98€
Total 9483,98€

Tabla 2.7: Estimaciones econdémicas



Capitulo 3

Metodologia

A la hora de abordar un proyecto utilizando técnicas de ML, contamos con diversas me-
todologias para llevarlo a cabo con éxito. En general, todas tienen como objetivo definir las
fases necesarias para realizar un proyecto de manera eficaz y exitosa. En este caso concreto
nos hemos decantado por la utilizacion de CRISP-DM (Cross Industry Standard Process for
Data Mining) [4], ya que especifica concretamente las fases del proyecto, asi como lo que es

requerido obtener en cada una de ellas.

Si lo vemos desde un punto de vista mas global, CRISP-DM se acerca al concepto de un
proyecto real. Sabiendo todo esto y ya que todas sus fases se adectian perfectamente a nuestro

proyecto, nos hemos decantado por utilizar esta metodologia para el proyecto.

Business Data
Understanding Understanding

Figura 3.1: Diagrama CRISP-DM

Fuente: ftp.software.ibm.com



3.1. CRISP-DM

3.1 CRISP-DM

CRISP-DM es la guia de referencia mas ampliamente utilizada en el desarrollo de proyec-
tos de mineria de datos ya que permite mostrar el ciclo de vida de estos. Dicha metodologia
es tan utilizada gracias a su caracter genérico, indistintamente del tipo de herramienta que se

utilice para la elaboracién del proyecto y por ser distribuida de manera gratuita.[5]

Esta dividido en 4 niveles de abstraccion organizados de forma jerarquica (figura 3.2)
en tareas que van desde el nivel més general, hasta los casos mas especificos y organiza el

desarrollo de un proyecto de DM (data mining), en una serie de seis fases (figura 3.3).

Fases —_ Modelo Genérico
%\ 1%" CRISP
\_ _ ..;&\ Proveccion

\

‘Tareas Especializadas I:([ﬁl: [\g f:l[‘]\:lt:l l

Tareas Generales |__L|

*\\‘D’

v 7 Modelo
Instancias de Proceso 50 :)D O 6"’ Especifico

Figura 3.2: Niveles de abstraccion en CRISP-DM

Fuente: ftp.software.ibm.com

Comprension »|  Comprension

del Negocio  fg—|  delos Datos \

Preparacion de
G los Datos
Tmplantacion w
k Modelado
Evaluacion ‘/

Figura 3.3: Fases en CRISP-DM

Fuente: ftp.software.ibm.com
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CAPITULO 3. METODOLOGIA

Ahora se va a describir de una manera breve cada una de las fases:

« Entender el negocio: se trata de entender tanto los objetivos como los requisitos del
proyecto desde el punto de vista del negocio. Una vez entendido seremos capaces de

marcar los requisitos y poner objetivos claros de lo que se pretende alcanzar.

« Comprension de los datos: abarca tanto la recopilacion inicial de los datos como el
estudio de estos, de manera que seamos capaces de comprenderlos y de obtener cono-

cimiento a partir de dichos datos.

« Preparacion de los datos: engloba todos los procesos necesarios para crear el conjunto
de datos utilizado para construir el modelo. Todo esto incluye la limpieza, transforma-

cién y seleccion de los datos en la herramienta de modelacion.

« Modelado: es la etapa en la que se llevan a cabo las tareas necesarias para crear el
modelo, las cuales abarcan la hiperparametrizacion, el entrenamiento y la validacion. El

objetivo de esta fase es conseguir un modelo que cumpla con los requisitos del proyecto.

« Evaluacidén: una vez construido el modelo es importante saber lo bueno que es y para
ello hemos de evaluarlo, por lo que en esta fase se lleva a cabo esta tarea para saber si

el modelo alcanzd correctamente los objetivos establecidos.

+ Despliegue: la fase de despliegue es en la que se pone en marcha el proyecto dentro de
la organizacion. Incluye la realizacién de una adecuada documentacion, presentacién

de los resultados y mantenimiento.

Por ultimo, en este capitulo resalta el hecho de que las fases en CRISP-DM no son rigidas,
es decir, se puede saltar entre fases en cualquier momento. El resultado de cada fase determi-
na lo que hay que hacer a continuacion. Al tratarse de un proceso iterativo, las flechas solo

indican las dependencias mas importantes y frecuentes (figura 3.3).
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Capitulo 4

Entender el negocio

Figura 4.1: CRISP-DM (1)
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Fuente: ftp.software.ibm.com

El Machine Learning, en adelante ML, es una disciplina cientifica del ambito de la Inteli-

gencia Artificial que crea sistemas que aprenden automaticamente para que sean capaces de

resolver problemas. Quien realmente aprende es un algoritmo que revisa los datos y es ca-

paz de predecir comportamientos futuros. Esto implica que los sistemas se mejoran de forma
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auténoma con el tiempo, sin intervencién humana.

Si queremos que una maquina pueda adquirir la capacidad de aprender por si misma, esta
debe ser entrenada para que a partir de los datos con los que se entrené sea capaz de tomar sus
propias decisiones. Esta es la manera por la que es posible que los ordenadores den soluciones
a determinados problemas sin que el ser humano necesite intervenir.

Los algoritmos de ML son capaces de extraer patrones de comportamiento de grandes con-
juntos de datos. Una vez hecho podran generar un modelo capaz de encontrar las respuestas

adecuadas a un problema especifico.

4.1 Tareas Machine Learning

En el aprendizaje automatico nos encontramos con tareas cuya funcion es dividir un pro-
blemas complejo en tareas asequibles. Dependiendo del problema que estamos tratando de
resolver sera mejor utilizar unas tareas u otras.

Las tareas mas habituales que se suelen usar en ML y las més ligadas con nuestro proyecto

son las siguientes:

« Clasificaciéon: su finalidad es predecir a qué clase pertenece un conjunto de datos.
» Regresion: predicen o estiman el valor numérico de alguna de sus variables.

+ Clustering: identifican grupos de elementos en un conjunto de datos teniendo en cuen-

ta una medida de similitud.

4.2 Tipos de aprendizaje Machine Learning

Las diversas técnicas que hay de Machine Learning suelen dedicarse a la automatizacién
de la identificacion de patrones a partir de los datos proporcionados. Con esto lo que se pre-
tende es ir generando y ajustando, a partir de los diferentes algoritmos existentes, un modelo
capaz de resolver un problema especifico. El problema que se pretende resolver es lo que dic-

taminara el mejor algoritmo para este proceso [6].

Podemos abordar un problema desde diferentes puntos y por lo tanto se debe investigar
detenidamente cudl sera la mejor estrategia. Podemos distinguir varias categorias de apren-

dizaje automatico:

« Aprendizaje supervisado: en los algoritmos de aprendizaje supervisado se genera un
modelo predictivo, basado en datos de entrada y salida. La palabra clave “supervisado”

viene de la idea de tener un conjunto de datos previamente etiquetado y clasificado, es

14
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decir, tener un conjunto de muestra, el cual ya se sabe a qué grupo, valor o categoria
pertenecen los ejemplos. Con este grupo de datos que llamamos datos de entrenamiento,
se realiza el ajuste al modelo inicial planteado. De esta forma es como el algoritmo va
“aprendiendo” a clasificar las muestras de entrada comparando el resultado del modelo,
y la etiqueta real de la muestra, realizando las compensaciones respectivas al modelo de
acuerdo a cada error en la estimacién del resultado. Por dltimo una vez que el modelo
se considere ajustado se aplicara al conjunto de pruebas para ver la exactitud de la

prediccion realizada por este.

Datos de

Datos etiquetados entrenamiento Algoritmo de

X1.Y1)....(Xn,¥Yn) aprendizaje

Datos a predecit Predice esquetss Datos etiquetados

Datos nn[:q_uuel\;ﬂ_ﬂs online © Modelo ———— (X1,Y1p)...0X}.YiD)

Figura 4.2: Aprendizaje supervisado

Fuente: aspgems.com
+ Aprendizaje no supervisado: los algoritmos de aprendizaje no supervisado trabajan
de forma muy similar a los supervisados, con la diferencia de que estos so6lo ajustan
su modelo predictivo tomando en cuenta los datos de entrada, sin importar los de sali-

da. Es decir, a diferencia del supervisado, los datos de entrada no estan clasificados ni

etiquetados y no son necesarias estas caracteristicas para entrenar el modelo.

- — ﬁ
/ S —~

Datos en bruto Algoritmo

Figura 4.3: Aprendizaje no supervisado

Fuente: aspgems.com
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« Aprendizaje por refuerzo: los algoritmos de aprendizaje por refuerzo definen mo-
delos y funciones enfocadas en maximizar una medida de “recompensas”, basados en
“acciones” y al ambiente en el que el agente inteligente se desempefiara. Es decir, son
algoritmos que se basan en el modelo de prueba o error que les permite analizar y apren-
der del entorno en el que se encuentra realizando determinadas acciones mediante las
cuales sera capaz de llegar al objetivo final. A lo largo de todo el proceso se recibiran re-
compensas o penalizaciones en funcién de la accién realizada hasta conseguir la mejor

puntuacion posible y resolver el problema.

-

Environment

Action

\\' Reway

I nterpreter

(00]
Sta-‘?e /

Agent
Figura 4.4: Aprendizaje por refuerzo

Fuente: es.wikipedia.org
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CAPITULO 4. ENTENDER EL NEGOCIO

« Aprendizaje profundo: utiliza redes neuronales que replican el funcionamiento de las
neuronas del cerebro humano. Estas redes pueden estar formadas por miles o millones
de nodos de procesamiento interconectados. A todo esto se le llama aprendizaje pro-
fundo porque se lleva a cabo a través de un gran niimero de capas. En cada una de estas
se realizan continuos ajustes hasta alcanzar un determinado punto final. Lo normal es
que se use este tipo de aprendizaje en conjuntos de datos que no estan ni estructurados
ni etiquetados. También cabe destacar que cuanta mayor sea la complejidad del pro-
blema mayor cantidad de capas ocultas necesitaremos en la red neuronal para poder

resolverlo.

Layers: an input layer, one or many hidden layers, and an output layer.

Hidden

Data is ingested through
the input layer.

The data is modified in the hidden
layer and the output layers based on
the weights applied to these nodes.

Figura 4.5: Aprendizaje profundo

Fuente: www.researchgate.net

De manera general, el aprendizaje supervisado se utiliza en problemas de regresion y
prediccion estadistica mientras que el no supervisado lo normal es utilizarlo en clasificacién

de variables.

4.3 Modelos de aprendizaje

En esta secciéon vamos a hablar sobre algunos modelos de aprendizaje, concretamente
sobre KNN, Random Forest y Redes Neuronales que son los que vamos a usar a lo largo del

desarrollo del proyecto.

4.3.1 K-NN

K nearest neighbours o en espafiol, K vecinos mas cercanos, es un algoritmo que se puede
usar tanto para clasificar como para predecir, no obstante, como en este trabajo lo utilizaremos
para predecir, vamos a centrar la explicacién teniendo esto en cuenta. Su funcionamiento es

muy sencillo, ya que va a predecir el valor que nosotros deseemos segun tenga k vecinos mas
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cerca de uno de los valores de referencia. K-NN es un algoritmo de aprendizaje supervisado,
es decir, que a partir de un juego de datos inicial su objetivo sera el de predecir correctamente
la variable objetivo. El juego de datos tipico de este tipo de algoritmos esta formado por varios
atributos descriptivos y un solo atributo objetivo. En otras palabras, lo que hace de manera
concreta es calcular las distancias del elemento que se quiere predecir a cada uno de los exis-
tentes, y ordena dichas distancias de menor a mayor para seleccionar el valor de la prediccion.

Esta sera, por tanto, la de mayor frecuencia con menores distancias.

En contraste con otros algoritmos de aprendizaje supervisado, K-NN no genera un modelo
fruto del aprendizaje con datos de entrenamiento, sino que el aprendizaje sucede en el mismo

momento en el que se prueban los datos de test [7].

~
/ N . Q
/ D - O \
L1 ’ \ “
| 0 ©
| \D ] A |
\D \ k = / /
\ = - /
\ I:I /
D ~ S = 7 - d
Figura 4.6: K-NN

Fuente: www.researchgate.net

Pasos de K-NN

« 1°: calcular la distancia entre la variable objetivo y el resto de items del dataset de en-

trenamiento.

« 2°: seleccionar los “k” elementos méas cercanos (con menor distancia, segin la funciéon

que se use)

« 3°:realizar una “votacion de mayoria” entre los k puntos. Los de una clase/etiqueta que

«dominen» decidiran la prediccién final.
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Para decidir cual va a ser la prediccion es muy importante el valor de k, pues este termina-
ré casi de definir cual sera la variable objetivo. Otra cosa resefiable es elegir valores impares
de k para desempatar. No es lo mismo tomar para decidir 3 valores que 13. Esto no quiere
decir que necesariamente tomar mas puntos implique mejorar la precisiéon. Lo que es seguro
es que cuantos mas “puntos k”, mas tardara nuestro algoritmo en procesar y darnos respuesta,
ya que a partir de cierto valor de k no se consigue mejorar la calidad de un modelo y el tiempo

computacional necesario es muy elevado.

Algunas de las formas mas populares de medir la cercania entre puntos son la distancia
Euclidiana, la distancia Coseno o la distancia Jaccard. Por ultimo destacar que este algoritmo
funciona mejor con varias caracteristicas de las que tomemos datos (las columnas de nuestro
dataset) [8].

4.3.2 Random Forest

Un Random Forest es un conjunto de arboles de decision en los que cada arbol es depen-
diente de los valores de un vector aleatorio muestreado independientemente y con la misma
distribucién para todos los arboles del bosque. Estos arboles son creados por un algoritmo, de
manera aleatoria, para que la correlacién entre estos sea mucho menor. Por otro lado, conta-
mos con el error de generalizacion, el cual nos muestra como de bien ha aprendido nuestro
modelo de ML el patron existente entre los datos de entrada y los resultados. Dicho error
en un bosque de arboles es totalmente dependiente de cada arbol individual y de la correla-
cidén existente entre estos. Otra de las caracteristicas destacables de random forest es que usa
bagging, es decir, que distintos arboles ven distintas porciones de los datos. Ningtn arbol ve
todos los datos de entrenamiento. Esto hace que cada arbol se entrene con distintas muestras
de datos para un mismo problema. De esta forma, al combinar sus resultados, unos errores se

compensan con otros y tenemos una prediccion que generaliza mejor [9].

Muesta

arbol
Aleatoria =180 W
Datos de Muesta el
Entrenamiento ‘ Aleatoria I

Aleatoria

Datos Nuevos

Figura 4.7: Random Forest (1)

Fuente: iartificial.net
donghwa-kim.github.io
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Creacion de los arboles

En Random Forest los arboles son construidos de la siguiente manera: [10]

» Dado que el nimero de casos en el conjunto de entrenamiento es N, una muestra de
esos N casos se toma aleatoriamente pero con reemplazo. Esta muestra ser4 el conjunto

de entrenamiento para construir el arbol i.

« Siexisten M variables de entrada, un nimero m<M se especifica tal que para cada nodo,
m variables se seleccionan aleatoriamente de M. La mejor divisién de estos m atributos
es usada para ramificar el arbol. El valor m se mantiene constante durante la generacion

de todo el bosque.
« Cada arbol crece hasta su maxima extension posible y no hay proceso de poda.

« Nuevas instancias se predicen a partir de la agregacién de las predicciones de los x

arboles.

Una cosa de gran importancia es reducir la correlacion existente entre arboles, como bien
se ha comentado anteriormente. Si utilizamos muestras ligeramente distintas las unas de las
otras y ademas utilizamos diferentes variables para el proceso de ramificaciéon vamos a con-
seguir una mayor aleatoriedad en la creacién de los arboles (lo cual los hace diferentes entre

si), por lo que se consigue una menor correlacion entre ellos.

En la siguiente figura podemos apreciar un ejemplo de bosque aleatorio. En este se llevan a
cabo un promedio de las predicciones que se obtienen en cada arbol del bosque. Este promedio

va a ser la variable objetivo.

Test Sample Input

Tree 600

Prediction 1 Prediction 2

‘ Average All Predictions ‘

Random Forest
Figura 4.8: Random Forest (2)

Fuente: towardsdatascience.com

20



CAPITULO 4. ENTENDER EL NEGOCIO

Algunos de los parametros mas resefiables de Random Forest son los siguientes:

« ntree: indica la cantidad de arboles que forman el bosque.

« mtry: indica la cantidad de variables candidatas que se utilizan en cada ramificacion del
arbol. Cabe destacar que son seleccionadas de manera aleatoria por el algoritmo pero

siempre se usa el mismo nimero de ellas.

Para obtener resultados diferentes en cuanto al uso de Random Forest basta con cambiar
estos valores, ya que son los que mas influyen en la elaboracion del modelo. Por ejemplo, si
reducimos el valor de mtry vamos a tener menos variables para elegir (aunque sea de forma
aleatoria), por lo que las probabilidades de que algunas de estas se repita es mucho menor.
Como todo, esto tiene un punto medio ya que si reducimos demasiado el valor de mtry po-
demos no contar con la suficiente informacién dando lugar a una menor precision en cada
arbol. Al conseguir el punto de equilibrio lo que lograremos es tener arboles diferentes y poco
correlacionados. En general para tareas de prediccion, como es nuestro caso, se recomienda
un valor de mtry de M/3, aunque en la practica todo dependera del problema a resolver [11].
Por otra parte, el niimero de arboles también afecta a lo preciso que va a ser el modelo. Los
modelos de Random Forest no presentan problemas en generar arboles (se caracterizan por
su rapidez en la generacién), por tanto tener un gran nimero de arboles no produce efec-
tos adversos, sino al contrario, son utiles ya que pueden proporcionar informacién auxiliar
(proximidad e importancia de variables entre otras). Lo normal seria pensar que cuantos mas
arboles utilicemos la prediccion obtenida sera mejor, pero no es asi. Llega un punto en el que a
pesar de incrementar los arboles de nuestro bosque no obtenemos mejora y es aqui donde nos
encontramos con el valor 6ptimo de ntree (si siguiéramos aumentado los arboles tendriamos

un mayor costo computacional sin ningun sentido) [12].

Out Of Bag Error

Por dltimo, vamos a hablar sobre el Out of bag error (OOB). Se utiliza para medir el error
de prediccion de diversas técnicas de ML. Para ello, se lleva a cabo la técnica de bootstrap que
submuestrea los datos utilizados para la construccion del modelo. Como ya comentamos, los
bosques aleatorios se construyen a partir de N observaciones con reemplazamiento y al usar
bootstraping, en promedio, cada arbol usa 2/3 de los datos. En conclusion, el OOB se encuentra

estrechamente relacionado con el nimero de arboles que conforman el bosque [13].
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4.3.3 Redes de neuronas

Las Redes Neuronales Artificiales (ANN) son un modelo inspirado en el funcionamiento
del cerebro humano. Est4 formado por un conjunto de nodos conocidos como neuronas arti-
ficiales que estan conectadas y transmiten sefiales entre si. Estas sefiales se transmiten desde

la entrada hasta generar una salida [14].

El objetivo principal de este modelo es aprender modificaAndose automaticamente a si mis-
mo de forma que puede llegar a realizar tareas complejas que no podrian ser realizadas me-
diante la clasica programacién basada en reglas. De esta forma se pueden automatizar funcio-
nes que en un principio solo podrian ser realizadas por personas. Es decir, la parte importante
de una Red de Neuronas Artificiales es el aprendizaje, puesto que este va a ser el que determi-
ne los problemas que la red va a poder resolver. Las ANN basan su aprendizaje en ejemplos,
por lo que el que sean capaces de resolver un problema o no estara estrechamente relacionado
con los ejemplos de los que se disponen en el proceso de aprendizaje. Todo esto da a entender
que debemos de utilizar tanto suficientes ejemplos como muy variados, ya que si esto no se
cumple la red se especializara en un conjunto de datos especifico y no se podra usar de manera

general. [15].

Inputs Weights

xz wz N \
N Activation
_ .

function

z

L ° ]

Figura 4.9: Perceptrén simple

Fuente: pythonmachinelearning.pro

Funcionamiento de las ANN

La manera en que funcionan es muy sencilla, ya que lo nico que hacen es leer los valores
de entrada, sumarlos en funcién de los pesos de estos e introducir los resultados en una fun-

cién de activacion que genera el resultado final. El entrenamiento realizado se basa en calcular
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tanto el umbral que mejor adapte la entrada a la salida como los pesos sinapticos. Para que las
ANN sean capaces de calcular estos valores se lleva a cabo un proceso de acondicionamiento
en el que los valores parten de un estado inicial aleatorio y se modifican segtin los valores

calculados por la red, asi como por los deseados.

En general estas redes constan de una capa de entrada, compuesta por neuronas a las que
se les asocia una de las variables del problema, una capa de salida, que es la encargada de dar-
nos el resultado obtenido una vez procesada toda la informacién y, como minimo, una capa
oculta, que son las que sirven de union entre las de entrada y salida ademas de auto-configurar
la funcién global esperada por las Redes Neuronales. A su vez, todas estas capas conforman
lo que se conoce como perceptron multicapa. Este consta de dos fases diferentes: la de propa-
gacioén, en la cual se propagan hacia las capas siguiente los valores de entrada para conseguir
calcular el resultado final y por otro lado, la de aprendizaje, que es su anténimo, ya que los
resultados de salida se propagan hacia atras para poder modificar los pesos de las conexiones

y asi conseguir un resultado mucho mas parejo al real.

Algunas de las ventajas que se obtienen al usar las Redes de Neuronas Artificiales son
[16]:

« Aprendizaje: tienen la habilidad de aprender mediante una etapa que se llama etapa
de aprendizaje. Esta consiste en proporcionar a las redes datos como entrada a su vez

que se le indica cual es la salida esperada.

+ Auto-organizacion: crean su propia representacién de la informacién en su interior,

obviando al usuario de esto.

 Tolerancia a fallos: almacenan la informacién de forma redundante, por lo que pueden

seguir respondiendo de manera aceptable aun si se dafa parcialmente.

« Flexibilidad: pueden manejar cambios no importantes en la informacion de entrada,
como sefiales con ruido u otros cambios en la entrada (ej. si la informacién de entrada
es la imagen de un objeto, la respuesta correspondiente no sufre cambios si la imagen

cambia un poco su brillo o el objeto cambia ligeramente)

» Tiempo real: su estructura es paralela, por lo que si esto es implementado con compu-
tadoras o en dispositivos electronicos especiales, se pueden obtener respuestas en tiem-

po real.

También cabe mencionar algunas de las desventajas que tiene usar este tipo de redes:
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« Complejidad de aprendizaje: para grandes tareas, cuantas mas cosas se necesite que

aprenda una red, mas complicado sera ensenarle.

» Tiempo de aprendizaje elevado: el cual depende de dos factores. Primero, si se incre-
menta la cantidad de patrones a identificar o clasificar y segundo si se requiere mayor
flexibilidad o capacidad de adaptacion de la red neuronal para reconocer patrones que
sean sumamente parecidos, se debera invertir mas tiempo en lograr que la red converja

a valores de pesos que representen lo que se quiera ensefar.

« Elevada cantidad de datos: se necesitan muchos datos para el entrenamiento. Cuanto
mas flexible se requiera que sea la red neuronal, mas informacién habra que ensefarle

para que realice de forma adecuada la identificacion.

4.4 Conclusiones

En este trabajo se van a tratar problemas de regresiéon cuyo objetivo es predecir el re-
traso extremo a extremo de una red. Para ello llevaremos a cabo un proceso de aprendizaje
automatico supervisado utilizando las tres técnicas mencionadas anteriormente. En secciones
posteriores se explicara en mayor profundidad todos los pasos seguidos durante el desarrollo

de este proyecto.
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Fundamentos tecnologicos

Actualmente, el incremento de software libre hace que el ML sea mucho més accesible
para cualquier usuario. La dificultad de implementacion actual no tiene nada que ver con la
que existia hace afios. Debido a esto nos encontramos con una gran variedad de herramientas
enfocadas al aprendizaje automaético, por lo que hemos tenido que hacer un analisis en pro-

fundidad para saber cual elegir.

Estas herramientas utilizadas para el analisis de datos aumentan la precision y la eficiencia
de la investigacion en el ambito de la ciencia de datos. En nuestro caso hemos tenido en cuenta

las siguientes herramientas:

+ Azure Machine Learning Studio: esta opciéon de Microsoft cuenta con una interfaz
de arrastrar y soltar que no requiere experiencia en codificaciéon. Pero se necesita un
enfoque aplicado al aprendizaje automatico. Ademas nos permite integrar la tecnologia
en el trabajo rapidamente. La interfaz visual también permite exportar datos relacio-
nados con el analisis predictivo. El principal problema es que solo se proporciona una

version gratuita del programa y luego pasa a ser de pago mensual.

+ Amazon Machine Learning: este servicio de aprendizaje automatico de Amazon pre-
senta la misma tecnologia utilizada internamente por sus cientificos de datos. En este
momento se encuentra disponible para los clientes que se suscriben al servicio. Esta
tecnologia ofrece tres capacidades de prediccion de aprendizaje automatico, por lo que
no es necesario conocer ningin método de aprendizaje automatico antes de importar
datos. La herramienta analiza la informacién y elige la mejor. En este caso volvemos a
tener la restriccion del precio por el uso de la tecnologia, por lo que también descarta-

mos esta opcion.

« RStudio: es un entorno de desarrollo integrado (IDE) open source para el lenguaje de

programacién R, dedicado a la computacién estadistica y graficos. Incluye una con-
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sola, editor de sintaxis que apoya la ejecucion de cddigo, asi como herramientas para
el trazado, la depuracién y la gestién del espacio de trabajo. Una cosa que nos pare-
cio interesante es que podemos encontrar la herramienta en casi cualquier plataforma
existente (Windows, Mac y Linux). Las caracteristicas méas resefiables son: el resaltado
de sintaxis, auto completado de cddigo, poder ejecutar codigo R directamente desde el
editor de codigo fuente y salto rapido a las funciones definidas. Debemos resaltar que
este entorno cuenta con multiples paquetes que refuerzan la capacidad de aprendiza-
je automatico en R, ofreciendo un conjunto de funciones que aumentan la eficiencia y

creacion de los modelos predictivos.

« Weka: es una plataforma de software para el aprendizaje automatico y la mineria de
datos escrito en Java y desarrollado en la Universidad de Waikato. Es una opci6n intere-
sante, ya que es open source y cubre todas las necesidades de un proyecto de Machine
Learning. Destaca por su portabilidad debido a su implementacion sobre Java, ademas
de poder correr en casi cualquier plataforma. Por otro lado, contiene una extensa co-
leccidon de técnicas para preprocesamiento de datos y modelado y, por ultimo, destacar

que es facil de utilizar por un principiante gracias a su interfaz grafica de usuario.

« Orange: es un programa informatico para realizar mineria de datos y analisis predicti-
vo. Consta de una serie de componentes desarrollados en C++ que implementan algorit-
mos de mineria de datos, asi como operaciones de preprocesamiento y representacién
grafica de datos. Sus caracteristicas mas resefiables son la visualizacion interactiva de
datos gracias a su inteligente visualizacion, la existencia de varios complementos para
extraer datos de fuentes de datos externas y que la interfaz grafica de usuario permite

centrarse en el analisis exploratorio de datos en lugar de en la codificacion.

Una vez que analizamos en profundidad estas herramientas, nos hemos decantado por el

uso de RStudio para llevar a cabo el proyecto. Esto fue decidido asi gracias a la pequefia curva

de aprendizaje de la herramienta asi como de la gran cantidad de documentacion existente

para esta.

5.1 Librerias utilizadas en R

RStudio cuenta con una multitud de librerias orientadas a ML, por lo que en esta parte de

la memoria expondremos las més importantes que se han utilizado en las diferentes fases del

proyecto.

5.1.1 Librerias de procesado de datos:

« Caret: proporciona funciones precisas para poder particionar los datos.
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CAPITULO 5. FUNDAMENTOS TECNOLOGICOS

Solitude: es una implementacion de Isolation Forest que se utiliza para la limpieza de

los datos.

Philentropy: nos permite utilizar las funciones cosinedist() y jaccard() para ser capaces
de cuantificar tanto las distancia como la similitud entre los vectores del conjunto de

datos.

FSelector: nos proporciona varias funciones para seleccionar atributos de nuestro da-
taset. La seleccion de subconjuntos es el proceso de identificar y eliminar la mayor

cantidad de informacion irrelevante y redundante posible.

Mltools: son una coleccion de funciones auxiliares de aprendizaje automatico, que ayu-

dan particularmente en la fase de anélisis de datos exploratorios.

Dplyr: un paquete rapido y consistente para trabajar con data frames como objetos,

tanto en memoria como fuera de ella.

5.1.2 Librerias para la elaboracion de informes:

Rocr: libreria que nos aporta la posibilidad de elaborar muchas de las graficas relacio-

nadas con las técnicas de ML utilizadas en RStudio.

Knitr: proporciona una herramienta de uso general para la generacion de informes

dinadmicos en R utilizando técnicas de programacion alfabetizada.

5.1.3 Librerias para Random Forest:

Random Forest: es la libreria que se va a utilizar para crear el modelo con la funcién

randomPForest(), asi como llevar a cabo la obtencién de resultados al usar esta técnica.

5.1.4 Librerias para K-NN:

Class: incluye varias funciones dentro de las cuales destaca la de KNN.

Fnn: nos da acceso a las utilidades de Kd-tree y Cover-tree, que son algoritmos de
buiisqueda rapida de KNN. En general, se implementan en esta libreria medidas de cla-

sificacion, regresion e informacién KNN.
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Figura 6.1: CRISP-DM (2)

29



6.1. Descripcion

6.1 Descripcion

Como hemos indicado anteriormente vamos a usar aprendizaje supervisado para predecir
la variable objetivo (delay) en el trafico de extremo a extremo. Se utilizé un dataset publico
etiquetado totalmente, formado por muestras creadas con OMNet++, el cual es un simulador
amedida. Dichas muestras que cuentan con varias configuraciones de enrutamiento, patrones
de trafico y diferentes topologias. Cada una contiene mediciones exactas sobre las métricas
de rendimiento mas relevantes en cuanto al trafico de extremo a extremo, concretamente del

delay (retraso) y del jitter (fluctuacién) [17].

6.2 Recoleccion

Esta etapa se centra en elegir el dataset que se empleara a lo largo del proyecto. Nos
hemos decantado por seleccionar el conjunto de datos mencionado anteriormente debido a
que se trata de un dataset que ya divide los datos en entrenamiento y pruebas ademaés de estar
etiquetados. Otra de las cualidades que tiene y destaca en gran medida es el hecho de que haya
sido probado con Redes de Neuronas Artificiales, por lo que podremos comparar resultados

con los otros modelos que creemos.

6.3 Exploracion

Uno de los problemas que surgieron en la exploracién de los datos era que estaban en for-
mato .tfrecord, que es el formato que se utiliza en la herramienta de TensorFlow [18]. Debido
a que nos encontramos frente al problema mencionado, era necesario convertir el formato a
uno correcto para usarlo con nuestra herramienta, RStudio. Es por ello que se ha procedido a
la implementacion de un cédigo en Python capaz de convertir el mencionado formato a uno

mas manejable como es csv.
El c6digo que podemos ver a continuacion es el encargado de convertir el formato .tfrecord

a .txt para que podamos acceder al contenido de los diferentes archivos que forman nuestro

dataset y ser capaces de analizarlos.
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CAPITULO 6. COMPRENSION DE LOS DATOS

import os

import sys

import tensorflow as tf

d1
d2
d3
d4

de

de

fo

fo

= "/home/tfg/CarpetaCompartidaMv/tfrecords/train"
"/home/tfg/CarpetaCompartidaMv/tfrecords/evaluate"

= "/home/tfg/CarpetaCompartidaMv/archivosConvertidosTXT/train/"

"/home/tfg/CarpetaCompartidaMv/archivosConvertidosTXT/evaluate/"

stD1 = os.listdir(dl)
stD2 = os.listdir(d2)
r filel in destD1:

pl =d1 + "/" + filel

rl = None

for ex1 in tf.python_io.tf_record_iterator(pl):
rl = tf.train.Example.FromString(ex1)

sys.stdout = open(d3 + file.replace(".tfrecords",

print(rl)

r file2 in destD2:

p2 =d2 + "/" + file2

r2 = None

for ex2 in tf.python_io.tf_record_iterator(p2):
r2 = tf.train.Example.FromString(ex2)

sys.stdout = open(d4 + file2.replace(".tfrecords",

print(r2)

" .tXt") R nwu)

n .tXt") s llwll)

Listing 6.1: Cédigo que sirve para pasar de formato .tfrecord a .txt
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6.3. Exploracion

Una vez concluida la transformacion, el siguiente paso es coger todos estos datos y crear
un dataframe de manera que pueda ser usado en nuestra herramienta. Esto se hizo de una
manera muy sencilla, ya que lo inico que tenemos que hacer es recorrer los datos que estan
en formato .txt, ir metiéndolos en un array y ya cuando se haya acabado, crear el datafra-
me correspondiente. El siguiente codigo muestra el fragmento final en el que se convierte a

dataframe y luego, la transformacion a csv.

™o

array.append(
{'delay': delay,

[}

4 'jitter': jitter,

5 'link_capacity' : link_capacity,
6 'links': array_elements[3][1i],

7 'n _links': n_links,

8 'n_paths': n_paths,

9 'n_total': n_total,

10 'paths': array_elements[7][i],

11 'sequences' : array_elements[8][1],
12 'traffic': traffic})

1| data = pd.DataFrame(

15 array, index=None,

16 columns = ['delay', 'jitter', 'link_capacity', 'links',
'n_links', 'n_paths', 'n_total', 'paths', 'sequences',
"traffic'])

15| data.to_csv(

"/home/tfg/CarpetaCompartidaMv/archivosConvertidosCSvV/evaluate/"
+ filel.replace(".txt", ".csv"),

21 index = False)

Listing 6.2: Cédigo que sirve para pasar de formato .txt a .csv
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CAPITULO 6. COMPRENSION DE LOS DATOS

Terminada la conversion, toca enfocarse en la importacion de los datos a la herramienta,
pero nos enfrentamos a un nuevo problema. El dataset que hemos elegido cuenta con aproxi-
madamente 331.800 muestras, por lo que la carga computacional es terriblemente grande. Al
comprender que no era viable usar todo el conjunto, se opt6 por seleccionar un subconjunto
representativo del total, compuesto por unas 38.664 muestras que se dividen en entrenamien-

to (70%) y pruebas (30%), manteniendo la proporcioén de valores de caracteristicas .

Ya dandole fin a la seccion, vamos a hablar sobre el analisis que se ha hecho sobre el data-
set para realizar un correcto tratamiento de los datos. Lo primero es hacernos una idea de la
cantidad de datos que tiene cada columna de nuestro conjunto de datos. En la siguiente figura

se puede apreciar en profundidad dichos valores:

Figura 6.2: Dataset Original

+ delay: 13248 nlinks: 24 sequences: 38664
. jitter:13248 npaths: 24 traffic: 13248

+ linkcapacity: 1.776 ntotal: 24

« links: 38664 path: 38664
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Si queremos evitar tanto problemas como errores en los algoritmos de Machine Learning
debemos realizar un correcto tratamiento de los valores que faltan en algunas columnas, los
cuales son nombrados como NA’s (valores nulos o que no existen). Contemplamos dos opcio-

nes: la primera, eliminar estas entradas y la segunda, completarlas.

En cuanto a las columnas de nlinks, npaths y ntotal podemos observar que practicamente
no hay entradas. Esto ocurre porque simplemente indican el nimero total de enlaces y cami-
nos que tiene la topologia de la red. Una vez que entendemos estos atributos, la mejor opcion
es eliminarlos debido a la pequeria aportacion de informacién. Ademas de los ya comentados,
contamos con el atributo linkcapacity, el cual nos muestra el bit rate de transmision fisica de
un enlace. Podria ser un valor interesante pero debido a su escasez también consideramos su
eliminacién, ya que no seria productivo dejar un atributo en el dataset con tan poca cantidad
de datos. En la siguiente figura podemos apreciar como van quedando los datos una vez rea-

lizadas las modificaciones pertinentes:

Dataset Original

20000

15000

10000

delay jitter links path sequences traffic

Figura 6.3: Dataset con la primera modificacién

+ delay: 13248 sequences: 38664

. jitter:13248 traffic: 13248
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CAPITULO 6. COMPRENSION DE LOS DATOS

« links: 38664 path: 38664

Por otro lado también tenemos que fijarnos en los valores NA’s de las columnas delay,
jitter y traffic. Estos valores tienen sentido ya que en determinados caminos y enlaces existe
la ausencia de trafico. Ya que nuestro dataset es muy extenso y que solo estamos interesados
en tener en cuenta aquellas muestras en las cuales el delay (la que va a ser nuestra varia-
ble dependiente) tenga valor, nos decantamos por la eliminacion de las muestras con valores
NA’s para estas columnas. A pesar de todos los valores afectados, se concluy6 que no deberia
afectar significativamente a los datos gracias a la gran extensiéon de estos, asi como una vez
eliminados, nuestros algoritmos de ML podran desenvolverse correctamente. En la siguiente
figura ya se puede ver como queda el dataset después de realizar todos los ajustes que consi-

deramos necesarios:

Figura 6.4: Dataset con la segunda modificacion

35



6.3. Exploracion

« delay: 13248 sequences: 13248
. jitter:13248 traffic: 13248
« links: 13248 path: 13248
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Capitulo 7

Prepararacion de los datos
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Figura 7.1: CRISP-DM (3)

Fuente: ftp.software.ibm.com
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7.1. Limpieza

En esta etapa vamos a dedicarnos tanto a la limpieza de los datos como a su transformacion
y posterior seleccion de las caracteristicas que mejor encajan con estos. Cuando procesamos
datos tenemos que tener en cuenta la importancia de realizar una buena limpieza y analisis
previo de estos para que, posteriormente, puedan ser usados correctamente en los diversos

procesos de ML y sea posible conseguir resultados satisfactorios.

En cuanto a la fase de transformacion de los datos, va a centrarse en elaborar nuevos
atributos a partir de los que ya tenemos. Para ser capaces de seleccionar las caracteristicas
que més benefician al modelo, se llevara a cabo un analisis de los diversos métodos de calculo

de similitud entre los vectores que componen el dataset.

7.1 Limpieza

Como ya hemos mencionado anteriormente, los datos pueden presentar irregularidades o
estar danados por lo que comprometerian la calidad del conjunto de datos. Los problemas de

calidad de datos mas habituales que podemos resolver en la etapa de limpieza son:

« Incompletos: en los datos no hay atributos o contienen valores que faltan.
« Con ruido: los datos contienen registros erréoneos o valores atipicos.

+ Incoherentes: los datos contienen discrepancias o registros en conflicto.

Los datos de calidad son un requisito previo para los modelos predictivos de Machine
Learning. Para mejorar la calidad de los datos y, por tanto, el rendimiento del modelo, es fun-
damental llevar a cabo dicha limpieza para asi ser capaces de detectar problemas prematuros.
La presencia de datos atipicos en el conjunto de datos puede suponer que los modelos no
se adecten a la realidad del problema a resolver, destacando el hecho de que no siempre es
necesaria su eliminacién aunque siempre es aconsejable hacerlo porque se puede disminuir

considerablemente la carga computacional y el volumen del dataset que vayamos a utilizar.

Es muy comun que los datos presenten inconsistencias relacionadas, como ya se vio an-
teriormente, con datos incompletos o inconsistentes que no encajan dentro de los valores

esperados, los llamados datos anémalos u “outliers”.

Después de un analisis de diversas técnicas para la limpieza de datos, nos hemos decidido

por el uso de Isolation Forest [19].
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7.1.1 Isolation Forest

Isolation Forest es una método no supervisado para identificar anomalias (outliers). Su
funcionamiento esta inspirado en el algoritmo de clasificacién y regresion Random Forest. Al
igual que en Random Forest, un modelo Isolation Forest esta formado por la combinacion de
multiples arboles llamados isolation trees, en los cuales la seleccion de los puntos de division se
hace de forma aleatoria. Aquellas observaciones con caracteristicas distintas al resto, quedaran
aisladas en las divisiones iniciales, por lo que el nimero de nodos necesarios para llegar a
estas observacion desde el inicio del arbol (profundidad) es menor que para el resto. Con
esto lo que se quiere decir es que las anomalias son mas susceptibles al aislamiento. En las
siguientes imagenes nos podemos hacer una idea de como funciona esta técnica ademas de

su implementacién en R y de los resultados que arrojo sobre el dataset seleccionado:

[Forest

|

Scores see sen ITree
Outlier
Normal uncommon {
samples 0.5
Normal common
samples

Figura 7.2: Técnica de limpieza Isolation Forest

Fuente: donghwa-kim.github.io
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7.2. Transformacion

library("solitude")

iforest$fit(train)
print(iforest$scores)

S

w

6

o

"outlier", "normal"))

iforest <- isolationForest$new()

7| train$pred <- iforest$predict(train)

train$outlier <- as.factor(ifelse(train$pred$anomaly score >=0.50,

Listing 7.1: Cdodigo elaborado para realizar la técnica de Isolation Forest

pred. average_depth
Min. :11. 896802
lst Qu.:17.987539
Median :19.442291
Mean :19.124206
3rd Qu.:20.577206
Max. 123.115209

pred. anomaly_score
0.
2485216
. 2683566

Min.

1=t Qu.:

Median

Mean

3rd qu. :

Max,

0
0
:0.
0
0

2093091

2766869

2961132
LA471231

outlier
normal:13248

Figura 7.3: Resultado de Isolation Forest sobre el dataset

Vamos a comentar un poco los datos que vemos en la tltima figura. El valor que nos permi-

te saber si hay datos andémalos es "anomaly score”. Cuanto menores de 0.5 sean los valores, las

probabilidades de que sean considerados datos normales aumentan drasticamente, mientras

que si se superara dicho umbral ocurriria lo inverso, teniendo mayor probabilidad de consi-

derarse una anomalia cuanto mas cerca de 1 se encuentren estos. Por lo tanto, los resultados

devueltos por Isolation Forest indican que no existen anomalias en nuestro conjunto de datos.

7.2 Transformacion

En esta fase es donde vamos a crear los nuevos atributos a partir de los ya existentes,

calculando las distancias entre los diferentes vectores que forman nuestro conjunto de datos.

Concretamente utilizaremos la distancia coseno y el indice de jaccard, los cuales vamos a

explicar a continuacion:
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CAPITULO 7. PREPARARACION DE LOS DATOS

« Indice de Jaccard: mide el grado de similitud entre dos conjuntos, sea cual sea el tipo
de elementos. Los resultados que arroja son 0 si los vectores seleccionados en la funcién

no tienen ninguna caracteristica pareja y, en caso de tener muchas en comun, tenderia

al

» Distancia Coseno: es una medida de la similitud existente entre dos vectores en un
espacio que posee un producto interior con el que se evalda el valor del coseno del
angulo comprendido entre ellos. Esta funcion trigonométrica proporciona un valor igual

a 1 si el angulo comprendido es cero, es decir si ambos vectores apuntan a un mismo

[20].

lugar [21].

Ya obtenidos los resultados (tarda bastante debido a la carga computacional generada por
tantos datos y al ordenador personal en el que se ejecuta), somos capaces de observar las
similitudes existentes entre los distintos vectores. Ahora toca calcular los estadisticos a partir
de los resultados que obtuvimos porque los usaremos en la generaciéon de los modelos de

Machine Learning. En las siguientes imagenes podemos ver los estadisticos que se calcularon

a partir de los resultados arrojados por el indice jaccard y la distancia coseno:

delay

0.5491320
0.1623640
0.3431960
0.3065250
0.3638500
0.6096910
0.3311110
06113750
0.6064830
0.8932640
0.6375550
0.6359670
0.6983620
0.6832700
0.3309280

0.6890330

jitter

0.238221005
0012087000
0044443799
0034241501
00470588383
0.284800883
0039273898
0253879994
0271793881
0.350796998
0295312011
0.269073009
0283872992
0264046013
0314657003
0261823989

0.272426993

links paths sequences traffic FirstQuCosine
o [ [ 0.4929350 0002278202
1 1 0 0.2506140 0.773418121
1 2 0 0.3429000  0.913613613
7 2 1 0.2489860  0.333451181
1 3 [ 0.2265850 09564421135
B 3 1 0.1451710 0.450845860
1 4 0 04030250  0.875146036
7 4 1 0.3370250  0.594036106
1 1 2 0.3481280 0445146081
o 5 [ 0.3726710 0.915894532
s 5 1 0.1223710  0.778032770
1 3 0 05973219912
& 3 1 0590024385
1 6 2 0.3819430  0.500665520
o 7 [ 04031710 0825258175
s 7 1 0.1591250  0.869120350
17 7 2 03435140 0489924272

medianCosine
0.003688803
0.304466231
0.929719793
0436964833
0.974115603
0.507310001
0.935341533
0.535594592
0495503945
0.954784903
0.310041997
0.990954330
0.727313459
0.546050095
0.974563336
0.339537387

0.535410322

meanCosine
0.01087788
0.82633585
0.92434584
0.51235214
0.95040541

0.57523087

0.95107018

0.83315287
0.94521016
0.76601302
0.60961759
0.91050048
0.39966665

0.60049524

ThirdQuCosine
0.00725505
0.88630842
0.95410999
0.59485374
0.98443050
0.65685354
0.93945637
0.76583098
0.64599368
097253893
0.89404136
0.99244551
084062493
0.69058004
0.98232058
0.93771257

0.68211546

maxCosine
0.9819031
0.9990538
09999345
09999827
0.8998535
0.9999563
09999328
09999453
0.9998506
0.8993751
09983152
09994708
0.9998381
0.9997432
0.9997743
09998435

0.9999055

sdCosine

0.04282674
0.03005872
0.06071280
0.18767603
0.08562363
0.17183135
0.10102623
0.13884526
0.17394523
0.14598637
0.08423207
0.11300081
0.11281117
0.16307363
0.15206944
0.06162302

0.16603366

Figura 7.4: Atributos generados mediante la distancia coseno
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0.001834130
0.006408399
0.003686044
0035222312
0.007331414
0.029560391
0.010206299
0019273007
0.030256559
0.022495913
0.007085042
0013924191
0012726361
0.026553009
0.023125115
0.003797395

0027567178



7.3. Seleccion

delay

0.5451320
0.1623640
0.3431950
0.3065250
0.3638500
0.6096910
0.3311110
06113750
0.6064330
0.8932640
0.6875550

0.635957:

0.6983620
0.6832700
0.3309250
0.6850330

0.6556610

jitter

0238221005
0.012087000
0044445799
0.034241501
0047058399
0234900993
0039278398
0253879994
0271793991
0350796995
0295812011
0.269073009
0283872992
0264045013
0314657003

02

828989

0272426933

links. paths ~ sequences traffic FirstQujaccard medianjaccard
0 0 0 04529850 0.5999053 0.9999593
1 1 0 0.2506140 0.9772851 0.9869206
1 2 0 0.3425000 0.5606902 0.5766517
7 2 1 0.2489860 0.9213782 0.95

1 3 0 0.2265850 0.5436454 0.95

5 3 1 01451710 0.8958648 0.9474008
1 4 0 04030290 0.8256363 085531939
7 a 1 0.3370290 0.8846211 09395364
1 4 2 0.3431290 0.3579183 0.9232864
0 H 0 03726710 0.9154935 09493151
B H 1 01223710 0.3763319 0.8313817
1 6 0 0.2710570 0.8912343 0.9340142
B 6 1 0.066042% 0.3351950 0.9125559
1 6 2 0.3819430 0.8081454 08976311
0 7 0 04031710 0.8783795

B 7 1 01551290 0.8364857

17 7 2 0.3439140 0.7768420 0.8732923

Figura 7.5: Atributos generados mediante el indice Jaccard.

7.3 Selecciéon

meanjaccard
05933245
0.9721315
09529704
0.9204154
09345129

08991489

ThirdQujaccard
0.5999357
0.9916644
0.5844251
0.9773095
05773639

0.9633074

0.516) 0.8991489 p.5701437

0.8825402

0.3494147
08339497
0.8739081
0.8439100

0.8135148

09648252

0.9457095
05377532
0.9501150
0.5410111

0.9263312

maxjaccard
09999981
0.9944752
0.9830975
0.9983429
0.9904542
09932146
08932645
09975952
05933535
0.9916530
08973211
09958517
0.9933302
09952433
0.9956383
0.9930353

0.9995071

sdjaccard

0.02532713
0.06443334
0.08720931
0.12078505
0.10575661
0.13555852
0.12241056
0.14295201
0.15082470
0.13023623
0.14881332
0.15063413
0.16252158
0.16311334
0.15578803
0.16930602

0.17704555

varjaccard

0.0006414633
0.0041517188
0.0076054643
0.0145890281
0.0111844608
0.0183761130
0.0149843440
0.0204352759

0.022

0916

0.0169614755

0.0221454031

0.0226906401

0.0264132672

0.028: 54

0.0242699117

0.0288680543

0.0313465443

Esta va a ser la tltima fase que realizaremos en cuanto a la preparacion de los datos de

nuestro conjunto. Va a consistir en determinar qué atributos del conjunto son los que aportan

una mayor cantidad de informacion. Una vez visto cuales son los mas importantes en cuanto

a ganancia de informacién, podriamos prescindir de los que menos aportan para asi aumentar

la calidad de nuestros modelos de Machine Learning.

En este trabajo decidimos utilizar la técnica de ganancia de informacion que se basa en el

calculo de la entropia de cada atributo con respecto a la variable dependiente (en nuestro caso

delay). Cuanto mas grandes sean los valores obtenidos, mayor sera la informacién aportada

por el atributo pertinente [22].

En la siguiente figura se muestra la ganancia de informacién obtenida para nuestro con-

junto de datos inicial:

jitter
Tinks
paths
sequences
traffic

attr_importance
1.397016604
0.074764270
0.568554147
0.002289328
0.040297681

Figura 7.6: Ganancia de informacion del conjunto de datos inicial.
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CAPITULO 7. PREPARARACION DE LOS DATOS

Se ve que los atributos que mas resaltan son el jitter y paths. Esto se debe a que ambos
estan muy relacionados con el retraso de extremo a extremo. El jitter hace referencia al tiem-
po que ha transcurrido entre dos paquetes distintos recibidos, por lo que esta directamente
relacionado con nuestra variable objetivo y paths es el ntimero de caminos que hay entre ex-
tremos, por lo que cuantos mas caminos se tengan menor sera la probabilidad de que ocurra

un fallo en la red.

Como bien podemos ver, los atributos restantes aportan menos informacion, por lo que
podrian ser prescindibles en nuestro proyecto. Vamos a explicar en mayor profundidad lo que

es cada uno:

« Links: hace referencia al nimero de nodos intermedios entre extremos. Cabria pensar

que cuanto mas nodos haya por el medio, mayor sera el retraso obtenido.

» Sequences: es la cantidad de bits enviados por paquete. Podriamos pensar que si en-
viamos una mayor cantidad de informacioén en cada paquete obtendremos un retraso

menor aunque a su vez depende de muchos otros factores.

« Traffic: se refiere al trafico que tiene la red.

Hay que comentar que cuando se trata de temas de red no siempre los factores de esta ac-
tdan como nosotros originalmente pensamos. Es por este motivo por lo que siempre es bueno
llevar a cabo técnicas de ganancia de informacion para hacernos una idea de qué atributos
tienen una mayor importancia aunque los resultados obtenidos no siempre estan acertados.
En nuestro caso decidimos utilizar todos los atributos dado que los tiempos computacionales
obtenidos en la ejecucién de Random Forest y K-NN son aceptables. Ademéas como se va a
realizar una comparativa con las Redes Neuronales, se prefirié no eliminar ningtn atributo

para mantener en igualdad de condiciones a los algoritmos anteriormente mencionados

Por ultimo, mencionar que se ha llevado a cabo la técnica de ganancia de informacién
sobre los dataset que cuentan con los valores estadisticos calculados a partir del indice jaccard
y de la distancia coseno. A continuacion podemos apreciar los resultados obtenidos para estos

conjuntos:
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attr_importance
jitter 1. 397016604
Tinks 0.074764270
paths 0. 568554147
sequences 0.002289328
traffic 0.040297681
mincCosine 0. 000000000
FirstQucosine 0.927197860
mediancosine 0. 878884978
meancosine 1.013579119
Thirdoucosine 0.813719086
maxcosine 0.106322657
sdCosine 0.961179603
varcosine 0.961179603

Figura 7.7: Ganancia de informacién del conjunto de datos coseno.

attr_importance
jitter 1.3597016604
Tinks 0.074784270
paths 0.568554147
sequences 0.002289328
traffic 0.040297681
minlaccard Q. 000000000
FirstQulaccard 1.204975468
medianlaccard 1.175794906
meanlaccard 1.150759473
Thirdqulaccard 1.166503877
maxJaccard 0.131909558
sdJlaccard 1.193300850
varJaccard 1.193300850

Figura 7.8: Ganancia de informacién del conjunto de datos jaccard.

Vemos que estos nuevos valores aportan bastante informacién. Mas adelante veremos los

resultados obtenidos y sabremos qué algoritmos y con qué datos ofrecen mejores resultados.
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Modelado
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Figura 8.1: CRISP-DM (4)
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8.1. Métricas

En este capitulo se van a definir las métricas de rendimiento que seran usadas para evaluar
los modelos construidos y también se definira la metodologia de validaciéon mediante la cual
seremos capaces de encontrar los valores 6ptimos para los hiperparametros méas importantes.

Todo esto nos vale para conseguir obtener la méaxima calidad posible en nuestros modelos.

8.1 Meétricas

Las métricas que normalmente se utilizan en cuanto a la resolucién de problemas de re-
gresiéon y que sirven para ver el rendimiento de los modelos de machine learning son las

siguientes:

« Error Cuadratico Medio: esta métrica, también conocida como Mean Square Error
(MSE), mide el error que hay entre dos conjuntos de datos. En otras palabras, compara
un valor predicho y un valor observado o conocido. Cuanto mayor sea el valor obte-
nido, peor sera el modelo. No se puede devolver valores negativos pero si el modelo
fuera perfecto entonces lo que obtendriamos seria un 0 [23]. Se define por la siguiente

ecuacion:

1 N
~\2

MSE = 3 (5~ §) (5.1)

1=1
+ Raiz del Error Cuadratico Medio: también conocido como Root Mean Square Error
(RMSE), mide el error que hay entre dos conjuntos de datos. En otras palabras, compara
un valor predicho y un valor observado o conocido. La raiz cuadrada se introduce para
hacer que la escala de los errores sea igual a la escala de los objetivos. Como pasaba en
el MSE, nunca es negativo y cuanto mayor sea el resultado devuelto peor sera la calidad

del modelo evaluado [24].

+ Error Absoluto Medio: es una medida de la diferencia entre dos variables continuas.
Considerando dos series de datos (unos calculados y otros observados) relativos a un
mismo problema, el error absoluto medio sirve para cuantificar la precisiéon de una téc-
nica de prediccién (en este caso se aplica a nuestros modelos) comparando los valores

predichos frente a los observados [25]. Se define por la siguiente ecuacién:

N
1 )
MAE = 2_1: ly; — Gl (8.2)
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CAPITULO 8. MODELADO

+ R% es una medida estadistica de cuan cerca estan los datos de la linea de regresion.
También se conoce como coeficiente de determinacidn, o coeficiente de determinacion
multiple si se trata de regresion multiple. Es decir, es el porcentaje de la variacion en la
variable de respuesta que es explicado por un modelo lineal (R* = Variacion explicada
/ variacion total). Los valores suelen estar entre 0 y 1y, en general, cuanto mayor es
resultado devuelto por R? mejor se ajusta el modelo a los datos [26]. Se define por la

siguiente ecuacion:

MSE(model)

2
—1_
i M S E(baseline)

(8.3)

8.2 Random Forest

Como punto de partida tenemos que hablar sobre algunas cosas a tener en cuenta para la
creacion de los modelos con este algoritmo. Vamos a poder seleccionar los hiperparametros
més importantes gracias al analisis realizado por el proceso de validacién. Dicho proceso so-
lo es empleado para lo comentado anteriormente debido a que Random Forest valida por si

mismo el modelo y no es necesario llevar a cabo validaciones externas.

8.2.1 Hiperparametrizacion

Los hiperparametros son variables a las que les establecemos un valor antes de llevar a
cabo el proceso de entrenamiento para poder afinar la calidad final del modelo. Estos deben
tenerse en cuenta para la creacién optima de los arboles que forman el bosque, entre los cuales

destacan los que ya hemos mencionado anteriormente:

« Mtry: es el niimero de atributos seleccionados para cada division. Se recomienda esta-
blecer un valor estandar de M/3 pero teniendo en cuenta que, en funcién del problema
a resolver, debemos de ajustarlo. En este trabajo para ser capaces de identificar el valor
mas adecuado, se realizdé un analisis del error OOB (tercio restante de los datos utili-
zado para pruebas) en funcién de los atributos que se eligieron en cada division de los
arboles para cada uno de los datasets. Esto se aplic6 sobre el dataset original (con su

preparacion de datos previa), asi como sobre los datasets que cuentan con los atributos
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8.2. Random Forest

creados a partir del uso del indice jaccard y de la distancia coseno. A continuacién po-

demos ver los resultados obtenidos mediante el uso de la técnica de validaciéon cruzada

(la explicaremos en la seccién de validacion 8.2.2):

(e s st R0 Siloct the opeime] wndel i the ssalls yalue
The tim1 Value used for che fodel vas mr

> plot(Fit, xlaba"m

> Tibrary(caret)

> contral < traincontral(nethod="cy", nunber-5)
> tunagrid <- expand. grid(ntry=c(1:5))

it < train(dela trainData, method="rf",ntree=500, metric="RIse
-+ display resuits

> print(FiT)
Randon Forest

13245 samples
predictor
o pre-processing
Rasingng: cross-validated (5 fo1a
Surnary of sanple sizes: 10593, 10598, 10595, 10599, 10595
Resampling results across tuning parameters

Rsquared

009763225 09422178 0.02242494

sk was used o select the optial model using che snallest value
The i1 value used for che nodel vas miry =
ot(Fit, xlab="ntry")

Figura 8.2:

w1 @

1 FOREST &
rain(delay ~., data-trainatac, method="rf",ntree=500, metric-"RISE
Randon Forest
13248 samples

predictor
No pre-processing
Resampling: Cross-validaced (5 fo

10:
Sirmaey of sumpie Sitess 0so7, 2099, 10598, 10509, 10599
Resanping resules across funifg paranetars:

mtry RUSE Rsquared  mas

1Y 5 Sseuse-0e 00173363 128s707e-08
H :

3

n

s

H

H

H

10 ™

u 7 s,ssne 03 oiaetosrs 1 952991e <>5

12 5.053072e-05 0.9602404 19964
13 0eieiaeccs oiacons0s 19046060 03

ese yas used ©o select che optina model using che snallest value
The tim value used for the nodel was mry
> plot(fit, xlab-"rt

it

Console  Terminat - Jobs

Randon Forest

, trcontrol=control, tunecrid = tunegrid)

<rcontrol-control, tuneGrid - tuneorid)

13248 samples
13 predictor

Mo pre-processin

0.9673139

e was used 1o select the optinal model using the snallest value.

The fima value used for
> plot(fit, xlab="m

the model was mery

Figura 8.4: Mtry para el dataset jaccard.
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CAPITULO 8. MODELADO

« Ntree: es el nimero de arboles que se utilizan para construir el bosque. En RStudio,
la funcién randomforest() contenida en la libreria randomForest establece este hiper-
parametro a 500 arboles. En las siguientes graficas se puede ver como varia el mse en

funcion del nimero de arboles:

0035 0040 0045

mse
0.030

0020 0025

0.015
1

o 4
= 4
=]
)
o 4
=)
w
S
=]

400 500

Trees

Figura 8.5: MSE en funcion del nimero de arboles para el dataset original.

mse
0012 0.014
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0.010
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0.006
|
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Trees

Figura 8.6: MSE en funcién del numero de arboles para el dataset coseno.
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0.010
l

0.008

mse

0.006

0.004

0 100 200 300 400 500

Trees

Figura 8.7: MSE en funcién del nimero de arboles para el dataset jaccard.

Se observa en las graficas anteriores que a partir de 100 arboles el mse queda estable.
Esto significa que el modelo no mejora de manera significativa su precisioén, pero la
ventaja que aporta es la aleatoriedad en la creacion de los arboles por parte de Random
Forest, lo que favorece la existencia de poca correlacion entre ellos. Todo esto hace que
sea muy dificil que se produzca sobreentrenamiento, es decir, que dicho algoritmo sea
capaz de realizar predicciones satisfactorias con datos diferentes a los de entrenamiento.
Finalmente, destacar que el coste computacional aumenta a partir del nimero de arboles
mencionado, lo cual es otra caracteristica a tener en cuenta de cara a la creacién de los
modelos. Mas adelante, en la etapa de entrenamiento y resultados, veremos los valores
de ntree 6ptimos seleccionados para la creacién de cada uno de los modelos Random

Forest.

8.2.2 Validacion

La validacion del modelo es el proceso que busca la independencia entre el conjunto de
entrenamiento y el de prueba. Esto proporciona la capacidad de generalizacién de un modelo
entrenado. Como estamos utilizando Random Forest no necesitamos llevar a cabo por noso-
tros mismos la validacion, debido a que el propio algoritmo se encarga de ello. Ademas, como
ya se comentd, Random Forest utiliza bootstraping para construir los arboles en funcion de

un nimero X de observaciones con reemplazamiento, por lo que cada arboles emplea 2/3 del
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CAPITULO 8. MODELADO

dataset siendo el 1/3 restante utilizado para validar el modelo (OOB).

Se han analizado dos técnicas de validacion muy comunes que son:

« Hold-out: se separa el conjunto de datos en dos para asegurarnos que el algoritmo de
machine learning aprende y no simplemente memoriza, lo que implica que el modelo
resultante no sufra un sobreajuste. Esta técnica destaca por la rapidez que proporciona
en cuanto a la ejecucién. Como desventajas destaca el hecho de que se divide nuestro
conjunto de datos, por lo que en datasets pequefios podria afectar gravemente a la ca-
lidad del modelo construido y, por otra parte esta la desventaja de que el porcentaje
de datos utilizado en cada parte influye notablemente en la obtencion del resultado. Lo

normal es utilizar un 70% de los datos para entrenamiento y lo restante para pruebas.

Training and test-sets

rro——

training | validation test

Figura 8.8: Método Hold-out

« Cross-validation: debido a las carencias que tiene la técnica anterior se crea la vali-
dacién cruzada, también conocida como k-fold cross-validation. Lo que hace es dividir
el dataset en K subconjuntos y realizar K iteraciones. En cada iteracion se utiliza como
parte de entrenamiento K-1 subconjuntos siendo el restante utilizado para llevar a cabo
las pruebas. Todo esto hace que sea muy costoso desde el punto de vista computacional,
ya que hay que llevar a cabo el entrenamiento y la validacion K veces. Como ya hemos
dicho en la seccién de hiperparametrizacion, esta ha sido la técnica elegida para calcular

los mtry 6ptimos sobre los datasets correspondientes.

Split1 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Metric 1

Split 2 Fold 1 Fold 2 Fold 3 Fold 4 Folds Metric 2

Split 3 Fold 1 Fold 2 Fold 3 Fold 4 Folds Metric 3

Split 4 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Metric 4

Split 5 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Metric 5
Training data Test data

Figura 8.9: Método Cross-validation
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8.2.3 Calidad de los Modelos

Esta parte del trabajo va a tratar sobre los diversos modelos de Random Forest que hemos
construido, asi como en el analisis de los resultados obtenidos para cada uno de los conjuntos

de datos construidos.

En primer lugar, vamos a proceder a visualizar los tres modelos construidos con sus hiper-
parametros 6ptimos. En cuanto al nimero de arboles se han probado diversas combinaciones

hasta lograr obtener el mejor resultado:

originalModel <- randomForest(x = trainDatal, 2:6],
y = trainbatal, 1],
ntree = 200,
mtry = 3)

Figura 8.10: Modelo construido a partir del dataset original.

randomrForest(x = trainpatal[, 2:6], y = trainpatal, 1], ntree = 200, mtry = 3)
Type of random forest: regression
Number of trees: 200
No. of variables tried at each split: 3

Mean of squared residuals: 0.009117848
% var explained: 94,54

Figura 8.11: Resultados de la construccion del modelo original.

cosineModel <=- randomForestix = trainDatac[, 2:14],
y = trainbatac[, 1],
ntree = 200,
mtry = 6)

Figura 8.12: Modelo construido a partir del dataset coseno.

randomForest(x = trainbatac[, 2:14], y = trainbatac[, 1], ntree = 200, mtry = 6)
Type of random forest: regression
Number of trees: 200
Mo. of wvariables tried at each split: &

mean of squared residuals: 0.005928573
% var explained: 96.45

Figura 8.13: Resultados de la construccion del modelo coseno.
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jaccardmodel <- randomForest(x trainbatall, 2:14]7,
¥y = trainbatal[, 1],
ntree = 300,
mtry = 5)

Figura 8.14: Modelo construido a partir del dataset jaccard.

randomForest(x = trainbatal[, 2:14], y = trainbatal[, 1], ntree = 300, mtry = 5)
Type of random forest: regression
Number of trees: 300
No. of variables tried at each split: 5

Mean of squared residuals: 0.00430724
% var explained: 97.42

Figura 8.15: Resultados de la construccion del modelo jaccard.

Una vez vistos los modelos construidos y algunos de los resultados arrojados por este,
podemos apreciar que el mejor MSE obtenido por los tres es para jaccard, ya que es el que ha

obtenido un valor mas bajo frente al resto.

Por otro lado contamos con la grafica que relaciona MSE frente a ntree, la cual hemos visto
anteriormente pero ahora se hizo con el nimero de arboles dptimo. A continuaciéon podemos
ver como el modelo jaccard es el que mas destaca sobre los otros a pesar de que la diferencia

tampoco es radical:

= Original
g ] m Jaccard
o B Coseno
o™
s
(=]
o
@ S
w o
£
w
o
g
o
w
o
3
(=]
=
o
g
= T T T T T T T
0 50 100 150 200 250 300

Trees

Figura 8.16: MSE en funcién del ntree 6ptimo.
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También tenemos que hablar sobre la métrica de R?, la cual es una de las determinantes
de la calidad de un modelo. Su medicién por lo normal se encuentra entre 0 y 1 mostrando
una mayor calidad cuanto mas cerca de 1 esté. En la figura 8.17 se muestra una comparativa
de los valores de R* obtenidos para cada uno de los modelos, sobre los cuales destaca el que

utiliza las variables creadas a partir de los resultados del indice jaccard:

[
O')_ —]
(]
w
O')_ —
(]
g
[Ty
G')_ —]
(]
& __
o O Original
B Jaccard
B Coseno
T T T T T T T
0 50 100 150 200 250 300

Trees

Figura 8.17: Métrica R® para cada modelo.

Ya para concluir con Random Forest vamos a ver las predicciones realizadas por cada uno
de los modelos, asi como visualizar los resultados arrojados por las métricas mas usuales en

machine learning:
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Prediccion del modelo original vs valor real
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Figura 8.18: Predicciones del modelo original.

MSE modelo original: 0.00911784775108463

RMSE modelo original: 0.0954874219522374
MAE modelo original: 0.0203708527194177
R? modelo original: 0.942942996087782

Figura 8.19: Resultados utilizadas para medir la calidad del modelo original.

Prediccién del modelo coseno vs valor real
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Figura 8.20: Predicciones del modelo coseno.
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MSE modelo coseno: 0.00592857309067558
RMSE modelo coseno: 0.076997227811627
MAE modelo coseno: 0.018322948609096
R? modelo coseno: 0.961523282467064

Figura 8.21: Resultados utilizadas para medir la calidad del modelo coseno.

Prediccion del modelo jaccard vs valor real
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Figura 8.22: Predicciones del modelo jaccard.

MSE modelo jaccard: 0.00430724003962586
RMSE modelo jaccard: 0.065629566809677
MAE modelo jaccard: 0.0144700684839065
R? modelo jaccard: 0.972551472892978

Figura 8.23: Resultados utilizadas para medir la calidad del modelo jaccard.

Como bien se puede ver en los resultados, el modelo creado a partir del dataset original es
el que peores resultados arroja, luego sigue el que se construy6 a partir de los resultados ob-
tenidos por la distancia coseno, mejorando ligeramente los resultados obtenidos y por dltimo,
siendo el mejor, el modelo jaccard. En este se aprecia una mejora considerable en la calidad

de las predicciones realizadas frente a las del modelo original.
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8.3 K-NN

K-NN es un algoritmo de tipo supervisado que puede ser usado tanto para clasificar como
para predecir. En este caso vamos a utilizarlo para predecir una variable objetivo. Lo primero
que debemos hacer es elegir los hiperparametros adecuados, asi como hicimos con Random

Forest.

8.3.1 Hiperparametrizacion

Esta vez nos encontramos con que el inico hiperparametro que tenemos es la K. Para en-
tender lo que es, necesitamos saber como funciona K-NN. Lo que hace es que a partir de una
serie de variables dadas busca el valor mas préximo calculado mediante alguna distancia (Eu-
clidea, etc) y una vez encontrado, esa sera la prediccion resultante. Este caso solo se da para
K=1 ya que cuando tenemos una K mayor se buscan los primeros K resultados mas parejos al

dado y luego se elige por consenso entre todos el mas adecuado.

En este trabajo para ser capaces de elegir una K 6ptima hemos realizado un proceso de
validacion similar al que llevamos a cabo en Random Forest, el cual se basa en la validacion
cruzada anteriormente explicada. También destaca que escalamos los valores de los datasets
mediante la funcién scale() de R para conseguir una estandarizacién de los valores de nuestros
conjuntos de datos, y para nuestro caso conseguimos mejores resultados [27]. Se han probado

con valores de K entre 1 y 200 como podemos ver en las siguientes figuras:

045

0.40

0.35

RMSE (Repeated Cross-Validation)

0.30

T T T T T
0 50 100 150 200

k

Figura 8.24: Grafica del RMSE frente a las K para el modelo original.
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k-Nearest neighbors

13248 samples
5 predictor

No pre-processing

resampling: Cross-validated (5 fold, repeated 1 times)
summary of sample sizes: 10600, 10598, 10600, 10597, 10597
resampling results across tuning parameters:

k RMSE Rsquared
1 0.3389300 0.8877241
2 0.3061565 0.9067020
3 0.2846123 0.9192060
4 0.2867795 0.9186589
5 0.2911277 0.9160572
6 0.2981149%9 0.9120405
7 0.3057265 0.9073431
& 0.3135132 0.9027451
9 0.3177339% 0.9002283
10 0.3226504 0.8972810
15 0.3321454 0.8920381
20 0.3410145 0. 8872716
25 0.3524815 0. 8804690
30 0.3627535 0.8740769
35 0.3702834 0.8692583
40 0.3788907 0.8636175
45 0.3839657 0.8602291
50 0.3901163 0.8360875
55 0.3951018 0.8525234
60 0.4010284 0.8481936
65 0.4056473 0.8447771
7 0.4095272 0.8419388
7 0.4134935 0. 8389874
80 0.4179321 0.8356356
85 0.4216222 0.8327039
90 0.4247060 0.8303895
95 0.4275262 0.8283909
100 0.4311528 0.8257748
125 0.4444608 0.8163841
150 0.4545350 0.8093392
175 0.4627303 0.8040370
200 0.4714554  0.7980511

RMSE was used to select the optimal medel using the smallest wvalue.
The final value used for the model was k = 3.

Figura 8.25: Mejor K para el modelo original.
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Figura 8.26: Grafica del RMSE frente a las K para el modelo coseno.
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CAPITULO 8. MODELADO

k-Nearest Meighbors

13248 samples
11 predictor

No pre-processing

Resampling: Cross-validated (5 fold, repeated 1 times)
summary of sample sizes: 10597, 10600, 10599, 10599, 10597
Resampling results across tuning parameters:

k RMSE Rsguared  MAE
1 (.3493994 0.8792595 0.08108763
2 0.3203605 0.8974762 0.08945581
3 0.3118861 0.9030826 0.10112382
4 0.308938B6 0.9052357 0.11309589
5 0.3125780 0.9030777 0.12542462
6 0.3169105 0.9007830 0.13718957
7 0.3212333 0.8982826 0.14699343
& 0.3255609 0.8960911 0.15620160
9 0.3274357 0.8952163 0.16362118
10 0.3324200 0.8923624 0.17086813
15 0.3486009 0.83832818 0.19466526
20 0.3609331 0.8764198 0.21168607
25 0.3741316 0.86853910 0,22399082
30 0.3859442 0.8609683 0.23704184
35 0.3952489 0.8547775 0.24636991
40 0.4047090 0.8484097 0.25455401
45 0.4146175 0.8412160 0.26261497
50 0.4228245 0.83534444 0.26866206
35 0.4300789 0.8304651 0.27458338
60 0.4371126 (0.8254832 0.27968764
65 0.4430830 0.8211746 0.28417799
70 0.4490492 0.8167321 O0.28B12770
75 0.454789% 0.8125669 0.29200194
80 0.4603224 (.8082333 0.29361701
85 0.4654444 (.8038317 0.29916208
90 0.4700984 0.7999449 0,30221448
95 0.473788B1 0.7972627 0.30515348
100 0.4781387 0.7940919 0.30775253
125 0.4952097 0.7804071 0.31870054
150 0.5068040 0.7725072 0.32565504
175 0.5175798 0.7658723 0.33150123
200 0.5276770 0.7597910 0.33654818

RMSE was used to select the optimal model using the smallest value.
The final value used for the model was k = 4.

Figura 8.27: Mejor K para el modelo coseno.
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Figura 8.28: Grafica del RMSE frente a las K para el modelo jaccard.
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8.3. K-NN

k-Nearest Meighbors

13248 samples
12 predictor

No pre-processing

rResampling: Cross-validated (5 fold, repeated 1 times)
summary of sample sizes: 10599, 10598, 10598, 105399, 10598
Resampling results across tuning parameters:

k RMSE
1 0.3479999
2 0.3203833
3 0.3055049
4  0.3060883
5 0.304p421
6 0.3088379
7 0.3142435
8 0.3165300
9 0.3218378
10 0.3251401
15 0.3440184
20 0.3587147
25 0.3713335
30 0.3B26450
35 0.3918304
40 0.4004451
45 0.4110926
50 0.4183338
35 0.4254604
60 0.4314641
65 0.4380271
7 0.4440254
7 0.4498894
80 0.4333777
85 0.4596097
90  0.4640440
95 0.4683704
100 0.4725002
125 0.4892253
130 0.5031288
75 0.5184592
200 0.5307762

RMSE was used to select the optimal model using the smallest value.
The final value used for the model was k = 5.

Figura 8.29: Mejor K para el modelo jaccard.

8.3.2 Validacion

Rsguared
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0.07716978
0.08631387
0.09534430
0.10710190
0.11904228
0.13132480
0.14305802
0.15218083
0.16106919
0.16786242
0.19241788
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0.23497907
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0
0
0
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. 30243436
. 31306712
. 32222838
. 32877206
. 33512523

En las graficas anteriores hemos podido apreciar los resultados obtenidos para el analisis

de cual es la K 6ptima. Todo esto ha sido posible gracias al uso de la técnica de validacién

cruzada, tal y como se ha hecho en la seccion de Random Forest.

Como ya hemos mencionado en apartados anteriores, no vamos a realizar una validacion

propia debido a que el propio algoritmo de K-NN, implementado en la libreria FNN de R,

utiliza validacion cruzada por si mismo como también ocurria con Random Forest.
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CAPITULO 8. MODELADO

8.3.3 Calidad de los Modelos

En esta seccion mostramos los resultados de las diferentes métricas obtenidas por cada uno
de los modelos construidos, que nos permiten validar la calidad de los mismos. Las siguientes

graficas nos muestran como de buenas son las predicciones realizadas sobre el conjunto de
entrenamiento y los resultados de las métricas mas relevantes para cada uno:

Prediccion del algoritmo KNN vs valor real

Real

Predicciones

Figura 8.30: Predicciones realizas por el modelo original.

MSE modelo original: 0.00101409413169882
RMSE modelo original: 0.0318448446643851
MAE modelo origina: 0.0145312760333829

R?* modelo original: 0.993931385011242

Figura 8.31: Resultados de las métricas para el modelo original.
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Prediccion del algoritmo KNN vs valor real
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Figura 8.32: Predicciones realizas por el modelo coseno.

MSE modelo coseno: 0.00166753547124327

RMSE modelo coseno: 0.0408354682995465
MAE modelo coseno: 0.0184416130560806
R? modelo coseno: 0.990021014382442

Figura 8.33: Resultados de las métricas para el modelo coseno.

Prediccion del algoritmo KNN vs valor real

Real

0.0 0.5 1.0 15 20 25 3.0

Predicciones

Figura 8.34: Predicciones realizas por el modelo jaccard.
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CAPITULO 8. MODELADO

MSE modelo jaccard: 0.00262758511234087

RMSE modelo jaccard: 0.0512599757348837
MAE modelo jaccard: 0.029571227543295
R2 modelo jaccard: 0.984275816318673

Figura 8.35: Resultados de las métricas para el modelo jaccard.

Como bien se muestra en las figuras, el modelo que mejores resultados consiguié fue el
modelo original, seguido por el modelo coseno y el modelo jaccard. Esta vez no se ha conse-
guido una mejora mediante la utilizacion de los atributos construidos a partir de los resultados
arrojados por la distancia coseno y el indice jaccard. En secciones posteriores veremos que
tal son las predicciones de estos modelos frente a datos externos al conjunto de entrenamien-
to, para asi poder saber si aprendi6 correctamente o solo memorizd, pero a priori obtenemos

unos resultados bastante buenos.

8.4 RouteNet

A dia de hoy, los modelos de redes neuronales pueden usarse para construir modelos de
red con una buena precisién. Como ya sabemos, los operadores de redes siguen sin contar con
modelos de red que sean capaces de hacer predicciones de calidad por lo que hace no mucho
que se propuso un modelo de red neuronal grafica (GNN) llamado RouteNet [28]. Esta es una
alternativa desarrollada por un equipo para resolver las carencias que estos operadores pre-
sentan y que demostroé ser capaz de construir modelos a partir de los datos de enrutamiento,
trafico, etc, de las topologias de las redes y ademas, arrojoé buenos resultados sobre escenarios
de red totalmente diferentes a los vistos en los conjuntos de entrenamiento [29]. Este trabajo
se realiz6 para conseguir alternativas a este planteamiento y asi también ser capaces de reali-
zar una comparativa entre las diversas técnicas empleadas. En la siguiente imagen podemos

ver como es la arquitectura de RouteNet:
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Internal architecture of RouteNet
Figura 8.36: Arquitectura interna de RouteNet

Fuente: github.com/knowledgedefinednetworking/demo-routenet

Ahora vamos a comentar los tipos méas importantes de redes neuronales de una forma
resumida y también a llevar a cabo un analisis de las caracteristicas mas destacadas. Los tipos

de redes neuronales segtin la topologia de red son [30]:

+ Redes neuronales Monocapa: se corresponde con la red neuronal méas simple. Esta
compuesta por una capa de neuronas que proyectan las entradas a una capa de neuronas

de salida donde se realizan los diferentes calculos.

+ Redes neuronales Multicapa: es una generalizacion de la red neuronal monocapa.
La diferencia reside en que mientras la red neuronal monocapa esta compuesta por
una capa de neuronas de entrada y una capa de neuronas de salida, esta dispone de un

conjunto de capas intermedias (capas ocultas) entre la capa de entrada y la de salida.

+ Redes neuronales Convolucionales: en este tipo de red, cada neurona no se une
con todas y cada una de las capas siguientes sino que solo con un subgrupo de ellas
(se especializa). Con esto se consigue reducir el nimero de neuronas necesarias y la

complejidad computacional necesaria para su ejecucion.

+ Redes neuronales Recurrentes: estas no tienen una estructura de capas, sino que
permiten conexiones arbitrarias entre las neuronas. Integran bucles de realimentacion
para hacer posible que la informacion persista durante algunos ciclos 6 épocas de entre-
namiento mediante la integracion de los resultados de las capas de salida en las capas de
entrada. Basicamente son como una red formada por copias de si misma, que se mandan

informacién a las copias sucesoras.
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CAPITULO 8. MODELADO

Figura 8.37: Conexiones hacia delante (a) frente a conexiones recurrentes (b).

Fuente: researchgate.net

Las principales ventajas de las RNN frente a los otros tipos de redes neuronales son:

« Se tratan los datos secuenciales de una forma eficiente.

« No mezclan informacion entre ejecuciones sino que registran las salidas de la copia

anterior como entradas de la actual.

 Pueden tratar secuencias de datos muy largas elemento a elemento.

En este tipo de redes (RNN), si la secuencia es lo bastante larga, presentan problemas en
cuanto a trasladar la informacion de etapas anteriores a posteriores. Suele ocurrir en las capas

mas tempranas [31].

Para solventar este problema de memoria a corto plazo se crearon dos tipos de redes neu-

ronales recurrentes de las cuales vamos a hablar a continuacién [32]:

« LSTM: también conocidas como Long Short Term Memory, utilizan un mecanismo para
decidir que informacién se va a almacenar y cual no. Esta compuesta por tres celdas de
memoria capaces de mantener dicha informacion por un lapso de tiempo largo o corto,
por lo que es capaz de recordar las cosas importantes. La primera es la puerta de entrada
que decide cuando meter informacién nueva en memoria. La segunda es la puerta de
olvido que decide qué informacién existente en memoria se debe eliminar. La tercera es
la puerta de salida, encargada de determinar cuando se utiliza la informacién contenida

en la propia celda.

+ GRU: también conocidas como Gated Recurrent Unit, constituyen una simplificacion
de las LSTM, ya que se compone de solo dos puertas. La puerta de actualizacion que
decide qué informacion nueva entra y cual existente se elimina, y la puerta de reinicio

que decide qué informacién del estado anterior se reinicia. Todo esto provoca que se
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8.4. RouteNet

tengan que realizar menos operaciones, por lo que su eficiencia es mucho mayor con

respecto al entrenamiento y ejecucion.

Analizamos las capas por las que esta formada la red neuronal de RouteNet, siendo estas

las mostradas en la siguiente imagen:

dge update - tf.ker ell(hparams.link state dim)
.path_update tf. . r 1(hparams.path_state dim)

.readout = tf.keras.models

ul r(hparams.12))})
dropout_rate))
t_units,

(hparams

“.readout.

".readout. add
r(hparams.12_2),
final_ activation ) )

Figura 8.38: Capas que forman RouteNet.

Podemos observar como se compone de dos capas GRU y una capa Sequential. Esta ulti-
ma consta de capas Dense, que son basicamente capas ocultas que utilizan el mecanismo de
Dropout [33], una técnica para evitar el sobreajuste. Esta consiste en llevar a cero de forma
aleatoria diversos valores del vector de entrada en cada iteracion del entrenamiento. De esta
manera se consigue que las neuronas no le den demasiada importancia a un conjunto peque-
fio de la salida de una capa anterior dejando de lado otros valores que pueden servir para
realizar una mejor prediccion. En la imagen que vemos a continuacién se ve claramente el

funcionamiento de dicho mecanismo:
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(a) Standard Neural Net (b) After applying dropout.

Figura 8.39: Mecanismo de Dropout.

Fuente: mc.ai

8.4.1 Hiperparametrizacion

Los hiperparametros que han sido utilizados para la creacion del modelo de RouteNet se

explican a continuacion:

+ Learning rate: es un parametro de ajuste que determina el tamafio del paso en cada
iteracién mientras se mueve hacia una funcioén de pérdida minima. Dado que influye
en la medida en que la informacién recién adquirida anula la informacion antigua, se
podria considerar como la velocidad a la que un modelo aprende. De manera general, el
mejor learning rate es el que va disminuyendo a medida que pasan los ciclos (epochs),
ya que asi permite un aprendizaje rapido al inicio y a medida que avanza el proceso
se disminuye para conseguir que la funcién de perdida sea la menor posible [34]. En
RouteNet se utiliza la funcién que podemos ver a continuacién para reducir progresi-

vamente dicho ratio de aprendizaje:

1 tf.train.exponential_decay(params.learning_rate,
2 tf.train.get_global_step(), 82000,
3 0.8, staircase=True)

Listing 8.1: Funcion utilizada para el Learning Rate.

« Batch size: define el numero de muestras que se propagaran a través de la red. Por
ejemplo, si tenemos 1000 muestras de entrenamiento y establecemos un tamaiio de lote
igual a 100, el algoritmo toma las primeras 100 muestras del conjunto de datos de en-

trenamiento y entrena la red. Luego, toma las segundas 100 muestras y asi hasta que
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8.4. RouteNet

las propague todas. En general se suelen utilizar tamafios de lote pequefios ya que re-
quieren menos memoria, aunque los resultados arrojados son menos precisos que para

lotes mayores [35]. En nuestro caso se utiliza un tamafio de lote de 32.

« Epochs: hace referencia a un ciclo, es decir, cuando el dataset pasa por completo por la
red de neuronas. Se ha decidido emplear diversos valores para las épocas para asi poder
realizar el entrenamiento de RouteNet y observar las diferencias en los resultados obte-

nidos. A continuacién se contrastan algunas métricas con el nimero de ciclos utilizados:

loss

200 00 600 a00 K 12k 1.4k 16k 1.8k %k 29k 2.4k 2.6k

Figura 8.40: Pérdida en funcion del numero de épocas utilizado.

200 400 600 800 1k 1.2k L4k L6k 1.8k 2% 2.2k 2.4k 2.6k

Figura 8.41: MSE en funcién del nimero de épocas utilizado.

200 400 600 800 1k 1.2k Lak L6k 18k % 2.2k 2.4k 2.6k

Figura 8.42: MAE en funcién del numero de épocas utilizado.
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El nimero 6ptimo consideramos que estd alrededor de unas 2700 épocas, ya que es ahi
donde se consiguen los mejores resultados. Por encima de las 5000 no se consiguieron mejo-

ras ademas de que la carga computacional aumenta considerablemente.

Finalmente comentar que la pérdida inicial es bastante elevada y, a medida que aumen-
tamos las épocas se reduce considerablemente, por lo que podemos considerar que el modelo

esta entrenado.

8.5 Calidad del Modelo

Una vez ajustados los hiperparametros vamos a ver como de buenas son las predicciones
realizadas por el modelo 6ptimo. En las siguiente figuras podemos ver los resultados obtenidos

por este:

True Delay
© © o o ©°
=y w o ~ [e¢]
4
£~
7\

o
w
1)

0.2 L.

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8
Prediction

Figura 8.43: Prediccidén obtenida por el modelo 6ptimo.

Nimero de iteraciones -= 27088:

global step = 2700,
label/mean = -8.04878619,
loss = 0.018586375,

mae = 0.06349329,

mre B.02064778,

mse B.01858B6373,
prediction/mean = -0.06764504,
rho = 6.99262845

Figura 8.44: Resultados de las métricas mas relevantes para el modelo 6ptimo.
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8.5.1 Conclusiones

Se han obtenido unos resultados bastante sélidos para todos los mecanismos de ML uti-
lizados. A partir de esto podemos considerar que el modelo generado por RouteNet podria
ser util en cuanto a la creacion de modelos con capacidad de aprendizaje para los operadores
de red, aunque su coste computacional es bastante grande. También hemos visto algoritmos
como K-NN y Random Forest que son capaces de obtener unos resultados superiores frente a
los arrojados por RouteNet. Ademas destaca que su coste computacional es mucho menor, por
lo que a priori se seleccionan como primera opcién en cuanto a la construccién de modelos

de red livianos para los operadores de estas.
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Evaluacion
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Figura 9.1: CRISP-DM (5)

Una vez que hemos analizado la calidad de los modelos construidos para cada una de las
técnicas de machine learning que se utilizaron, vamos a proceder a probar con qué calidad
predicen dichos modelos sobre un conjunto de datos independiente a los de entrenamiento.
Nos basaremos en los resultados que arrojen las métricas utilizadas anteriormente, asi como

en las graficas de las predicciones.

En lo que respecta a los conjuntos de evaluacion utilizados para los modelos coseno y
jaccard, debemos decir que se han construido los mismo atributos que en el conjunto de datos
de entrenamiento. Estos son valores estadisticos obtenidos a partir de los resultados dados

por la distancia coseno y el indice jaccard.
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9.1 Random Forest

En las siguientes imagenes vamos a ver como han sido las predicciones obtenidas sobre el
conjunto de datos independiente al de entrenamiento, asi como los resultados de las métricas

mas relevantes:

Prediccion del modelo vs valor real

Real
3

0.0 05 1.0 15 20 25 30 35

Predicciones

Figura 9.2: Modelo construido a partir del dataset original.

MSE modelo original: ©.8833219147866516
RMSE modelo original: @.288655356414274

MAE modelo original: ©.8542695647721788
R? modelo original: ©.754338833324593

Figura 9.3: Resultados del modelo original.
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Prediccion del modelo coseno vs valor real
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Figura 9.4: Modelo construido a partir del dataset coseno.

MSE modelo coseno: ©.80166753547124327
RMSE modelo jaccard: ©.0408354682995465

MAE modelo jaccard: ©.0184416138568806
R? modelo jaccard: B.96654953783693

Figura 9.5: Resultados del modelo coseno.

Prediccion del modelo Jaccard vs valor real
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Figura 9.6: Modelo construido a partir del dataset jaccard.

MSE modelo jaccard: ©.08262758511234887
RMSE modelo jaccard: ©.8512599757348837

MAE modelo jaccard: ©.829571227543295
R2?2 modelo jaccard: ©.940418276692909

Figura 9.7: Resultados del modelo jaccard.
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Como conclusion hemos visto que el modelo que peor predice sobre un conjunto de datos
independiente es el modelo original, seguido por el modelo jaccard y siendo el modelo coseno
el que mejores predicciones realizo. La diferencia existente entre modelo coseno y el jaccard
no es demasiado amplia pero con respecto al dataset original si que observamos un cambio
muy dréastico gracias a los valores estadisticos aportados por la distancia coseno y el indice

jaccard.

9.2 K-NN

Vamos a realizar el mismo analisis que para Random Forest y asi poder ver como de bue-
nas son las predicciones para los tres modelos construidos. A continuaciéon podemos ver las

imagenes que contienen los resultados:

Prediccion del algoritmo KNN vs valor real

Real
3

0.0 0.5 1.0 15 20 25 30

Predicciones

Figura 9.8: Predicciones realizas por el modelo original.

MSE modelo original: ©.82981610623389347
RMSE modelo original: ©.172656023175951

MAE modelo original: ©.8525184597946244
R? modelo original: ©.578598776401288

Figura 9.9: Resultados de las métricas para el modelo original.
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CAPITULO 9. EVALUACION

Prediccion del algoritmo KNN vs valor real
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Figura 9.10: Predicciones realizas por el modelo coseno.

MSE modelo coseno: 8.68181898594725316
RMSE modelo coseno: ©.8317947471644792

MAE modelo coseno: ©.8127642449787323
R? modelo coseno: ©.977806189764824

Figura 9.11: Resultados de las métricas para el modelo coseno.

Prediccién del algoritmo KNN vs valor real

Real

Predicciones

Figura 9.12: Predicciones realizas por el modelo jaccard.
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9.3. Modelo RouteNet

MSE modelo jaccard: 9.002088759577664182
RMSE modelo jaccard: 0.0448062024349511

MAE modelo jaccard: ©.6251298044391335
R? modelo jaccard: 0.948622281005469

Figura 9.13: Resultados de las métricas para el modelo jaccard.

De nuevo nos encontramos con que el modelo coseno arroja los mejores resultados asi
como realiza las mejores predicciones. Es seguido por el modelo jaccard con el cual anda muy
parejo, pero esta vez si que tenemos que el modelo original no dista tanto de ambos en cuanto

a resultados nos referimos.

9.3 Modelo RouteNet

Finalmente vamos a comprobar que tal se desenvuelve RouteNet sobre un conjunto de
datos independiente. En las siguientes figuras se pueden ver los resultados y predicciones

arrojados por este:

loss

0 500 1k 15k % 25k 3k 3.5k K 4.5k sk

Figura 9.14: Pérdida en funcion del numero de épocas utilizado.

0 500 1k L5k 2% 25k 3k 3.5k a 45k sk

Figura 9.15: MSE en funcién del nimero de épocas utilizado.
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0 500 1k 1.5k % 25k 3k 3.5k ak 4.5k sk

Figura 9.16: MAE en funcion del nimero de épocas utilizado.
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Figura 9.17: Prediccidén obtenida por el modelo 6ptimo.

Numero de iteraciones -> 2708:

- global step = 2700,
- label/mean = -©.055551894,
- loss = ©.0421699,

- mae = ©.85728327,
- mre = @.81855097,
- mse = 0.042169888,

- prediction/mean = -8.87513544,
- rho = ©.9827648

Figura 9.18: Resultados de las métricas mas relevantes para el modelo 6ptimo.
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9.4. Comparativa

Observamos que los resultados devueltos por RouteNet no son malos pero no estan a la
altura de los que aportaron los mejores modelos para Random Forest (modelo coseno) y K-NN

(modelo coseno).

9.4 Comparativa

Como ya sabemos, para hacer esta comparativa entre los tres métodos de ML, hemos teni-
do en cuenta las métricas mas importante desde nuestro punto de vista. El modelo que mejores
resultados ha aportado es el modelo coseno para K-NN seguido muy de cerca por el mismo
modelo pero utilizando Random Forest. Esto se debe a que sobre el conjunto de datos inde-
pendiente seleccionado K-NN consigue mejores resultados. Para asegurarnos de que K-NN
aporta mejores resultados que Random Forest tendriamos que seguir haciendo pruebas con
otros conjuntos independientes y asi saber con absoluta certeza cuél es el que mejores pre-
dicciones realiza. En cuanto a RouteNet creemos que aporta soluciones 6ptimas al problema
pero hay una diferencia considerable con la calidad obtenida frente a los otros algoritmos de
machine learning. Esto seguramente se deba a que no se utilizan los atributos construidos a

partir de la distancia coseno y el indice jaccard.
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Capitulo 10

Conclusiones finales

Este proyecto se ha centrado en resolver el reto que tienen los operadores de red para
conseguir soluciones de optimizacioén y operacién de red, como es el trafico extremo a extre-
mo. Se ha llevado a cabo el estudio y comparacién de diferentes técnicas de ML con el fin de
aplicarlas para crear modelos de red livianos y conseguir una calidad 6ptima. Para conseguirlo
se analizaron los resultados de aplicar dichas técnicas sobre el conjunto de datos de trafico
de red seleccionado, ademas de realizar una exploracién y limpieza adecuada de los datos.
También, mediante el uso de técnicas como la validacion cruzada, se ajustaron los valores de
los hiperparametros mas interesantes de cara a conseguir unas predicciones satisfactorias por

parte de los modelos construidos.

Con respecto a las técnicas mencionadas anteriormente, destaca el hecho de que todas
ellas han arrojado resultados mas que satisfactorios, siendo las mas efectivas Random Forest
y K-NN para los modelos que cuentan con atributos creados a partir de los estadisticos cal-
culados con la distancia coseno (K-NN fue el que mejor resultado obtuvo en la evaluacion 9).
Por otro lado, hemos comprobado que RouteNet es bastante efectivo a la hora de construir
modelos de red pero obtuvimos diferencias considerables en la calidad frente a los mencio-
nados anteriormente. También comentar que la carga computacional necesaria para ejecutar

RouteNet y construir el modelo oportuno es mucho mayor que en las otras técnicas utilizadas.

Gracias a este trabajo he podido introducirme en un campo que me era desconocido pero
que ahora, una vez acabado, me aport6 una gran cantidad de conocimiento sobre estas técni-
cas de Inteligencia Artificial (IA).

Finalmente este trabajo se podria ampliar utilizando otros algoritmos de ML (SVM entre
otros) para resolver este mismo problema y comparar los resultados frente a los ya obtenidos.

Llevar a cabo pruebas con otros conjuntos de datos aportaria una buena visién en cuanto a
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la eficiencia de estos asi como a la calidad de los modelos resultantes para cada una de las

técnicas.
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