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Resumen

Muchossistemasenmarcadosenelestadodelarte
delcampodelosSistemasAvanzadosdeAsisten-
ciaalaConduccíon(ADAS)ydelaconduccíon
aut́onomaempleanfusíonsensorialconelfinde
conseguirdeteccíonyclasificacíondeobst́aculos
fiableencualquiercondicíon meteoroĺogicayde
iluminacíon.Lafusíonentreesćanerĺaseryćama-
raseusahabitualmenteenaplicacionesADASpa-
ramitigarlaslimitacionesinherentesacadauno
delossensoresempleados.Enelsistemapresen-
tadoseempleanalgunast́ecnicasnovedosaspa-
raalineamientodedatosyseaplicant́ecnicasde
InteligenciaArtificial(IA)eneltratamientode
lasnubesdepuntosparamejorarlafiabilidadde
laclasificacíondeobst́aculos.Enestedocumen-
tosepresentannuevosenfoquesparalaobtencíon
declustersennubesdepuntosdispersas, maxi-
mizandolainformacíonobtenidadesdeesćaneres
ĺaserdebajaresolucíon.Traslamejoradelade-
teccíondeclusters,seempleant́ecnicasdeIApa-
raclasificarelobst́aculonosoloempleandovisíon
porcomputador,sinotambíenconinformacíondel
ĺaser.Lafusíondelainformacíonobtenidades-
deambossensores,conlaadicíondelacapacidad
declasificacíondelĺaser,mejoranlafiabilidaddel
sistema.

Palabrasclave:Visíonporcomputador,LIDAR,
Sistemasavanzadosdeasistenciaalaconduccíon,
Fusíonsensorial.

1. INTRODUCCÍON

Losaccidentesdetŕaficoseencuentranentrelos
riesgosevitablesḿasimportantesparalavidahu-
mana.Alrededorde1,2millonesdepersonasmue-
ren,yotros50millonessufrensecuelascadaãno
comoconsecuenciadeaccidentesdetŕafico.Los
sistemasADASpuedenreducirlacantidadyla
gravedaddelosaccidentesdetŕaficomedianteel
usodetecnoloǵıasdevisíonporcomputador(VC)
eIA.LosADASempleancoḿunmenteesćaneres
ĺaseryćamarasparadetectaryclasificarobst́acu-
losenlav́ıa.Lossensorespresentadossoncom-
plementarios,yaquelacapacidaddelĺaserpara

detectarobst́aculosindependientementedelaca-
lidaddelailuminacíonydeseleccionarRegiones
deInteŕes(ROI)enlaimagenenlaqueseclasifi-
caŕamedianteVC,mejoradeformaimportantela
velocidadylaprecisíonenestafasedelproceso.

Elpresentetrabajohasidodesarrolladousando
laplataformadeinvestigacíonIntelligentVehicle
basedonVisualInformation2.0(IVVI2.0)del
LaboratoriodeSistemasInteligentes(LSI)dela
UniversidadCarlosIIIdeMadrid.Estaplatafor-
maest́adetalladaenprofundidaden[11]ysepue-
deverenlafigura1.

Elart́ıculoest́adivididoenlassiguientesseccio-
nes:Laseccíon2presentaelestadodelarteenel
contextocient́ıficorelacionado.Laseccíon3mues-
traunadescripcíongeneraldelsistema.Lasec-
cíon4describeelḿetododeobtencíondeclusters
enlasnubesdepuntos(PC),comoparteinicial
delprocesodedeteccíondeobst́aculos.Laseccíon
5presentaelprocesodealineamientodedatos,
esencialparalacorrectaconversíonentrecoorde-
nadasdelossistemasdereferenciadelĺaserydela
ćamara.Laseccíon6muestralaestrategiaparala
clasificacíondelosobst́aculosdetectadosconlas
nubesdepuntoseiḿagenesasociadas,emplean-
doSupportVectorMachines(SVM).Laseccíon7
presentalosresultadosobtenidos,y,paraconcluir,
laseccíon8muestralasconclusionesobtenidasdel
presentetrabajo.

2. ESTADODELARTE
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Eltrabajodescritoenelpresenteart́ıculoabarca
diversoscamposconinteresantesestadosdelarte.
Encuantoalprocesodealineamientoautoḿatico
ydesatendidodedatosenelsistemapresentado,
[8]proponeun ḿetododecalibracíonemplean-
dounpatŕondetablerodeajedrez;[14]propo-
nelacalibracíonautoḿaticaentrećamarayĺaser
baśandoseenlareconstruccíonmediantelanube
depuntosdelasuperficiedelacarretera.Otras
aproximacionescomo[8]y[7]proyectanlascarac-
teŕısticasenunplano2Dparaminimizarladis-
tanciasentrelascaracteŕısticasenlosdiferentes
sensores.[10]Presentaunsistemadecalibracíon
basadoenunmodeloCADparaconversíonentre
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sensores. Una aproximación similar, basada en un
modelo triangular, es presentada en [1], mientras
que en [3] se emplea un modelo circular.

Una vez que los diferentes sistemas han sido ali-
neados, el siguiente paso es la detección y clasi-
ficación de los obstáculos presentes en la escena.
Los sistemas de fusión sensorial pueden ser divi-
didos en esquemas centralizados y descentraliza-
dos. Los primeros obtienen una única detección
basándose en la información obtenida de los di-
ferentes sensores. Algunos ejemplos de esquema
descentralizado se pueden encontrar en [12] y [13]
con diferentes algoritmos para combinar las carac-
teŕısticas de la VC y del escáner láser, como Naive
Bayes, GMMC, NN, FLDA. Los sistemas descen-
tralizados implementan la detección y la clasifica-
ción de forma independiente para cada sensor, y
una fase posterior de fusión combina las deteccio-
nes de acuerdo con el grado de certeza asignado
a cada sensor. Otros trabajos defienden la fusión
a alto nivel basándose en caracteŕısticas multidi-
mensionales para el escáner láser y en Histograma
de Gradientes Orientados (HOG) para VC. El tra-
bajo [5] ofrece detección de peatones basada en un
modelo de las piernas del peatón para el láser, y
en caracteŕısticas HOG para VC, buscando la de-
tección distribuida de peatones y la evaluación del
peligro. El mismo autor hace uso de técnicas avan-
zadas de fusión (Joint Probabilistic Data Associa-
tion Filter) para mejorar la detección de peatones
descentralizada empleando láser y VC.

(a) Plataforma de investigación IVVI 2.0

(b) Láser Sick LD-MRS (c) Cámara trinocular XB3

Figura 1: Sensores de la plataforma de investiga-
ción IVVI 2.0

3. DESCRIPCIÓN GENERAL

El presente trabajo emplea fusión sensorial entre
escáner láser y VC para la detección y clasificación
de obstáculos en aplicaciones de automoción.

Este trabajo está inclúıdo en el proyecto IVVI 2.0
(ver figura 1). IVVI 2.0 es la segunda plataforma
para investigación y desarrollo del Laboratorio de
Sistemas Inteligentes, de la Universidad Carlos III
de Madrid.

En la presente aplicación se ha empleado un sen-
sor láser SICK LD-MRS de 4 planos y una cáma-
ra trinocular PoinGrey Bumblebee XB3. El láser
efectúa una detección inicial de obstáculos y otra
fase posterior de clasificación, mientras que la ca-
pacidad estereoscópica de la cámara se usa para
representar la nube de puntos del plano de la ca-
rretera y poder con ello estimar los parámetros
extŕınsecos entre los sensores. Posteriormente, la
cámara es empleada para capturar la imagen y
posteriormente tratarla mediante VC.

El láser genera una nube de puntos de la que el
sistema extrae los obstáculos en forma de agrupa-
mientos de puntos, llamados clusters. Estos clus-
ters son usados tanto para obtener la ROI en la
imagen como para efectuar la clasificación del obs-
taáculo. La ROI extráıda de la imagen es proce-
sada para clasificar el obstáculo representado en
ella, empleando técnicas de IA aplicadas a la VC.
El último paso del proceso fusiona la información
de cámara y láser para llevar a cabo la clasifica-
ción final del obstáculo basándose en técnicas de
Aprendizaje Automático (ML). Para el entrena-
miento y puesta a punto de los clasificadores SVM
para imágenes y para PC se ha empleado una base
de datos de obstáculos etiquetados como imágenes
y como nubes de puntos.

4. EXTRACCIÓN DE CLUSTER
DE LA NUBE DE PUNTOS
PARA DETECCIÓN
MEDIANTE LÁSER

El primer paso en el sistema propuesto es la de-
tección de obstáculos empleando nubes de pun-
tos obtenidas del láser. Al no verse afectado por
las condiciones de iluminación, se trata del sensor
más fiable en nuestro sistema. El sensor láser de
cuatro planos proporciona una nube de puntos que
representa la escena situada frente al veh́ıculo. Los
obstáculos son parte de esta escena, y pueden ser
localizados como concentraciones locales de pun-
tos en la nube, que pueden ser categorizados ma-
temáticamente como clusters.

Con el objetivo de obtener de la nube de puntos la
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mayor cantidad posible de información posible, se
han estudiado diversas técnicas de extracción de
clusters. Es importante remarcar que, debido a li-
mitaciones propias del sensor, los obstáculos a de-
tectar estarán representados por una pequeña can-
tidad de puntos de la nube, habitualmente desde
cuatro puntos hasta no muchos más de cincuenta,
dependiendo de la distancia desde el sensor has-
ta el obstáculo. La mayor parte de las estrategias
de extracción de clusters disponibles han sido di-
señadas para nubes de puntos muy pobladas, ha-
bitualmente obtenidas desde escáneres láser multi-
capa de alta resolución, o cámaras estéreo, y no se
adaptan bien a las nubes de puntos obtenidas en
nuestro sistema, obtenidas en exteriores, dispersas
y que ofrecen información muy limitada.

El láser SICK LD-MRS ofrece diferentes frecuen-
cias de escaneo con diversas resoluciones angu-
lares. La frecuencia menor, de 12,5 Hz, permite
una resolución angular de 0, 125◦ en el frente del
veh́ıculo, 0, 25◦ entre los 10◦ y los 30◦, y 0, 5◦ entre
los 30◦ y los 50◦ (60◦ si se trata del lado derecho
de la escena), como se ilustra en la figura 2. Esta
configuración incrementa la capacidad de detec-
ción enfrente del veh́ıculo, donde los obstáculos
tienden a estar situados a mayor distancia. Para
aplicaciones de automoción, resoluciones menores
en los laterales de la escena son aceptables, ya que
los obstáculos de interés suelen estar situados más
cerca que en el frontal, y serán representados por
suficientes puntos incluso con resoluciones meno-
res.

Figura 2: Resolución angular variable en el láser

Las distancias entre los puntos detectados en el
cuadro 1 explican la necesidad de diseñar una es-
trategia de adaptación del umbral de pertenencia
a un cluster dependiendo de la distancia entre el
obstáculo y el sensor, con el fin de obtener clus-
ters lo más poblados posible. El significado de los
valores en el cuadro 1 es el siguiente [15]:

YS es el ancho del punto medido

YG1 es la distancia entre puntos en un plano

de medición

YG2 es la distancia entre puntos entre dos pul-
sos del láser

Xlayer es la altura del punto medido

Cuadro 1: Distancias entre puntos medidos con
una resolución angular de 0.125 grados

Distancia (m) YS YG1 YG2 Xlayer

10 0.014 0.029 0.007 0.139
25 0.035 0.074 0.019 0.349
50 0.069 0.148 0.039 0.698
100 0.139 0.296 0.078 1.396

Las siguientes secciones explicarán las diferentes
técnicas desarrolladas para obtener una detección
automática avanzada de clusters en las nubes de
puntos.

4.1. Distancia Eucĺıdea adaptada y
clusters geométricamente
condicionados

En el enfoque presentado se ha empleado como
criterio para formación de clusters la existencia
de una distancia eucĺıdea máxima entre los pa-
res de puntos pertenecientes al cluster, si bien es-
ta distancia será modulada en función de la dis-
tancia del sensor hasta el obstáculo, condiciones
geométricas, máximo número de puntos permiti-
dos en un cluster, etc.

Adicionalmente, ciertos parámetros del proceso de
clustering, como la distancia máxima entre pun-
tos en un cluster, se ven modificados de acuerdo
con las formas detectadas en la zona de la nube de
puntos cercana al cluster en formación, con el fin
de mejorar las detecciones de obstáculos obĺıcuos.
Se ha probado también una estrategia alternati-
va empleando la distancia de Mahalanobis como
criterio de formación de los cluster. Este méto-
do tiende a obtener clusters compactos, ignorando
los puntos adicionales que representaŕıan obstácu-
los posicionados obĺıcuamente. Esta estrategia ha
sido descartada puesto que nuestro sistema sumi-
nistra clusters pequeños, por lo que se requieren
estrategias que incrementen la información obte-
nida.

La aproximación presentada define los clusters co-
mo un conjunto de puntos separados entre śı una
cierta distancia, variable en función de diversos
parámetros, a los que se añaden puntos que no
cumplen los requisitos de distancia pero śı ciertas
restricciones geométricas respecto al cluster al que
se añaden, como por ejemplo pertenecer a la mis-
ma recta 3D que algunos de los puntos del cluster.
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La estrategia de clustering se define como la adi-
ción iterativa de puntos a un cluster ejecutando
los siguientes pasos:

El primer punto de la nube es considerado como
el primer punto en el cluster.

La distancia eucĺıdea de todos los puntos restantes
en la nube con el punto inicial es comparada con
el valor ClusterTh siguiendo la ecuación 1,

ClusterTh = BaseTh+DistCorr(x)

DistCorr(x) =
√

(x ∗ tan(αy))2 + (x ∗ tan(αz))2

if |arctan
(y
x

)
| < 2π

10

360

then αy = 2π
0,125

360

if 2π
10

360
≤ |arctan

(y
x

)
| < 2π

30

360

then αy = 2π
0,25

360

if 2π
30

360
≤ |arctan

(y
x

)
| < 2π

60

360

then αy = 2π
0,5

360
(1)

x, y, z son coordenadas de puntos.
Por restricciones del sensor, αz siempre es 0, 8.

donde BaseTh es un parámetro cuyo valor ha sido
determinado experimentalmente. DistCorr(x) es
una función de la coordenada x (distancia hasta
el obstáculo) que asegura que la distancia eucĺıdea
empleada nunca es inferior a la distancia mı́nima
posible entre los puntos del láser a esa distancia,
según se ve en la ecuación 1, y dependiendo de las
diferentes resoluciones angulares mostradas en la
figura 2. DistCorr(x) se calcula como la mı́nima
distancia posible entre dos puntos consecutivos en
las coordenadas z (eje vertical) e y (eje horizontal
perpendicular al sentido de la marcha). αy Repre-
senta el ángulo entre dos lecturas consecutivas del
láser en horizontal (eje y), y alphaz es el ángulo
entre dos lecturas consecutivas del láser en vertical
(eje z).

Todos los puntos en la nube se comprueban para
su inclusión en el cluster. La misma iteración se
lleva a cabo para cada uno de los puntos añadi-
dos al cluster, hasta que todas las combinaciones
posibles de comprobaciones han sido agotadas. En
ese momento, los puntos cercanos al cluster pero
no inclúıdos en él por no cumplir la restricción de

distancia, se incluyen en una nube temporal jun-
to con el cluster obtenido. En esta nube temporal
se ejecuta el algoritmo Random sample consensus
(RANSAC) para búsqueda de rectas 3D. Si las
rectas obtenidas contienen un determinado núme-
ro mı́nimo de puntos pertenecientes al cluster ori-
ginal, y además puntos no pertenecientes al clus-
ter original, asumimos que estos puntos deben ser
añadidos al cluster original puesto que representan
el mismo obstáculo. Esta técnica se ha mostrado
útil en obstáculos obĺıcuos cuyos puntos se distan-
cian uniformemente entre ellos según aumenta la
distancia al sensor.

La figura 3 muestra el resultado del algoritmo. Los
puntos rojos y los verdes forman parte del cluster
original. Los puntos azules se encuentran cerca del
cluster pero no forman parte de él. Las ĺıneas azu-
les son ĺıneas 3D encontradas por RANSAC en el
cluster original, y si alguno de los puntos cercanos
al cluster pertenece también a las ĺıneas azules,
es añadido al cluster extendido, como sucede en
este caso con los puntos azules. Tras completar
la extracción del cluster, éste es comparado con
los parámetros ClusterTolerance para la máxi-
ma anchura horizontal del cluster en metros, y
maxClusterSize y minClusterSize para el máxi-
mo y mı́nimo número de puntos, respectivamente.
Estos parámetros son también función de la dis-
tancia hasta el obstáculo.

Figura 3: Cluster extendido. Los puntos azules se
añaden al cluster porque comparten una ĺınea con
puntos del cluster

El objetivo de la estrategia es obtener clusters lo
más poblados posible, teniendo en cuenta que se
usa un láser multicapa de baja resolución. La dis-
tancia umbral de clusterización debe ser adaptada
en función de la distancia x al obstáculo, puesto
que la distancia mı́nima entre puntos consecuti-
vos del láser crece con x. Debido a limitaciones de
la construcción del láser, la distancia mı́nima de-
tectada en y y en z en puntos consecutivos seŕıa
mayor que el umbral inicial si no se adaptara si-
guiendo la ecuación 1.
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4.2. Detección del suelo y eliminación en
la nube de puntos

Como se mostrará en la sección 5, el sistema per-
mite calcular el plano correspondiente a la super-
ficie de la carretera, por lo que es posible eliminar
de la nube de puntos aquéllos que pertenezcan a
la carretera e ignorarlos de cara al cálculo de los
clusters.

Figura 4: Los puntos en el plano de la carrete-
ra cumplen las restricciones para ser considerados
cluster, pero son descartados

5. Alineamiento de datos

El sistema presentado se basa en fusión sensorial
entre diversos sensores, que a su vez se basan en
distintos fenómenos f́ısicos. Cada uno de estos sen-
sores poseen su propio sistema de referencia, por
lo que se debe calcular los parámetros extŕınsecos
de conversión entre los sistemas de referencia de
los sensores para proceder al alineamiento de los
datos.

Aplicando el algoritmo M-estimator-SAmple-
Consensus (MSAC) [18], aplicado a la detección
de un plano en el espacio, es posible generar un
vector [a, b, c, d] que defina el plano más poblado
en la nube de puntos, que podemos asumir que
coincidirá con el plano de la carretera.

π(x) : axc + byc + czc + d = 0 (2)

π(x) :→
n
· →

p
= h (3)

La ecuación 2 se puede escribir en su forma Hessia-
na como 3, donde →

n
es el vector normal al plano

de la carretera, y la relación entre este vector y los
ángulos de rotación de cámara y láser se pueden
calcular como se muestra en el trabajo [19].

De la ecuación 3 deducimos que el vector ~n es
normal al plano π(x) encontrado, puesto que la
proyección en ~n de cualquier punto localizado en
el plano genera siemper una distancia fija. Esta
distancia es mı́nima desde el plano al origen de
coordenadas de la nube de puntos, por lo que se
trata de la altura h del sensor.

Una vez que todos los parámetros extŕınsecos de
calibración entre los sensores roll, pitch, yaw y
x, y, x han sido calculados, el sistema es capaz de
trasladar las coordenadas del láser a coordenadas
de la cámara, de forma que se pueden emplear
técnicas de VC para clasificar los obstáculos en la
imágen.

La conversión entre coordenadas del láser y de la
cámara se puede conseguir empleando la ecuacion
4

xy
z

 = R(

x0y0
z0

+ T )

R =

 cos(δ) 0 sin(δ)
0 1 0

−sin(δ) 0 cos(δ)

 ·
1 0 1

0 cos(φ) −sin(φ)
0 sin(φ) cos(φ)

 ·
cos(θ) −sin(θ) 0
sin(θ) cos(θ) 0

0 0 1


T =

xtyt
zt



(4)

donde T representa el vector de traslación y R la
matriz de rotación entre sensores.

Figura 5: Detección de obstáculo basado en cálculo
de cluster. Rectángulo azul oscuro es el cluster,
rectángulo azul claro es la ROI para VC
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6. Clasificacíondeobst́aculos
usandofusíonsensorialentre
ĺasereimagen

Laclasificacíondeobst́aculossepuedeobteneren
estetrabajoempleandofusíonsensorialoutilizan-
dounosolodelossensores.Sehadesarrolladoun
entornodedesarrolloquepermitelacomparacíon
directaderesultadosymejorasŕapidasenlosen-
trenamientos.

6.1. ClasificacíonSVM

Laclasificacíonseconsigueconlaimplementa-
cíondelalgoritmoSVMdelalibreŕıadeVCde
OpenCV.ElalgoritmoSVMfuedesarrolladopor
Vapnik&Cort́es[2]yesampliamenteusadoen
aprendizajeporcomputadorcomoḿetododecla-
sificacíon.Enelpresentetrabajosehaempleado
paraefectuarlosentrenamientosunabasededatos
deiḿagenesetiquetadasmanualmente,adeḿasde
otrabasededatosdeclusters,obtenidosambos
deunacapturaejecutadaconlaplataformaIVVI
2.0.Traselprocesodeentrenamiento,elclasifi-
cadorSVMobtenidoesalmacenadoyempleado
posteriormenteparalaclasificacíondeiḿagenesy
clusters,comoseveenlafigura7.

6.2. Vectordecaracteŕısticasdelĺaser

Losclustersdetectadosenlanubedepuntosgene-
radaporelĺaserseempleannosoloparadetermi-
narunaregíondeinteŕes(ROI)enlaimagen,en
laqueposteriormenteseefectuaunaclasificacíon
empleandot́ecnicasdeIA,sinotambíensepueden
usarparaefectuarclasificacíondeobst́aculossin
soportedeimagen[12].

Losclustersseconviertenenunaestructurama-
lladaempleandolatriangulacíondeDelaunaycon
elfindereconstruirlaformadelobjetoydeex-
traercaracteŕısticasrelevantes,comoseveenla
figura6.

Estosobst́aculossondetectadosporelsistemaen
formadeclusters,ytienencaracteŕısticasapropia-
dasparaefectuarunentrenamientoSVMsiguien-
doelprocesodescritoenlafigura7a.Losclusters
obtenidosenlassecuenciasdepruebasonalmace-
nadosyetiquetadosdeacuerdoconlasimagenes
asociadasdelaćamara.

(a)Vistafrontal (b)Vistacenital

Figura6:Representacíonmalladadeuncluster.
Lostríangulosrepresentanlasuperficiedelobjeto.

Previostrabajoscomo[12]considerannubesde
puntos2Dparaclasificacíon,mientrasqueelpre-
sentetrabajoextraelascaracteŕısticasdesdeuna
nubedepuntos3D,enunesfuerzopormaximi-
zarlainformacíondisponible.Algunasdelasca-
racteŕıstiasconsideradasparalosclusterssonla
concentracíonglobaldelospuntos,laconcentra-
cíondelospuntosencadaunodelosplanos,la
planicidad,laesfericidad,lacubicidad,latriangu-
laridadoladesviacíont́ıpicadelospuntos,todo
ellonormalizadoycalculadorespectoalcentroide
delcluster.

(a)ProcesodeaprendizajeSVMparaclusters:Entre-
namientoyclasificacíon.

(b)ProcesodeaprendizajeSVMparaiḿagenes:En-
trenamientoyclasificacíon.

Figura7:ProcesodeaprendizajeSVM

6.3. Vectordecaracteŕısticasparavisíon
porcomputador
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Losobst́aculosdetectadosenlanubedepuntosdel
ĺaserseusanparadeterminarROIsenlasiḿage-
nes,susceptiblesdeserclasificadasempleandocla-
sificadoresSVM.EmpleandolasROIdetectadas
sehageneradounabasededatosdeiḿageneseti-
quetadas.Enunpasoposterior,seextraendelas
iḿageneslascaracteŕısticasHOGyseefect́uaun
entrenamientoSVMsiguiendoelprocesomostra-
doenlafigura7b,conelfindeobtenerunclasifi-
cadorSVM[17].
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6.4. Fusíondelainformacíon

Elprocesodefusíonsensorialseproducedelafor-
masiguiente:Elĺasergeneraunanubedepuntos
enlaquesedetectanlosobst́aculosenformade
clusters.Estosclustersseempleanparaunaclasi-
ficacíoninicialdelobst́aculoyparalageneracíon
deunaROIenlaimagen.LasROIobtenidasson
clasificadasempleandot́ecnicasdeIAaplicadasa
laVC.Enunúltimopaso,lainformacíonobteni-
dadelosprocesosdeclasificacíonbasadosenPC
ydelosbasadosenimagensonfusionadospara
obtenerunaclasificacíonconsolidada.

7. Resultados

Sehallevadoacabounestudioderelevanciadelas
caracteŕısticasconsideradasparalaclasificacíon
SVMdelosclusters,usandounconjuntodeentre-
namientode14.000clustersrepresentandopeato-
nesy8.400clustersdeotrosobst́aculos.Śololas
caracteŕısticasquediferencienńıtidamenteentre
muestraspositivasynegativasseŕanusadaspara
elentrenamiento.Lafigura8muestraalgunasca-
racteŕısticasconbuenadiscriminacíonentremues-
traspositivasynegativas.

(a)Relacíonentreanchura
yaltura

(b) Distancia media al
puntoḿaslejano

Figura8: Distribucíondelosvaloresdecarac-
teŕısticasquediferenciancorrectamentemuestras
positivasdenegativas

Lafigura9representalasestad́ısticasparacarac-
teŕısticasquenodiscriminancorrectamenteentre
muestraspositivasynegativas.Lafigura9aindi-
caquelacaracteŕısticaDensidaddelclusterdesde
vistasuperior
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Figura9: Distribucíondelosvaloresdecarac-
teŕısticasquenodiferenciancorrectamentemues-
traspositivasdenegativas

Elusodefusíonsensorialentreĺaseryćamaraper-
mitereducirconsiderablementeelesfuerzocompu-
tacionaldeclasificacíonporimagen,alreducirlas
áreasaclasificardesdetodalaextensíondelas
iḿagenesaśolamentelapartedeellasquepresen-
tanunobst́aculo,conociendoadeḿaseltamãno
esperadodelmismo.Enlafigura10secompara
los Mpixelsaclasificarenunasesíondeconduc-
cíonseǵunseempleeonofusíonsensorial.

(a) Mpixelsaclasificaren
unasesíoninterurbana

(b) Mpixelsaclasificaren
unasesíonurbana

Figura10: Mejoradeprestacionesdelaventana
deslizanteempleandofusíonsensorial

(a) Ńumero de ven-
tanas a clasificar en
unasesíoninterurbana

(b)Ńumerodeventanasa
clasificarenunasesíonur-
bana

Figura11: Mejoradeprestacionesdelaventana
deslizanteempleandofusíonsensorial

8. Conclusíon
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Elobjetivodelpresentetrabajoesdesarrollarun
sistemadefusíonsensorialparaĺaseryćamara
queaprovechelasfortalezasdecadaunodelos
sensoresymitiguesusdebilidades.Lasestad́ısti-
casobtenidasdemuestranquesehaobtenidoun
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sistema fiable y robusto capaz de detectar y clasi-
ficar obstáculos tanto aprovechando la fusión sen-
sorial como empleando cada uno de los sensores
por separado en caso necesario.
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