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CIEMAT,DepartamentodeEnerǵıa,Av.Complutense40,28040Madrid,Espãna
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Resumen

Enlaactualidad,engranmedidadebidoalauge
delveh́ıculoeĺectrico,lossistemasdealmacena-
mientoenerǵeticosoncadavezunanecesidadma-
yorsiendotantolasbateŕıaseĺectricascomolas
pilasdecombustible,lasdostecnoloǵıasen ma-
yordesarrolloenlosúltimosãnos.Sinembargo,
noessuficienteśolodesarrollarsistemasdealma-
cenamientodeenerǵıa,sinoqueesindispensable
maximizarlaeficienciadelosmismos,paraga-
rantizarelḿaximoaprovechamientodelaenerǵıa
almacenada.Paraalcanzardichoobjetivo,unode
losaspectosḿasrelevanteseselpoderpredecircon
suficienteexactitudyantelacíontantolagenera-
cíoncomoelconsumoenerǵeticoquesehaŕaso-
breeldispositivodealmacenamiento.Esporello,
quelapresenteinvestigacíonsecentraeneldesa-
rrollodeunsistemah́ıbridodemodeladodeuna
celdadecombustiblemediantet́ecnicasdeaprendi-
zajenosupervisadoparaagrupamientos,combina-
dascont́ecnicasderegresíonparamodelado.Fi-
nalmente,losmodelosgeneradosconconjuntode
datosrealprovenientedeunsistemadegeneracíon
yalmacenamientodeenerǵıamedianteunacelda
dehidŕogeno,sonvalidadosobteniendoresultados
altamentesatisfactorios.

Palabrasclave: Piladehidŕogeno,almacena-
mientodeenerǵıa,SVM,ANN,BHL.

1. INTRODUCCÍON
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Elcuidadodelmedioambientenoesśolounamo-
daenlaactualidad,sinoqueesuntemadegran

inteŕestantoparalasociedadcomoparalosgo-
biernosactuales.Apesardequeconseguirunim-
pactoceroenelmedioambienteseantojamuy
dif́ıciloinclusoimposible,aspectoscomolasoste-
nibilidadylareduccíondelacontaminacíonme-
dioambientalsonmuyimportantes[22].Eneste
aspecto,lasenerǵıasrenovablesjueganunpapel
principalparacontribuirareducirelimpactome-
dioambientalylasemisionescontaminantes[20],
sinembargóestastampocotienenunimpactonulo
[31].

Yaquenoesposibleconseguirunimpactome-
dioambientalcero,esunaobligacíonlegalelopti-
mizarymaximizarlaeficienciadelasnuevasins-
talacionesquesecreen[40].

Elsectoreĺectricoesunsistemacomplejodebido
adiversosfactores[25],siendounodelosḿasre-
levanteslanecesidaddeajustarlaproduccíonde
enerǵıaeĺectricaalademandadelamisma,porlo
queestesistemapuedef́acilmentedesestabilizarse
[24].

Conlaaparicíondelasenerǵıasrenovablesinstala-
dasenedificiosconectadosalared,secontribuýo
acomplicaráun ḿasunsistemadeporśı muy
complejo.Esporelloqueaparecelanecesidadde
disponerdeherramientasquepermitanunaco-
rrectagestíonenerǵeticatantoenlospuntosde
generacíoncomoenlosdeconsumo.

Portodolodescritohastaahora,naceelconcepto
de“Smartgrid”[1],conlanecesidadelsercapaz
nośolomedirlaenerǵıageneradayconsumida,
sinotambíentratardepredecirlasconsuficien-
teantelacíonconobjetodetomarlasdecisiones
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correctivasadecuadas,haciendoelsistemaglobal
ḿaseficiente.

Dehecho,hayzonasgeogŕaficasdondeedificios
condemandasenerǵeticasnodisponendecone-
xíonalaredeĺectrica,porloqueunaposi-
blealternativapuedeserelcombinarsistemas
deenerǵıasrenovablesconsistemasdealmacena-
mientoenerǵetico[10].

Portodoloanteriormentemencionado,lossiste-
masdealmacenamientoenerǵeticosoncadavez
ḿasunanecesidadparatrabajarconlaenerǵıa
eĺectrica.Enlaactualidadexistendiversastecno-
loǵıasparaello,inclusoalgunadeellassonrela-
tivamenteantiguaseineficientescomoelbombeo
deaguaapresas[43].Sinembargo,debidoalas
necesidadesactuales,enlosúltimosãnossehan
desarrolladoproyectosyinvestigacionesendicho
ámbito[9].Elveh́ıculoeĺectricohasidoelprinci-
palmotivodelgranyŕapidodesarrollodesistemas
dealmacenamientodeenerǵıaeĺectrica[41].

Lastecnoloǵıasdealmacenamientodeenerǵıaen
lasqueḿassehatrabajadoenlośultimosãnosson
lasbateŕıaseĺectricasylaspilasdecombustible
[17].Siendoelhidŕogeno[7],enelcasodeestas
últimas,elcombustibleprimarioḿasusado[39].

Adeḿasdedisponerdesistemasdealmacena-
mientoenerǵetico,esnecesariosercapacesdemo-
delardichossistemasconelobjetivodepredecir
lageneracíonenerǵeticadelossistemasdegene-
racíonparatomardecisionesqueoptimicenlaefi-
cienciadelsistemaenerǵeticoensutotalidad[30].

Encuantoalast́ecnicasdemodeladodeproce-
sos,sibienexistengranvariedaddelasmismas,
unadelasḿasusadaseslabasadaenmodelosde
AńalisisdeRegresíonḾultiple[30],habiendosido
usadopreviamenteconéxitoendiversasaplica-
ciones[18,29,5,12].Sinembargo,elḿetodopre-
sentaciertaslimitacionesenvarioscasos[30,6],
siendolossistemasnolinealesunodeellos.En
estoscasos,lossistemasinteligenteshandemos-
tradocapacidadessuperioresparatrabajardichos
sistemasnolineales[34,26,37,42],aśıcomodiver-
sast́ecnicasde“SoftComputing”[28,35,11,19].
Sinembargo,inclusoconsistemasinteligentesel
modeladodeciertosprocesosescomplejodebido,
entreotros,adiversosestadosdefuncionamien-
todelmismosistema.Enestoscasos,esposible
dividirelproblemaasolventarmediantet́ecnicas
de“clustering”como“k-means”paraunposterior
modeladoḿassencillo[23,15,4,32,16].

Enelpresentetrabajo,serealizaelmodeladode
unapiladecombustiblebaśandoseenlaprediccíon
dehidŕogeno,usandoparaellodiversasvariables
medidasenunsistemarealdealmacenamientode
enerǵıa.Debidoalasnolinealidadesquepresen-

taelsistema,sehaoptadoporusart́ecnicasde
agrupamientocombinadascont́ecnicasdemode-
ladode“SoftComputing”.Paraello,sehausado
unḿetodoparaanalizarlaestructurainternadel
conjuntodedatos,llamado“BetaHebbianLear-
ning”(BHL)[33],yobteneraśıelnumeroadecua-
dodegruposparaunaposteriorfasedemodelado.
Laprincipalventajadelḿetodopropuesto,esque
esposibleincorporarelconocimientoexpertohu-
manodurantelafasede“clustering”paraposte-
riormentegenerar,mediantet́ecnicasderegresíon,
modelosḿassencillosyprecisosparacada“clus-
ter”.

Estetrabajodeinvestigacíonest́aorganizadoco-
menzandoconestaintroduccíonyposteriorpre-
sentacíondelcasodeestudio.Acontinuacíonse
describeelsistemah́ıbridodemodeladopropues-
to,aśıcomolosmaterialesy ḿetodosdequese
dispone.Porúltimo,traspresentarendetallelos
experimentosllevadosacabo,ylosresultadosob-
tenidos,sediscutenlasconclusionesylostrabajos
futuros.

2. CASODEESTUDIO

Elcasodeestudioconsisteenunsistemaexperi-
mentallocalizadoenel“CentrodeInvestigacio-
nesEnerǵeticas, MedioambientalesyTecnoĺogi-
cas”(CIEMAT).Elsistemaconstadedosfuentes
deenerǵıasrenovables:éolicaysolar.Enlafigura
1sepresentaunesquemadelsistema.
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Figura1:Sistemadegestíonenerǵetico(EMS,
EnergyManagementSystem)

Tantolageneracíonéolicacomolasolarylapila
decombustible,sonpuntosdeentradaalsiste-
ma(generacíon),siendoelequipodegeneracíon
dehidŕogenolaúnicasalida(consumo),aparte
delapropiaredeĺectrica.Elsistemadealmace-
namiento,est́aformadoporunelectrolizador,un
tanquedehidŕogenoyunapiladecombustible.
Elproṕositofinalespoderalmacenarlaenerǵıa
nousadaenfasesdegrangeneracíon,parapo-
derserusadaenmomentosdegranconsumo,en
lasquelossistemasprimariosnoseancapacesde
abastecerdichademanda.
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2.1. SISTEMADE
ALMACENAMIENTODE
ENERǴIA

ElsistemapresentadoenlaFigura1,constade:

Electrolizador:Produceelhidŕogenoque
alimentaalapiladecombustible.Paraelloel
equipousaaguaquevaatrav́esdeldesioniza-
dordondeesmezcladaconhidŕoxidodepota-
sio(20-30%),creandoelelectrolito.Aconti-
nuacíon,aplicandounacorrienteeĺectricaen-
treloselectrodosnegativoypositivodelelec-
trolizador,seobtieneH2yO2porseparado.
ElO2esenviadodirectamentealaatḿosfe-
rayelH2esfiltradoparaeliminarposibles
restosdeO2mezclado.ElH2esalmacenado
enuntanquedehidŕogenoparasuusoposte-
rior,dichotanquecuentaconunav́alvulade
seguridadencasodesobrepresíon.

TanquedeH2:Elhidŕogenoobtenidoesal-
macenadoaunapresíonde10bar.Yaqueel
sistemaesexperimental,eltamãnodeltan-
quenoesrelevante,siendonecesariosuco-
rrectodimensionadoenelcasodeimplantarse
enunaaplicacíonreal.Enelsistemaexperi-
mentalusadoseprecisadeuncompresorpara
almacenarelhidŕogenoalapresíonde10bar
requerida.

Piladecombustible:Lapiladecombus-
tiblegeneraenerǵıaeĺectricaapartirdelH2
almacenado.Laenerǵıaobtenidasebasaenla
reaccíonqúımicaexpresadaporlaecuacíon1.
Dichareaccíonocurreencadacelda,demodo
quelasceldasqueseconectenenseriepermi-
tensumarlosvoltajesindividualesdecada
unadeellas.

Ánodo:H2O→2H
++2e−

Ćatodo:1/2O2+2H
++2e−→H2O

Resultado;H2+1/2O2→H2O+Energy
(1)

3. SISTEMA H́IBRIDODE
MODELADO

Elsistemapropuestoconsisteenlacombinacíon
det́ecnicasdeaprendizajenosupervisadopara
“clustering”,paragenerargruposenelconjunto
dedatosdisponible.Acontinuacíon,seobtienen
modelosparacada“cluster”cont́ecnicasderegre-
síon.Deestemodosegeneraunsistemah́ıbrido
ḿassencilloyprecisoqueelobtenidoporuńunico
modelodetodoelconjuntodedatos.

Elsistemah́ıbridoconstade3etapas:

Primeroserealizaunpreprocesadodelcon-
juntodedatos,eliminando“outliers”ymedi-
daserŕoneas,procediendoentoncesalanor-
malizacíondelconjuntodedatos.

Segundo,BHLesaplicadoparaidentificarla
estructurainternadelconjuntodedatosyde-
finirposibles“clusters”enelmismodeforma
visual,incluyendoelconocimientohumano.

Finalmente,diversast́ecnicasderegresíonson
aplicadassobrecadaunodelosgruposgene-
radosenelpasoanterior,obteníendoseaśıel
mejormodeloparacada“cluster”.

4. MATERIALESY ḾETODOS

Acontinuacíonsedescribenlosdiversosalgorit-
mosempleadosencadaunadelas3etapasenque
sedivideelsistemah́ıbridodesarrollado.

4.1. PREPROCESADO

Comopasoprevioalusodelosdatos,sehaapli-
cadounaetapadepreprocesadoconsistenteenla
eliminacíonde“outliers”ymedidaserŕoneas,para
finalmenterealizarunanormalizacíondelosda-
tosrestantes.Paraellosehaaplicadoelcriterio
denormalizacíonde“MaxminScaler”[36],quese
presentaenlaEcuacíon(2):

Xi−min(x)

max(x)−min(x)
(2)

Elobjetivodeesteprocesodenormalizacíones
evitarunaconvergenciatempranaenlasprimeras
iteracionesdelafasedeentrenamientodelosal-
goritmosderegresíonempleadosparaelmodelado
[13].

4.2. CLUSTERING:BETAHEBBIAN
LEARNING

ElalgoritmoBHL[33]esunaredneuronalde
aprendizajenosupervisadopertenecientealafa-
miliadeEPP,elcualemplealadistribucíonBe-
taenlaactualizacíondelospesosdelareglade
aprendizajeduranteelentrenamiento.Conello
consigueajustardeformaóptimalaFuncíonde
DensidaddeProbabilidaddelosresiduosconla
distribucíonparticulardelconjuntodedatosem-
pleado.

Enlasecuaciones(3),(4)y(5),sedescribeelpro-
cesodeaprendizajedurantelafaseentrenamiento
delaredneuronal.

Feedforward:yi=
N

j=1

Wijxj,∀i

XL Jornadas de Automática
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Feedback:ej=xj−
M

i=1

Wijyi (4)

Actualizacíondepesos:

∆Wij=η(e
α−2
j (1−ej)

β−2

(1−α+ej(α+β−2)))yi

(5)

4.3. ALGORITMOSDEREGRESÍON

TrasaplicarBHLparaanalizarlaestructurain-
ternadelconjuntodedatosyobtenerlosdiversos
“clusters”,seprocedeaaplicardiversast́ecnicas
deregresíonparagenerarmodelosencadagrupo
generadoenlaetapaanterior.

4.3.1. MaquinasdeVectorSoporte

MaquinasdeVectorSoporte(SVMs,SupportVec-
torMachines)[8]sonunat́ecnicadeaprendizaje
autoḿaticomuypopularenproblemasdeclasifi-
cacíon,regresíonyańalisisdedatos.LasSVMs
funcionanconstruyendohiperplanosenaltadi-
mensionalidadconobjetodeobtenerseparaciones
linealesdelosdatosdondelaseparacíondelas
clasesesḿaxima.EstedesarrollodelasSVMses
conocidocomoClasificadordeVectorSoporte,el
cualpuedeserextendidoparasolventarproblemas
deregresíon.

LosprincipalespaŕametrosdelasSVRs(aplica-
cíonpararegresíondelasSVMs)son:

FuncíondeKernel:Eslafuncíondesimilitud
elegidaporlasSVRs.

C:Controlaelmargendeerrordeclasifica-
cíon,cuantomayorseaC,menormargeny
cuandomenor,mayormargen.

Gamma:Defineelgradoyformadeinfluencia
decadamuestraduranteelaprendizaje.

Grado:eselgradodelpolinomiodelkernel.

4.3.2. ExtraTreesRegressor

Estat́ecnicaesun“ensemble”deárbolesdede-
cisíonbasadoenunmetaestimador,paraelloge-
neradiversosarbolesdedecisíontrabajandocada
unodeellosconunsubconjuntodeltotaldedatos
disponiblesparaluego,graciasaunenfoquedeva-
lorespromedio,incrementarlaprecisíonyevitar
elsobreajusteencomparacíonconuńunicóarbol
dedecisíonparatodoelconjuntodedatos[14,38].

Losprincipalespaŕametrosdedichat́ecnicason:

Ńumerodeestimadores:elńumerodearboles
dedecisíon.

“Bootstrap”:t́ecnicadedivisíondelconjunto
dedatosensubconjuntos.

“Maxdepth”:ḿaximaprofundidaddeĺarbol.

“Minsamplesleaf”:ńumeroḿınimodemues-
trasnecesariosparaalcanzarunnodohoja.

“Minsamplessplit”: ńumero ḿınimo de
muestrasnecesariosparadividirunnodo.

4.3.3. RedNeuronalPerceptŕon
Multicapa(MLP)

Éstaesunaredneuronaldeaprendizajesuper-
visadocapazdeaprendergraciasalafuncíon:
Fun(·):Rn→ R0.Enestetrabajo,sehaimple-
mentadounaMLPpararegresíonmediante“Pyt-
honScikit-Learn”[3].Paraelentrenamientoseuśo
elḿetodode“back-propagation”,usandolafun-
cíondeactivacíonlinealenlacapadesalida.Los
paŕametrosusadosporlaMLPimplementadafue-
ron:

Coeficientedeaprendizajeinicial:Valorini-
cialdelpasodeaprendizaje,permitetambíen
controlarcomovaŕıadichovaloramedidaque
lospesossevanactualizando.

Ńumerodecapasocultas:determinacuantas
capasocultasseusaŕanenlared.

Tamãnodelascapasocultas:ńumerodeneu-
ronasenlascapasocultas.

Funcíondeactivacíon:determinalafuncíon
deactivacíon(sigmoidal,lineal,etc.),usada
enlasneuronasdecadacapa.

“Solver”:definećomosegestionalaoptimiza-
cíondelospesos,conlassiguientestresopcio-
nes.“LBFGS”,orientadoausarelalgoritmo
delafamiliadel ḿetodocuasi-Newton[27],
“SGD”parausarelalgoritmodedescensode
gradienteestoćastico[2],y“ADAM”,orien-
tadoalalgoritmooptimizadorbasadoengra-
dienteestoćastico[21].

5. CONJUNTODEDATOS

Elconjuntodedatosusadoenesteart́ıculofue
obtenidodelsistemapresentadoenelcasodees-
tudio.Dichoconjuntodedatosconsisteenuntotal
de281muestrascon6variablesdeentraday1de
salida,conunperiododemuestreode1min:

XL Jornadas de Automática
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•Temperaturadelproceso.

•Voltaje.

•Corriente.

•Potencia.

•PresíondeÁnodo.

•PresíondeĆatodo.

Variabledesalida:

•H2
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Enlapiladecombustiblesecontroĺolacorriente
desalida;deestemodo,lacorrientedesalidafue
aumentandoenunciclodecargade0Aa65A
conincrementosde5Aencadapaso,yposterior-
mentedisminuyendodenuevohasta0Aconel
mismodecremento.Laduracíondecadapasofue
deaproximadamentede10min.Enlafigura2se
muestraelprocesodedescritopreviamente.

Figura2:Salidadecorrientedelaceldadecom-
bustible

6. EXPERIMENTOSY
RESULTADOS

Enestaseccíonsedescribenlosexperimentoslle-
vadosacaboaśıcomolosresultadosobtenidosen
cadaunoporlosdiferentesalgoritmosimplemen-
tados.

6.1. EXPERIMENTOS
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Elprimeroestaenfocadoaanalizarlaestructura
internadelconjuntodedatosydeterminarlaexis-
tenciadeposibles“clusters”.Paraello,despúes
delpreprocesadodelosdatos,sehaprocedidoa
aplicarelalgoritmoBHL,dondelosvaloresdelos
paŕametrosdeconfiguracíondelmismohansido
escogidosdeformaexperimentalatrav́esdeun
procesoiterativodepruebayerror,yaquedicho
ajusteesmuydependientedelapropiaestructura
delconjuntodedatos.

Enunsegundoexperimento,seaplicaronlast́ecni-
casderegresíonpresentadasenlaseccíon4.3a
cadaunodelos“clusters”identificadosporBHL
enelexperimentoanterior.Paraelloelconjunto

Figura3:ProyeccíonobtenidaporBHL

dedatosfuedivididoen2partes,usandoun80%
delosdatosparaentrenamientoyel20%restante
paravalidacíondelmejormodeloent́erminosde
errores,deentrelosgeneradosparacadagrupo.

Durantelafasedeentrenamientoytestdelosal-
goritmosempleados,seaplićolat́ecnicadevali-
dacíoncruzada,usandountotalde10“folds”,
mostrandofinalmentelosresultadosobtenidoen
t́erminosdeMeanAbsoluteError (MAE).

6.2. RESULTADOS

6.2.1. T́ecnicasde“clustering”

Enlafigura3,sepresentalamejorproyeccíonob-
tenidaporelalgoritmoBHL,usandolospaŕame-
trosindicadosenlatabla1.

Enestafigurasepuedenapreciarclaramente4
“clusters”enformacompactayalejadosunosde
otros.Estosgrupossecorrespondenconlosdi-
ferentesestadosdefuncionamientodelprocesoy
portanto,presentancomportamientosmuydiver-
sos,porloquesonnecesariosdistintosmodelos
paracadaunodelosestados.

BHL iters=1000;lrate=0,05;α=3,2;β=4,3

Cuadro1:PaŕametrosusadosporBHL

6.2.2. Resultadosdelosalgoritmosde
regresíon

XL Jornadas de Automática

Enlastablas2,3y4,semuestraslasdiversascom-
binacionesdepaŕametrosusadasparacadaunode
losalgoritmosderegresíonparalaobtencíondel
mejormodeloencadacaso.

Enlatabla5,semuestranlosalgoritmosdere-
gresíonelegidosparacadaunodelos“clusters”,
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Ńumerodeestimadores: [50;100;200;400;
600;700;800;900]

Bootstrap: [False;True]
Ḿaximaprofundidad: [5;10;20;40;50;

60;70]
Ḿınimońumerodemues-
trasnodohoja:

[2;3;5;7]

Ḿınimońumerodemues-
trasparadivisíon:

[2-6]

Cuadro2:Combinacionesdepaŕametrosparael
algoritmo“ExtraTreesRegressor”

Kernel Lineal Polinomial RBF
Tol 0,1; 0,01;

0,001;
0,0001

0,1; 0,01;
0,001;
0,0001

0,1; 0,01;
0,001;
0,0001

Gamma - 1; 0,1;
0,01;
0,001;
0,0001

1; 0,1;
0,01;
0,001;
0,0001

Degree - 2;3;4;5;6;
7

- .

C 1; 10;
100;1000;
10000;
100000

1; 10;
100;1000;
10000;
100000

1; 10;
100;1000;
10000;
100000

Cuadro3:Combinacionesdepaŕametrosparael
algoritmoSVR

EarlyStopping: [False;True]
Tamãnodelascapasocul-
tas:

[5-20]

Nesterovmomentum: [False;True]
Solver: [lbfgs,sgd,adam]
Coef.deaprendizajeini-
cial:

[0,9;0,5;0,01;0,15]

Func.deactivacíon: [relu,tanh]
Warmstart: [True,False]
Batchsize [5;10;15;20]

Cuadro4:Combinacionesdepaŕametrosparael
algoritmoMLPpararegresíon

aśıcomolamejorcombinacíondelospaŕametros
presentadosenlastablasanteriores,quehandado
lugaralmejormodelo.

CLUSTER1: ETR; MAE:1,0451; Ńumero
deestimadores:600: Boots-
trap:False;Profundidadḿaxi-
ma:20; Ḿınimo ńumerode
muestrasnodohoja:2;Ḿınimo
ńumerodemuestrasparadivi-
síon:2

CLUSTER2: ETR; MAE:1,2814; Ńume-
rodeestimadores:50;Boots-
trap:False;Profundidadḿaxi-
ma:20; Ḿınimo ńumerode
muestrasnodohoja:2;Ḿınimo
ńumerodemuestrasparadivi-
síon:5

CLUSTER3: SVR; MAE:1,2184; Kernel:
RBF;Tol:0,1;Gamma:0,01;
C:1000

CLUSTER4: MLP; MAE: 0,0103; Early
Stopping: True; Tamãno de
lascapasocultas:19; Neste-
rovsmomentum:True;Solver;
LBFGS;Coef.deaprendizaje
inicial:0,9; Func.deactiva-
cíon:tanh; Warmstart:False;
Batchsize:5

Cuadro5:Algoritmoselegidosysuspaŕametros
asociadosparalosmejoresmodelosencada“clus-
ter”

Enlastablas6,7y8semuestranlosresultados
obtenidosparalosmejoresmodelosgeneradosen
cada“cluster”.

Cluster 1 2 3 4

LMLS 0,4771 0,6266 0,6857 0,0003
MSE 1,5253 2,9704 2,2844 0,0006
MAPE 0,0600 0,1231 0,2293 Inf
MAE 1,0451 1,2814 1,4021 0,0164
SMAPE 0,0589 0,1219 0,2037 1,0574
MASE 1,0451 1,2814 1,4021 0,0164
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Cuadro6: Medidasdeerrorde“ExtraTreeRe-
gression”

Enlasfiguras4,5y6,semuestrancomparativas
entrelassalidasreales(enazul)ylaspredichas
porlosmodelos(enrojo).Eleje“Y”representa
elvalordeHidŕogeno,mientrasqueeleje“X”re-
presentacadaunadelasmuestrasdelconjuntode
datosdevalidacíon(20%)decada“cluster”.

Finalmenteenlatabla9,semuestranlosresul-
tadosent́erminosdeMAEparaunúnicomodelo
global(sinfasedȩclustering”),paracadaunode
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Figura4:Salidarealvs.prediccíonde“ExtraTree
Regressor”
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Figura5:SalidaRealvs.prediccíondeSVR
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Figura6:Salidarealvs.prediccíondeMLP

Cluster 1 2 3 4

LMLS 1,1093 0,8485 0,6212 0,0018
MSE 9,2785 6,9840 2,0567 0,0036
MAPE 0,0640 0,0273 0,0281 Inf
MAE 2,2364 1,7867 1,2184 0,0522
SMAPE 0,1221 0,1833 0,1784 1,5023
MASE 2,2364 1,7867 1,2184 0,0522

Cuadro7:MedidasdeerrordeSVR

Cluster 1 2 3 4

LMLS 1,6354 1,6509 0,9118 0,0001
MSE 33,6201 9,7880 3,2027 0,0002
MAPE 0,1768 0,3291 0,2851 Inf
MAE 3,8177 2,9828 1,7331 0,0103
SMAPE 0,1672 0,2839 0,2492 1,0237
MASE 3,8177 2,9828 1,7331 0,0103

Cuadro8:MedidasdeerrordeMLPpararegresíon

losalgoritmosusados(ETR, MLPySVR)ypa-
ralamejorcombinacíondelosmodelosgenerados
confasede“clustering”.Enelcasodelacombi-
nacíonde modelos,la medicíondel MAEseha
obtenidodedosformasdistintas:

MediaSimple(MS):Cada“cluster”tieneel
mismopesoenelcalculofinaldelerror,por
loqueelMAEfinalhasidocalculadocomola
sumadelosMAEdecada“cluster”(C1,C2,
C3,C4),entreelńumerototaldegrupos.

Mediaponderada(MP):Cada“cluster”tie-
neunpesoenćalculofinaldelerror.Dicho
pesoesproporcionalaltamãnodelgrupo,C1
(53,7%),C2(30%),C3(10,5%)yC4(5,8%),
porloqueelvalorfinaldelMAEescalculado
comolasumaponderadadelosMAEdecada
“cluster”.

Model MAE

MODELOSGLOBALETR 2,195
MODELOGLOBALSVR 2,203
MODELOGLOBALMLP 2,467
MODELOLOCAL(MS) 0,888
MODELOLOCAL(MP) 1,074
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Cuadro9:Comparacíondelosmodelosglobalesy
localesent́erminosdeMAE

EnbasealMAEobtenido(siendoestalamedida
deerror ḿasrepresentativadeentrelasemplea-
das)enlastablas6,7,8y9,sepuedeconcluirque
lacombinacíondediferentesmodelosmejorade
formasignificativalosresultadosobtenidosusan-
dounśolomodelo,enconcretolamejorcombina-
cíondemodeloscorrespondeconelusodeETR
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paralos“clusters”1(MAE:1,0451)y2(MAE:
1,2814),SVRparael“cluster”3(MAE:1,2184)
y MLPparel“cluster”4(MAE:0,0103).Enel
casodel“cluster”4,elpequẽnotamãnodelmis-
moesunodelosmotivosdelbajovalordeMAE
obtenido.

Finalmente,elusodeunśolomodeloparaelcon-
juntocompletodedatosobtieneresultadosmu-
chopeoresindependientementedelat́ecnicausada
(ETR,SVRyMLP),porloquelacombinacíonde
modelosdecada“cluster”sepresentacomouna
alternativaqueofrecemejoresresultados.

7. CONCLUSIONESY
TRABAJOSFUTUROS

Enesteart́ıculo,sehadesarrolladounsistema
h́ıbridode modeladoconsistenteenlacombina-
cíondet́ecnicasde“clustering”ymodeladobasa-
doenregresíonenunconjuntodedatosrealpara
laprediccíondelageneracíondeH2delhidroli-
zadordeunapiladecombustible.Obteníendose
comoresultadoquedichomodeloh́ıbridomejora
losmodelostradicionalesderegresíon.

Envistadelosresultadosobtenidos,esposibleex-
traerlassiguientesconclusiones:primero,elmode-
loh́ıbridopropuestohasuperadoelproblemapro-
puestoenlainvestigacíon.Segundo,sehademos-
trandoquelacombinacíondet́ecnicasde“cluste-
ring”juntocont́ecnicasderegresíonmejoranlos
modelosdeprediccíontradicionalesconsistentes
únicamenteenunafasedemodeladoporregre-
síon.Tambíencabedestacarqueenelconjunto
dedatosusadosehanobtenidoerroressignifica-
tivamentemenoresenun“cluster”respectoalos
deḿas,principalmentemotivadoporelreducido
tamãnodelmismo,loquefacilitaelgenerarun
modelomuchoḿassencilloypreciso.

Finalmente,seproponecomotrabajosfuturosla
aplicacíondeotrast́ecnicasdemodeladocombi-
nadascont́ecnicasde“clustering”,conobjetode
generalizarlaaplicabilidaddelmodeloh́ıbridopa-
raobtenermodelosḿassencillosyprecisos.

Englishsummary

HYBRID MODELIMPLEMENTA-
TIONFORTHEPERFORMANCE
PREDICTION OF AFUEL CELL
BASEDONHYDROGEN,EMPLO-
YEDINENERGYSTORAGE

Abstract

Currently,largelyduetotheriseofthe

electricvehicle,energystoragesystemsare
becomingagreaterneed,beingbothelectric
batteriesandfuelcells,thetwomostdeve-
lopedtechnologiesinrecentyears.Howe-
ver,itisnotenoughjusttodevelopenergy
storagesystem,butitisessentialtoma-
ximizetheefficiencyofthem,inorderto
takethemaximumadvantageofthestored
energy.Toreachthisgoal,oneofthemost
relevantaspectsistopredictwithenough
accuracyandinadvanceboththegenera-
tionandconsumptionofenergythatwill
be madeonthestoragedevice.Forthis
reason,thepresentresearchfocusesonthe
developmentofahybridsystemformode-
lingafuelcellusingunsupervisedlearning
techniquesforclusteringcombinedwithre-
gressiontechniquesformodeling.Finally,
themodelsgeneratedonarealdataset,co-
mingfromanexperimentalrealgenera-
tionandstoragesystemofenergybymeans
ofahydrogencell,arevalidatedobtaining
highlysatisfactoryresults.

Keywords: Fuelcell, Energystorage,
SVM,ANN,BHL.
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