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Resumen

En la actualidad, en gran medida debido al auge
del vehiculo eléctrico, los sistemas de almacena-
miento energético son cada vez una necesidad ma-
yor siendo tanto las baterias eléctricas como las
pilas de combustible, las dos tecnologias en ma-
yor desarrollo en los iultimos anos. Sin embargo,
no es suficiente sélo desarrollar sistemas de alma-
cenamiento de energia, sino que es indispensable
mazimizar la eficiencia de los mismos, para ga-
rantizar el mdzrimo aprovechamiento de la energia
almacenada. Para alcanzar dicho objetivo, uno de
los aspectos mds relevantes es el poder predecir con
suficiente exactitud y antelacion tanto la genera-
cion como el consumo energético que se hard so-
bre el dispositivo de almacenamiento. Es por ello,
que la presente investigacion se centra en el desa-
rrollo de un sistema hibrido de modelado de una
celda de combustible mediante técnicas de aprendi-
zaje no supervisado para agrupamientos, combina-
das con técnicas de regresion para modelado. Fi-
nalmente, los modelos generados con conjunto de
datos real proveniente de un sistema de generacidn
y almacenamiento de energia mediante una celda
de hidrogeno, son validados obteniendo resultados
altamente satisfactorios.

Palabras clave: Pila de hidrégeno, almacena-
miento de energia, SVM, ANN, BHL.

1. INTRODUCCION

El cuidado del medio ambiente no es solo una mo-
da en la actualidad, sino que es un tema de gran
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interés tanto para la sociedad como para los go-
biernos actuales. A pesar de que conseguir un im-
pacto cero en el medio ambiente se antoja muy
dificil o incluso imposible, aspectos como la soste-
nibilidad y la reduccién de la contaminacion me-
dioambiental son muy importantes [22]. En este
aspecto, las energias renovables juegan un papel
principal para contribuir a reducir el impacto me-
dioambiental y las emisiones contaminantes [20],
sin embargo éstas tampoco tienen un impacto nulo

[31].

Ya que no es posible conseguir un impacto me-
dioambiental cero, es una obligacion legal el opti-
mizar y maximizar la eficiencia de las nuevas ins-
talaciones que se creen [40].

El sector eléctrico es un sistema complejo debido
a diversos factores [25], siendo uno de los mas re-
levantes la necesidad de ajustar la produccion de
energia eléctrica a la demanda de la misma, por lo
que este sistema puede facilmente desestabilizarse

[24].

Con la aparicion de las energias renovables instala-
das en edificios conectados a la red, se contribuyo
a complicar ain mas un sistema de por si muy
complejo. Es por ello que aparece la necesidad de
disponer de herramientas que permitan una co-
rrecta gestion energética tanto en los puntos de
generacion como en los de consumo.

Por todo lo descrito hasta ahora, nace el concepto
de “Smartgrid” [1], con la necesidad el ser capaz
no solo medir la energia generada y consumida,
sino también tratar de predecirlas con suficien-
te antelacion con objeto de tomar las decisiones
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correctivas adecuadas, haciendo el sistema global
mas eficiente.

De hecho, hay zonas geograficas donde edificios
con demandas energéticas no disponen de cone-
xion a la red eléctrica, por lo que una posi-
ble alternativa puede ser el combinar sistemas
de energias renovables con sistemas de almacena-
miento energético [10].

Por todo lo anteriormente mencionado, los siste-
mas de almacenamiento energético son cada vez
mas una necesidad para trabajar con la energia
eléctrica. En la actualidad existen diversas tecno-
logias para ello, incluso alguna de ellas son rela-
tivamente antiguas e ineficientes como el bombeo
de agua a presas [43]. Sin embargo, debido a las
necesidades actuales, en los 1ltimos afios se han
desarrollado proyectos y investigaciones en dicho
ambito [9]. El vehiculo eléctrico ha sido el princi-
pal motivo del gran y rapido desarrollo de sistemas
de almacenamiento de energia eléctrica [41].

Las tecnologias de almacenamiento de energia en
las que mas se ha trabajado en los 1iltimos anos son
las baterias eléctricas y las pilas de combustible
[17]. Siendo el hidrégeno [7], en el caso de estas
tltimas, el combustible primario mas usado [39].

Ademas de disponer de sistemas de almacena-
miento energético, es necesario ser capaces de mo-
delar dichos sistemas con el objetivo de predecir
la generacion energética de los sistemas de gene-
racion para tomar decisiones que optimicen la efi-
ciencia del sistema energético en su totalidad [30].

En cuanto a las técnicas de modelado de proce-
sos, si bien existen gran variedad de las mismas,
una de las mas usadas es la basada en modelos de
Analisis de Regresion Multiple [30], habiendo sido
usado previamente con éxito en diversas aplica-
ciones [18, 29, 5, 12]. Sin embargo, el método pre-
senta ciertas limitaciones en varios casos [30, 6],
siendo los sistemas no lineales uno de ellos. En
estos casos, los sistemas inteligentes han demos-
trado capacidades superiores para trabajar dichos
sistemas no lineales [34, 26, 37, 42|, asi como diver-
sas técnicas de “Soft Computing” [28, 35, 11, 19].
Sin embargo, incluso con sistemas inteligentes el
modelado de ciertos procesos es complejo debido,
entre otros, a diversos estados de funcionamien-
to del mismo sistema. En estos casos, es posible
dividir el problema a solventar mediante técnicas
de “clustering” como “k-means” para un posterior
modelado mas sencillo [23, 15, 4, 32, 16].

En el presente trabajo, se realiza el modelado de
una pila de combustible basandose en la prediccion
de hidrogeno, usando para ello diversas variables
medidas en un sistema real de almacenamiento de
energia. Debido a las no linealidades que presen-
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ta el sistema, se ha optado por usar técnicas de
agrupamiento combinadas con técnicas de mode-
lado de “Soft Computing”. Para ello, se ha usado
un método para analizar la estructura interna del
conjunto de datos, llamado “Beta Hebbian Lear-
ning” (BHL) [33], y obtener asi el numero adecua-
do de grupos para una posterior fase de modelado.
La principal ventaja del método propuesto, es que
es posible incorporar el conocimiento experto hu-
mano durante la fase de “clustering” para poste-
riormente generar, mediante técnicas de regresion,
modelos mas sencillos y precisos para cada “clus-

ter”.

Este trabajo de investigacion esta organizado co-
menzando con esta introduccion y posterior pre-
sentacion del caso de estudio. A continuacion se
describe el sistema hibrido de modelado propues-
to, asi como los materiales y métodos de que se
dispone. Por ltimo, tras presentar en detalle los
experimentos llevados a cabo, y los resultados ob-
tenidos, se discuten las conclusiones y los trabajos
futuros.

2. CASO DE ESTUDIO

El caso de estudio consiste en un sistema experi-
mental localizado en el “Centro de Investigacio-
nes Energéticas, Medioambientales y Tecnologi-
cas” (CIEMAT). El sistema consta de dos fuentes
de energias renovables: edlica y solar. En la figura
1 se presenta un esquema del sistema.

Phatovaltaic
panel

Power
network

Electric power bus

Energy
Management
Systemn (CRAG)

Figura 1: Sistema de gestién energético (EMS,
Energy Management System)

Tanto la generacion edlica como la solar y la pila
de combustible, son puntos de entrada al siste-
ma (generacion), siendo el equipo de generacion
de hidrogeno la unica salida (consumo), a parte
de la propia red eléctrica. El sistema de almace-
namiento, esta formado por un electrolizador, un
tanque de hidrégeno y una pila de combustible.
El propdsito final es poder almacenar la energia
no usada en fases de gran generacion, para po-
der ser usada en momentos de gran consumo, en
las que los sistemas primarios no sean capaces de
abastecer dicha demanda.
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2.1. SISTEMA DE
ALMACENAMIENTO DE
ENERGIA

El sistema presentado en la Figura 1, consta de:

» Electrolizador: Produce el hidrégeno que
alimenta a la pila de combustible. Para ello el
equipo usa agua que va a través del desioniza-
dor donde es mezclada con hidréxido de pota-
sio (20-30 %), creando el electrolito. A conti-
nuacion, aplicando una corriente eléctrica en-
tre los electrodos negativo y positivo del elec-
trolizador, se obtiene Hy y Oy por separado.
El O, es enviado directamente a la atmosfe-
ra v el Hy es filtrado para eliminar posibles
restos de Oy mezclado. El Hy es almacenado
en un tanque de hidrogeno para su uso poste-
rior, dicho tanque cuenta con una valvula de
seguridad en caso de sobrepresion.

s Tanque de Hs: El hidrogeno obtenido es al-
macenado a una presion de 10 bar. Ya que el
sistema es experimental, el tamafno del tan-
que no es relevante, siendo necesario su co-
rrecto dimensionado en el caso de implantarse
en una aplicacion real. En el sistema experi-
mental usado se precisa de un compresor para
almacenar el hidrogeno a la presion de 10 bar
requerida.

s Pila de combustible: La pila de combus-
tible genera energia eléctrica a partir del Hy
almacenado. La energia obtenida se basa en la
reaccion quimica expresada por la ecuacion 1.
Dicha reaccion ocurre en cada celda, de modo
que las celdas que se conecten en serie permi-
ten sumar los voltajes individuales de cada
una de ellas.

Anodo : HyO — 2H+ + 2e—
Catodo : 1/205 +2HT + 2e~ — H,0 (1)
Resultado; Hs + 1/209 — Hs0 + Energy

3. SISTEMA HIBRIDO DE
MODELADO

El sistema propuesto consiste en la combinacion
de técnicas de aprendizaje no supervisado para
“clustering”, para generar grupos en el conjunto
de datos disponible. A continuacion, se obtienen
modelos para cada “cluster” con técnicas de regre-
sion. De este modo se genera un sistema hibrido
mas sencillo y preciso que el obtenido por un tinico
modelo de todo el conjunto de datos.

El sistema hibrido consta de 3 etapas:
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» Primero se realiza un preprocesado del con-
junto de datos, eliminando “outliers” y medi-
das errdneas, procediendo entonces a la nor-
malizacion del conjunto de datos.

= Segundo, BHL es aplicado para identificar la
estructura interna del conjunto de datos y de-
finir posibles “clusters” en el mismo de forma
visual, incluyendo el conocimiento humano.

» Finalmente, diversas técnicas de regresion son
aplicadas sobre cada uno de los grupos gene-
rados en el paso anterior, obteniéndose asi el
mejor modelo para cada “cluster”.

4. MATERIALES Y METODOS

A continuacién se describen los diversos algorit-
mos empleados en cada una de las 3 etapas en que
se divide el sistema hibrido desarrollado.

4.1. PREPROCESADO

Como paso previo al uso de los datos, se ha apli-
cado una etapa de preprocesado consistente en la
eliminacién de “outliers” y medidas errdneas, para
finalmente realizar una normalizacion de los da-
tos restantes. Para ello se ha aplicado el criterio
de normalizacién de “Maxmin Scaler” [36], que se
presenta en la Ecuacién (2):

Xi —min(x)

maz(z) — min(z)

(2)

El objetivo de este proceso de normalizacion es
evitar una convergencia temprana en las primeras
iteraciones de la fase de entrenamiento de los al-
goritmos de regresion empleados para el modelado

[13].

4.2. CLUSTERING: BETA HEBBIAN
LEARNING

El algoritmo BHL [33] es una red neuronal de
aprendizaje no supervisado perteneciente a la fa-
milia de EPP, el cual emplea la distribucion Be-
ta en la actualizacion de los pesos de la regla de
aprendizaje durante el entrenamiento. Con ello
consigue ajustar de forma dptima la Funcion de
Densidad de Probabilidad de los residuos con la
distribucién particular del conjunto de datos em-

pleado.

En las ecuaciones (3), (4) v (5), se describe el pro-
ceso de aprendizaje durante la fase entrenamiento
de la red neuronal.

N
Feedforward : y; = Z Wijz;, Vi (3)
j=1
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M
Feedback : ej = =; — Z Wizyi (4)

i=1

Actualizacion de pesos :
AW, = n(es=2(1 - ¢;)~2 (5)
(I-a+ejla+Bf—2)))y

4.3. ALGORITMOS DE REGRESION

Tras aplicar BHL para analizar la estructura in-
terna del conjunto de datos y obtener los diversos
“clusters”, se procede a aplicar diversas técnicas
de regresion para generar modelos en cada grupo
generado en la etapa anterior.

4.3.1. Maquinas de Vector Soporte

Maquinas de Vector Soporte (SVMs, Support Vec-
tor Machines) [8] son una técnica de aprendizaje
automatico muy popular en problemas de clasifi-
cacion, regresion y analisis de datos. Las SVMs
funcionan construyendo hiperplanos en alta di-
mensionalidad con objeto de obtener separaciones
lineales de los datos donde la separacion de las
clases es maxima. Este desarrollo de las SVMs es
conocido como Clasificador de Vector Soporte, el
cual puede ser extendido para solventar problemas
de regresion.

Los principales parametros de las SVRs (aplica-
cion para regresion de las SVMs) son:

» Funcién de Kernel: Es la funcién de similitud

elegida por las SVRs.

» C: Controla el margen de error de clasifica-
cién, cuanto mayor sea C, menor margen y
cuando menor, mayor margen.

s Gamma: Define el grado y forma de influencia
de cada muestra durante el aprendizaje.

» Grado: es el grado del polinomio del kernel.

4.3.2. Extra Trees Regressor

Esta técnica es un “ensemble” de arboles de de-
cision basado en un meta estimador, para ello ge-
nera diversos arboles de decision trabajando cada
uno de ellos con un subconjunto del total de datos
disponibles para luego, gracias a un enfoque de va-
lores promedio, incrementar la precision y evitar
el sobre ajuste en comparacion con un unico arbol
de decision para todo el conjunto de datos [14, 38].

Los principales parametros de dicha técnica son:
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» Numero de estimadores: el niimero de arboles
de decision.

» “Bootstrap”: técnica de division del conjunto
de datos en subconjuntos.

n “Max depth”: maxima profundidad del arbol.

» “Min samples leaf” : niimero minimo de mues-
tras necesarios para alcanzar un nodo hoja.

# “Min samples split”: nimero minimo de
muestras necesarios para dividir un nodo.

4.3.3. Red Neuronal Perceptrén

Multicapa (MLP)

Esta es una red neuronal de aprendizaje super-
visado capaz de aprender gracias a la funcion:
Fun(:) : R — RO. En este trabajo, se ha imple-
mentado una MLP para regresion mediante “Pyt-
hon Scikit-Learn” [3]. Para el entrenamiento se us6
el método de “back-propagation”, usando la fun-
cion de activacion lineal en la capa de salida. Los
parametros usados por la MLP implementada fue-
rom:

n Coeficiente de aprendizaje inicial: Valor ini-
cial del paso de aprendizaje, permite también
controlar como varia dicho valor a medida que
los pesos se van actualizando.

s Numero de capas ocultas: determina cuantas
capas ocultas se usaran en la red.

» Tamarfio de las capas ocultas: niimero de neu-
ronas en las capas ocultas.

» Funcién de activacion: determina la funcién
de activacién (sigmoidal, lineal, etc.), usada
en las neuronas de cada capa.

» “Solver”: define como se gestiona la optimiza-
cion de los pesos, con las siguientes tres opcio-
nes. “LBFGS”, orientado a usar el algoritmo
de la familia del método cuasi-Newton [27],
“SGD” para usar el algoritmo de descenso de
gradiente estocastico [2], y “ADAM” orien-
tado al algoritmo optimizador basado en gra-
diente estocastico [21].

5. CONJUNTO DE DATOS

El conjunto de datos usado en este articulo fue
obtenido del sistema presentado en el caso de es-
tudio. Dicho conjunto de datos consiste en un total
de 281 muestras con 6 variables de entrada y 1 de
salida, con un periodo de muestreo de 1 min:

» Variables de entrada:
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Temperatura del proceso.
Voltaje.

Corriente.

Potencia.

Presién de Anodo.
Presion de Catodo.

» Variable de salida:

e H, generado.

En la pila de combustible se controlé la corriente
de salida; de este modo, la corriente de salida fue
aumentando en un ciclo de carga de 0 A a 65 A
con incrementos de 5 A en cada paso, y posterior-
mente disminuyendo de nuevo hasta 0 A con el
mismo decremento. La duracion de cada paso fue
de aproximadamente de 10 min. En la figura 2 se
muestra el proceso de descrito previamente.

Figura 2: Salida de corriente de la celda de com-
bustible

6. EXPERIMENTOS Y
RESULTADOS

En esta seccion se describen los experimentos lle-
vados a cabo asi como los resultados obtenidos en
cada uno por los diferentes algoritmos implemen-

tados.

6.1. EXPERIMENTOS

El primero esta enfocado a analizar la estructura
interna del conjunto de datos y determinar la exis-
tencia de posibles “clusters”. Para ello, después
del preprocesado de los datos, se ha procedido a
aplicar el algoritmo BHL, donde los valores de los
parametros de configuracion del mismo han sido
escogidos de forma experimental a través de un
proceso iterativo de prueba y error, ya que dicho
ajuste es muy dependiente de la propia estructura
del conjunto de datos.

En un segundo experimento, se aplicaron las técni-
cas de regresion presentadas en la seccion 4.3 a
cada uno de los “clusters” identificados por BHL
en el experimento anterior. Para ello el conjunto
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Figura 3: Proyeccién obtenida por BHL

de datos fue dividido en 2 partes, usando un 80 %
de los datos para entrenamiento y el 20 % restante
para validacion del mejor modelo en términos de
errores, de entre los generados para cada grupo.

Durante la fase de entrenamiento y test de los al-
goritmos empleados, se aplicé la técnica de vali-
dacion cruzada, usando un total de 10 “folds”,
mostrando finalmente los resultados obtenido en

términos de Mean Absolute Error (M AE).

6.2. RESULTADOS

6.2.1. Técnicas de “clustering”

En la figura 3, se presenta la mejor proyeccion ob-
tenida por el algoritmo BHL, usando los parame-
tros indicados en la tabla 1.

En esta figura se pueden apreciar claramente 4
“clusters” en forma compacta y alejados unos de
otros. Estos grupos se corresponden con los di-
ferentes estados de funcionamiento del proceso y
por tanto, presentan comportamientos muy diver-
sos, por lo que son necesarios distintos modelos
para cada uno de los estados.

BHL iters=1000; Irate=0,05; « = 3,2; 8 =4,3

Cuadro 1: Parametros usados por BHL

6.2.2. Resultados de los algoritmos de

regresion

En las tablas 2, 3 y 4, se muestras las diversas com-
binaciones de parametros usadas para cada uno de
los algoritmos de regresion para la obtencion del
mejor modelo en cada caso.

En la tabla 5, se muestran los algoritmos de re-
gresion elegidos para cada uno de los “clusters”,
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Numero de estimadores:

[50; 100; 200; 400;
600; 700; 800; 900]

Bootstrap: [False; True]

Méxima profundidad: [5; 10; 20; 40; 50;
60; 70]

Minimo nimero de mues- [2; 3; 5; 7]

tras nodo hoja:

Minimo nimero de mues- [2-6]

tras para division:

Cuadro 2: Combinaciones de parametros para el
algoritmo “Extra Trees Regressor”

Kernel Lineal Polinomial RBF
Tol 0,1; 0,01; 0,1; 0,01; 0,; 0,01;
0,001; 0,001; 0,001;
0,0001 0,0001 0,0001
Gamma - 1; 0,1; 1; 0,1;
0,01; 0,01;
0,001; 0,001;
0,0001 0,0001
Degree - 2; 3; 4; 5; 6; -
7
C 1; 10; 1; 10; 1; 10;
100; 1000; 100; 1000; 100; 1000;
10000; 10000; 10000;
100000 100000 100000

Cuadro 3: Combinaciones de parametros para el

algoritmo SVR

Early Stopping:

Tamano de las capas ocul-
tas:

Nesterov momentum:
Solver:

Coef. de aprendizaje ini-
cial:

Func. de activacion:
Warm start:

Batch size

[False; True]
[5-20]

[False; True]
[Ibfgs, sgd, adam]
[0,9; 0,5; 0,01; 0,15]

[relu, tanh]

[True, False]
[5; 10; 15; 20]

Cuadro 4: Combinaciones de parametros para el

algoritmo MLP para regresion
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asl como la mejor combinacién de los parametros
presentados en las tablas anteriores, que han dado
lugar al mejor modelo.

CLUSTER 1: ETR; MAE: 1,0451; Numero
de estimadores: 600: Boots-
trap: False; Profundidad maxi-
ma: 20; Minimo mimero de
muestras nodo hoja: 2; Minimo
numero de muestras para divi-
sion: 2

ETR; MAE: 1,2814; Nume-
ro de estimadores: 50; Boots-
trap: False; Profundidad maxi-
ma: 20; Minimo mimero de
muestras nodo hoja: 2; Minimo
numero de muestras para divi-
sion: 5

SVR; MAE: 1,2184; Kernel:
RBF; Tol: 0,1; Gamma: 0,01;
C: 1000

MLP; MAE: 0,0103; Early
Stopping: True; Tamano de
las capas ocultas: 19; Neste-
rovs momentum: True; Solver;
LBFGS; Coef. de aprendizaje
inicial: 0,9; Func. de activa-
cion: tanh; Warm start: False;
Batch size: 5

CLUSTER 2:

CLUSTER 3:

CLUSTER 4:

Cuadro 5: Algoritmos elegidos y sus parametros
asociados para los mejores modelos en cada “clus-
ter”

En las tablas 6, 7 y 8 se muestran los resultados

obtenidos para los mejores modelos generados en
cada “cluster”.

Cluster 1 2 3 4
LMLS 0,4771 0,6266 0,6857 0,0003
MSE 1,5253 29704 2,2844 0,0006
MAPE 0,0600 0,1231 0,2293 Inf
MAE 1,0451 11,2814 11,4021 0,0164
SMAPE 0,0589 0,1219 0,2037 1,0574
MASE 1,0451 11,2814 11,4021 0,0164

Cuadro 6: Medidas de error de “Extra Tree Re-

gression”

En las figuras 4, 5 y 6, se muestran comparativas
entre las salidas reales (en azul) y las predichas
por los modelos (en rojo). El eje “Y” representa
el valor de Hidrdogeno, mientras que el eje “X” re-
presenta cada una de las muestras del conjunto de
datos de validacion (20 %) de cada “cluster”.

Finalmente en la tabla 9, se muestran los resul-
tados en términos de MAE para un unico modelo
global (sin fase de clustering”), para cada uno de
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Figura 4: Salida real vs. prediccion de “Extra Tree

Regressor”
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Figura 6: Salida real vs. prediccion de MLP
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Cluster 1 2 3 4
LMLS 1,1093 0,8485 0,6212 0,0018
MSE 09,2785 6,9840 2,0567 0,0036
MAPE 0,0640 0,0273 0,0281 Inf
MAE 2,2364 11,7867 11,2184 0,0522
SMAPE 10,1221 10,1833 0,1784 1,5023
MASE 2,2364 11,7867 11,2184 0,0522

Cuadro 7: Medidas de error de SVR

Cluster 1 2 3 4
LMLS 1,6354 1,6509 0,9118 0,0001
MSE 33,6201 19,7880 13,2027 0,0002
MAPE 0,1768 0,3291 0,2851 Inf
MAE 3,8177 2,9828 11,7331 0,0103
SMAPE 0,1672 0,2839 0,2492 1,0237
MASE 3,8177 2,9828 11,7331 0,0103

L3 8 10 1z 11 1B

data index

MLF prediction vs real data in Clusber: 4

Cuadro 8: Medidas de error de MLP para regresion

los algoritmos usados (ETR, MLP y SVR) y pa-
ra la mejor combinacion de los modelos generados
con fase de “clustering”. En el caso de la combi-
nacion de modelos, la medicion del MAE se ha
obtenido de dos formas distintas:

» Media Simple (MS): Cada “cluster” tiene el
mismo peso en el calculo final del error, por
lo que el MAE final ha sido calculado como la
suma de los MAE de cada “cluster” (C1, C2,
C3, C4), entre el numero total de grupos.

s Media ponderada (MP): Cada “cluster” tie-
ne un peso en calculo final del error. Dicho
peso es proporcional al tamafio del grupo, C1
(53,7%), C2 (30 %), C3 (10,5 %) y C4 (5,8 %),
por lo que el valor final del MAE es calculado
como la suma ponderada de los MAE de cada

https://do1.org/10.17979/spudc.9788497497169.200

“cluster”.
Model MAFE
MODELOS GLOBAL ETR 2,195
MODELO GLOBAL SVR 2,203
MODELO GLOBAL MLP 2,467
MODELO LOCAL (MS) 0,888
MODELO LOCAL (MP) 1,074

Cuadro 9: Comparacion de los modelos globales y

locales en términos de MAE

En base al MAE obtenido (siendo esta la medida
de error mas representativa de entre las emplea-
das) en las tablas 6, 7, 8 y 9, se puede concluir que
la combinacion de diferentes modelos mejora de
forma significativa los resultados obtenidos usan-
do un solo modelo, en concreto la mejor combina-
cion de modelos corresponde con el uso de ETR
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para los “clusters” 1 (MAE: 1,0451) y 2 (MAE:
1,2814), SVR para el “cluster” 3 (MAE: 1,2184)
y MLP par el “cluster” 4 (MAE: 0,0103). En el
caso del “cluster” 4, el pequefio tamafio del mis-
mo es uno de los motivos del bajo valor de MAE
obtenido.

Finalmente, €l uso de un s6lo modelo para el con-
junto completo de datos obtiene resultados mu-
cho peores independientemente de la técnica usada
(ETR, SVR y MLP), por lo que la combinacién de
modelos de cada “cluster” se presenta como una
alternativa que ofrece mejores resultados.

7. CONCLUSIONES Y
TRABAJOS FUTUROS

En este articulo, se ha desarrollado un sistema
hibrido de modelado consistente en la combina-
cion de técnicas de “clustering” y modelado basa-
do en regresion en un conjunto de datos real para
la prediccién de la generacion de Hs del hidroli-
zador de una pila de combustible. Obteniéndose
como resultado que dicho modelo hibrido mejora
los modelos tradicionales de regresion.

En vista de los resultados obtenidos, es posible ex-
traer las siguientes conclusiones: primero, el mode-
lo hibrido propuesto ha superado el problema. pro-
puesto en la investigacion. Segundo, se ha demos-
trando que la combinacion de técnicas de “cluste-
ring” junto con técnicas de regresién mejoran los
modelos de prediccion tradicionales consistentes
unicamente en una fase de modelado por regre-
sion. También cabe destacar que en el conjunto
de datos usado se han obtenido errores significa-
tivamente menores en un “cluster” respecto a los
demas, principalmente motivado por el reducido
tamano del mismo, lo que facilita el generar un
modelo mucho mas sencillo y preciso.

Finalmente, se propone como trabajos futuros la
aplicacion de otras técnicas de modelado combi-
nadas con técnicas de “clustering”, con objeto de
generalizar la aplicabilidad del modelo hibrido pa-
ra obtener modelos mas sencillos y precisos.

English summary

HYBRID MODEL IMPLEMENTA-
TION FOR THE PERFORMANCE
PREDICTION OF A FUEL CELL
BASED ON HYDROGEN, EMPLO-
YED IN ENERGY STORAGE

Abstract

Currently, largely due to the rise of the

https://do1.org/10.17979/spudc.9788497497169.200

Control Inteligente

electric vehicle, energy storage systems are
becoming a greater need, being both electric
batteries and fuel cells, the two most deve-
loped technologies in recent years. Howe-
ver, it is not enough just to develop energy
storage system, but it is essential to ma-
ximize the efficiency of them, in order to
take the mazimum advantage of the stored
energy. To reach this goal, one of the most
relevant aspects is to predict with enough
accuracy and in advance both the genera-
tion and consumption of energy that will
be made on the storage device. For this
reason, the present research focuses on the
development of a hybrid system for mode-
ling a fuel cell using unsupervised learning
techniques for clustering combined with re-
gression techniques for modeling. Finally,
the models generated on a real dataset, co-
ming from an experimental real genera-
tion and storage system of energy by means
of a hydrogen cell, are validated obtaining
highly satisfactory results.

Keywords: Fuel cell, Energy storage,
SVM, ANN, BHL.
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