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Proélogo

Muchos de los problemas que se plantean al analizar series de tiempo se reducen a
agrupar un conjunto mis o menos grande de procesos en categorias similares (andlisis
cluster} o bien clasificar nuevas observaciones en una de dos o més categorias mutuamente
excluyentes (andlisis discriminante). Si bien ambas situaciones han sido exhaustivamente
estudiadas desde el punto de vista de la teorfa multivariante cldsica, las caracteristicas
propias de las series temporales hacen que las soluciones desarrolladas para la clasificacion
de datos estaticos no siempre resulten adecuadas para abordar el proceso de clasificacién
de procesos estocdsticos. Esencialmente, cualquier procedimiento cluster o discriminante
se basa en la eleccién de una distancia adecuada para medir la discrepancia entre cada
par de observaciones ¢ entre una observacidén y cada una de las clases entre las que se
discrimina. Asi, al trabajar con series de tiempo, algunas distancias convencicnales pueden
no reflejar adecuadamente las similitudes o diferencias entre los diferentes procesos, al no
tener en cuenta la estructura de dependencia subyacente. Por otra parte, con frecuencia
se trabaja con series temporales de gran longitud, de modo que la alta dimensionalidad de
las observaciones suele conllevar a problemas computacionales que dificultan las labores

de clasificacién.

La preponderancia de las series de tiempo en multiples dreas de trabajo, como la
sismologfa, economia, fisica o medicina, entre otras, hacen del andlisis discriminante y del
andlisis cluster de series temporales problemas de gran interés teérico y practico. Entre
las diferentes soluciones que se han aportado en este campo, el andlisis en el dominio
de frecuencias o dominio espectral constituye una alternativa muy interesante, al permitir

solventar el problema de la alta dimensionalidad inherente al trabajo con series de tiempo.

En esta memoria se presentan nuevos procedimientos, de corte no paramétrico, para
abordar el andlisis discriminante y cluster de series temporales en el d&mbito espectral.
La novedad de estos métodos radica en la utilizacién de estimadores tipo niicleo, basados
en técnicas de regresidén polindmica local, para la estimacién de la densidad espectral

de los procesos sujetos a clasificacién. Dada la flexibilidad de las técnicas de corte no



paramétrico, cabe esperar que con estos procedimientos puedan igualarse los resultados
de otros propuestos con anterioridad en la literatura, a la vez que se proponen técnicas
que podran aplicarse en contextos en los que no se pueden aplicar otros procedimientos

que requieren de hipdtesis mas restrictivas.

La memoria consta de cinco capitulos, que se organizan tal y como se detalla a con-
tinuacién. En el primero de ellos, se exponen algunas definiciones y resultados tedricos,
ya conocidos, necesarios para el desarrollo de esta memoria. Se presentan los estimadores
de la regresién de tipo polindmico local, sus propiedades asintéticas y su aplicacién en el
contexto de los modelos lineales generalizados. Tras una revisén de la teoria de represen-
tacién espectral de procesos estacionarios, se presentan tres suavizadores no paramétricos
diferentes que seran los utilizados a lo largo de esta memoria para estimar la densidad

espectral de procesos estacionarios.

En el Capitulo 2 se propone un nuevo criterio discriminante para la clasificacién de
series de tiempo, basado en una medida de disparidad definida entre un estimador no
paramétrico de la densidad espectral del proceso que se intenta clasificar y la densidad
espectral de cada una de las clases de procesos entre las que se discrimina. Para la esti-
macion del espectro se propone utilizar los tres estimadores tipo nicleo introducidos en el
Capitulo 1. A continuacién, se analizan las propiedades asintéticas de la regla discriminan-
te propuesta, tanto en el caso de conocer la densidad tedrica de las clases entre las que se

discrimina, como en el caso de tener que estimarlas a partir de muestras de entrenamiento.

A continuacidn, en el Capitulo 3, se analiza el comportamiento del procedimiento
discriminante propuesto para trabajar sobre muestras finitas. Para ello, se muestran los
resultados de un estudio de simulacién llevado a cabo con el objetivo de observar su
comportamiento a la hora de clasificar entre distintas clases de procesos estocdsticos. A
continuacién, se muestra una aplicacién del procedimiento discriminante para la clasifi-
cacién de un conjunto de datos reales, consistente en la identificacién de cinco fonemas

diferentes a partir de registros de voz digitalizados.

El Capitulo 4 estd dedicado al analisis cluster de series de tiempo. Se proponen nuevas
medidas, de corte no paramétrico, para abordar el andlisis cluster de series temporales, al-
gunas de las cuales extienden al contexto del andlisis cluster el procedimiento discriminante
que se describe en el Capitulo 2. Se proponen ademés otras medidas basadas en estadisti-
cos de corte no paramétrico originalmente desarrollados para contrastar la igualdad del
logaritmo del espectro de dos procesos estocasticos. Mediante un estudio de simulacién,
se compara el comportamiento de estas medidas, en diferentes contextos de clasificacion,
con el de otras distancias anteriomente propuestas, tanto en el dominio de tiempo como

en el dominio espectral. Finalmente, se describen los resultados de la aplicacién de los



procedimientos cluster propuestos a un conjunto de datos reales consistente en la clasifi-
cacidn de los resgistros electrocardiograficos de pacientes con diferentes tipos de arritmia,
y pacientes sin ninguna patologia coronaria.

Por dltimo, en el Capitulo 5 se pretende mostrar la utilidad de las técnicas propuestas
en la presente memoria para realizar, junto con otras técnicas de corte no paramétrico, un
andlisis completo del grado de similitud de un conjunto de series temporales. Para ello se
utiliza. un conjunto de datos reales, consistente en las series de cotizacién bursatil del sector
bancario espafol durante un periodo de 2 afos. Se analizan por separado las componentes
deterministas y aleatorias de cada una de las series consideradas, v se utilizan los métodos

aqui propuestos para realizar el andalisis cluster de las series de residuos.

Finalmente, el Apéudice incluye algunos resultados tedricos utilizados para la elabora-

ci6n de esta tesis.






Capitulo 1

Resultados preliminares

A lo largo de esta memoria se introduciran nuevos procedimientos, de corte no pa-
ramétrico, en el contexto del analisis discriminante y el andlisis cluster de series de tiempo.
Dichos procedimientos se basaran esencialmente en aproximaciones no paramétricas de las
densidades espectrales de los procesos observados. Dadas las adecuadas propiedades que
se conoce para los estimadores nicleo de tipo polinémico local, la estimacién del espectro

se realizard esencialmente empleando este tipo de técnicas.

En este capitulo se exponen algunos resultados tedricos, va conocidos, que resultan de
especial interés para el desarrollo de la presente memoria. La primera seccién se centrars en
los estimadores de la regresién de tipo polindinico local, sus propiedades asintdticas y su
aplicacion en el contexto de los modelos lineales generalizados. En la segunda seccidn se
realizard una introduccién a la representacién espectral de procesos estacionarios. Final-
mente se presentardn tres estimadores no paramétricos diferentes, propuestos por Fan y
Kreutzberger (1998), para la estimacién de la densidad espectral de un proceso estacio-
nario. Dichos estimadores se obtienen suavizando el periodograma del proceso utilizando
esencialmente técnicas de regresién polindmica local, y seran los utilizados en esta memo-
ria para definir nuevos procedimientos discriminantes y de cluster en el contexto de series

temporales.

1.1. Estimacion no paramétrica de la funcién de regresién:

la regresion polinémica local.

Una curva de regresién describe una relacidn general entre una variable aleatoria
respuesta o dependiente, X, y una o mds variables explicativas, regresoras o indepen-

dientes, Z, de modo que, observado Z = 2z, la funcidn de regresién ¢(z) proporciona. el
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valor esperado de X:

w(z) = E(X/Z = z).

El anslisis de regresién, cuyo objetivo es la obtencién de una aproximacién razonable
a dicha curva, es de gran interés en la practica. El conocer la forma de la funcién de
regresién podria ayudar a predecir qué valores de X son esperados cuando se observan
clertos valores de la variable Z, o desenmascarar la existencia de algin tipo especial de
dependencia estocéstica entre ambas variables. El problema de la estimacion de la funcién
de regresién puede verse como un caso particular de un problema mucho mds amplio,
consistente en estimar una funcién g(z), z € R?, asociada a una distribucién, a partir de
una muestra {z1, 22, ..., zn }. Casos particulares corresponden a la estimacion de la funcién
de densidad, la funcién de distribucién, la funcién razén de fallo o la propia funcién de

regresion.

El proceso de estimacién de funciones de este tipo puede realizarse esencialmente de
dos formas: paramétrica y no paramétricamente. En el primer caso, se supone de entrada
que la curva de regresién teérica pertenece a una familia indexada por un pardmetro finito-
dimensional (por ejemplo, la familia de polinomios de grado r). Por esta via el objetivo se
centra en estimar los valores de aquellos pardmetros que mejor “ajustan” la nube de datos
muestrales. Légicamente, la metodologia paramétrica presenta el inconveniente de que el
modelo seleccionado puede resultar demasiado restrictivo para los datos, pudiendo llevar
asi a estimaciones sesgadas. Por el contrario, el enfoque no paramétrico se caracteriza por
no partir de la suposicién inicial de que la curva de regresion deba pertenecer a una familia
de funcionales dependientes de algin pardmetro, de modo que la Gnica informacién de la
que se dispone es de la proporcionada por la propia muestra. Esta metodologia ofrece
asi una herramienta mucho mas flexible para analizar la relacién de regresién desconocida.
Dicha flexibilidad, junto con los importantes avances experimentados en el campo de la
informatica, han hecho que en los Wiltimos afios se produzca una gran proliferacion de los
estudios referentes a la estimaciéh no paramétrica de curvas. Referencias clasicas en
el supuesto de observaciones independientes son Silverman (1986) para la estimacion de
la funcién de densidad, Hardle (1990) para la regresién y Prakasa-Rao (1983) en varios
contextos. Para el supuesto de que las observaciones verifiquen condiciones de dependencia,
cabe destacar los trabajos de Vilar Ferndndez (1987), el de Gydrfi et ol. (1989), y las
referencias alli citadas. En el caso concreto de regresion no paramétrica, cumple citar los
trabajos de Eubank (1988), Miiller (1988), Hardle (1990), Hastie y Tibshirani (1990) y
Wahba (1990).

El resto de la seccién se estructurard como sigue. En primer lugar, se realizard una

breve introduccién de los estimadores tipo nticleo, como principales métodos de estimacién
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no paramétrica de la funcién de regresién. En segundo lugar, se describiran mds detalla-
damente los estimadores polindmico locales que, por sus adecuadas propiedades tedricas y
aplicadas, son hoy en dia uno de los estimadores tipo nicleo mas utilizados. Finalmente,
se abordard la utilizacidn de este tipo de estimadores en el contexto de los modelos lineales
generalizados, exponiendo algunos resultados que resultarin de especial interés para los

contenidos de la presente memoria.

1.1.1. Estimadores tipo nicleo de la funcidn de regresion.

Dado {(z, X;)}?., un conjunto de n observaciones bidimensionales sobre cuya base se
desea aproximar la respuesta media tedrica de X dado Z = z, ¢(z), la relacién de regresién
puede modelizarse como:

Xi=wl(z) +ei, 1=12,..,n,

donde () representa la funcién de regresién desconocida y € el posible error de observa-

ciém.

Los principales métodos de aproximmacion no paramétrica se obtienen promediando los
valores X; de aquellas observaciones cuyas abscisas z; sean cercanas al punto z donde se
quiere estimar la curva. Desde un punto de vista més formal, se proponen estimadores de

la forma:

B2 = = 3 Wale)Xs, (1.1)
i=1

donde {Wy;(z)}i=, denota una secuencia de pesos o coeficientes de ponderacién que de-
penderan de las observaciones {(z;, X;)} ;. Dependiendo de cémo se tomen los pesos

{Whi(z)}}i, en (1.1) se obtendran diferentes estimadores.

Un camino conceptualmente simple para representar los coeficientes de ponderacién
{Whi(2)}i, asociados a X; en cada punto z es describir éstos en relacién con la forma de
una funcion de densidad centrada en z y adecuadamente reescalada mediante un pardmetro .
que ajuste la distribucién de los pesos en un determinado entorno de ese punto. Esta
funcién se conoce con el nombre de kernel o funciéon miicleo, y suele denotarse por K.
Generalmente, se supone que el nicleo K es una funcién continua, acotada, simétrica y
con integral igual a uno. Algunas de las funciones kernel mds habituales son el niicleo de

Epanechnikov, el kernel cudrtico, el triangular, gaussiano o el kernel uniforme.

El factor de reescalamiento de K, que dependerd a su vez del tamaiio muestral n, deter-
mina el entorno donde ajustar K y por consiguiente su valor puede modificar notablemente
los coeficientes de ponderacidon de cada X;. A dicho factor se le denomina habitualmente

parametro de suavizado o ventana y se denotard por h,, 0 h indistintamente. El kernel
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reparametrizado por A, se denotard Ky,

K(u) — Kn, (1) = han (%) .

Entre los estimadores no paramétricos mas utilizados, dentro de los de tipo micleo,

estan:

- El estimador de Nadaraya-Watson (N-W') (Nadaraya (1964), Watson (1964)),

con pesos:
Kn (z — z)/dn, (2 sic’i\nz >0
Whin-w(z) = (&= 21) e (2) o (2)
0 sidp, (z)=0
donde ghn(z) = 'rlt Sy Kn,(z — zi) es el estimador kernel de la densidad de Rosenblatt-

Parzen (Rosenblatt (1956) y Parzen (1962)).

- El estimador de Gasser-Miiller (G-M) (Gasser y Muller (1979)), definido por la
secuencia: ..
Wm’,G—M(Z) = ?’L/ Khn(z — u)du,
81

donde sg = —00, 8, = 00 ¥ 21 < 8; < 2 parai = 1,2,...,n — 1 se eligen entre los datos
y los pares {(z:, X;)}?_; se han ordenado previamente de manera creciente con respecto a

la variable Z.

- Fl estimador de Priestley-Chao (P-C) (Priestley y Chao (1972}), definido por

la sucesién de pesos:
Whi,p—c(z) = n(z — z 1)Ky, (2 — 2), con 20 =10,

donde los datos se suponen ordenados con respecto a la variable Z.

Durante afios los estimadores no paramétricos de la funcién de regresién mas utilizados
han sido sin duda alguna los suavizadores de Nadaraya-Watson y de Gasser-Miiller. Sin
embargo més recientemente otro tipo de estimadores, los llamados de tipo polindmico

local, han ganado en popularidad debido a las buenas propiedades que presentan.

1.1.2. La regresién polinémica local ponderada.

En la actualidad, la regresién polinémica local es una de las técnicas de regresion
no paramétrica més utilizadas. Introducidos por Stone (1977), los estimadores de tipo
polinémico local han sido posteriormente estudiados, en contextos con observaciones inde-
pendientes, por Cleveland (1979), Lejeune (1985}, Miiller (1988), Cleveland y Devlin (1988)
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y Fan (1992), y por Masry y Fan (1997) y Masry (1996a,1996b) para observaciones depen-
dientes. Un estudio detallado de estos suavizadores y sus propiedades puede encontrarse

en la monografia de Fan y Gijbels (1996).

La idea basica del estimador polindmico local es la siguiente: si se supone que existe
la derivada de orden (p + 1) de la funciéu de regresién ¢(-) en un punto z € R, se
podré aproximar la funcién de regresién desconocida (2} localmente por un polinomio
de grado p en un entorno de zy. Aplicando el teorema de Taylor, se obtiene, en un punio
2z préximo a zg:

@(2) = p(20) + ¢ (20)(2 — 20) + ... + %(Z — 20)”. (1.2)

Este polinomio puede ajustarse localmente utilizando la técnica de minimos cuadrados

locales ponderados. Es decir, minimizando la funcién:

2
n P
BB =Y S Xi— D Biu—n) |} Knlz~ =), (1.3)
i=1 =0
donde o)
Nz
ﬁ.ﬂ = lp_jgi)a J= 0:11"'1p)

hn es el pardmetro de suavizado y Kp, (u) = (1/hp)K(u/hy) siendo K una funcién de
densidad simétrica con soporte compacto {aunque dicha hipétesis puede debilitarse signi-

ficativamente).

Denotando por Ej, J =10,...,p la solucién del problema de minimos cuadrados (1.3},
resulta obvio por el desarrollo de Taylor en (1.2), que @;(zp) = j!ﬁj es un estimador de
0 20), 7 =0,1, ..., p. Para estimar la funcién oD (.) se resolvera el problema de minimos

cuadrados ponderados anterior para cada uno de los puntos zp en el intervalo de interés.

Es frecuente expresar el problema anterior en forma matricial. Para ello se utilizard la

siguiente notacidén:

1 (2‘1 - Zo) Ca (211 - Z[))p
A= € Mnx(p+1)
1 (zn—20) ... (zn—20)P
X1 Bo
X=| : |eR* y B=]| : |ecrrt!
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Sea ademds W, la matriz diagonal n x n dada por:

Ky, (21 — zo) 0
W, = )] Khn(z-z — Z0) .0
0 0 oo Ky, (zn — 20)

El problema de minimizacién (1.3) puede escribirse como:

T(B) = (X — AB)'Wi(X - AB),

siendo B = (fo, ..., Bp)*.

Utilizando la teoria de minimos cuadrados ponderados se obtiene el estimador:
B(z0) = (AW, A) AW, X = S, 'T,,

donde se ha denotado

sg ST .- SL‘
n n k13
_ 31 32 - Sp+1
S, = . € Mpr1)x(p+1)
T Vs '
Sp Spr1 - S2p
siendo
n
S;-l = ZKhn(zi - Zo)(zi - Zg)‘?
i=1
y
n
0
T
T.=| . | ekt
Tt
tp
con

n
t;’ = Z Khn(zz' — z9){z — z0 0 X5
i=1

Resulta obvio que para que podamos definir el estimador polinémico local es necesario

que exista la matriz ;1 = (A*W,A) L.

Frente a otros suavizadores tipo niicleo utilizados habitualmente, como el de Nadaraya-
Watson o el de Gasser-Miiller, los estimadores de tipo polinémico local poseen buenas

propiedades tanto teéricas como aplicadas que los presentan como una técnica ventajosa.
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En cualquier situacién, igualan o mejoran los resultados obtenidos con los estimadores
micleo cldsicos. Asi mismo, se trata de un método que se adapta a diferentes disefios del
modelo de regresién, comeo el disefio fijo o aleatorio, o a muestras con datos préximos o
a los equiespaciados ¢ con cluster de datos. A su vez, presenta un mejor comportamiento
en los puntos frontera, siendo el sesgo del mismo orden que en los puntos interiores. Por
iltimo, posee interesantes propiedades de eficiencia minimax entre todos los estimadores
lineales. Un extenso estudio de estos estimadores, mostrando sn aplicaciéon a una gran
variedad de situaciones, puede encontrarse en la monografia de Fan y Gijbels (1996). A
continuacidn se exponen algunos de los resultados que alli se presentan y que resultan de

especial interés para el desarrollo de esta memoria.

En lo que sigue se empleard la siguiente notacién. Se denotard por p;i(K) y v;(K) los

momentos de orden j de K y K?, respectivamente:

pi(K) = [WK(u)du, vj(K)= [wK?(u)du, j=0,1,2,...

Sean ademds las siguientes matrices:

S = (pitj (K ogijep 8= (pr(K), ..., p2pr1 (K))F
8* = (viri(K)ogijep B= {p+a(K),. .., popsa(K))

El siguiente teorema establece el comportamiento asintdtico de los estimadores po-

linémicos locales.

Teorema 1.1.1 (Ruppert y Wand (1994)) Sea d(z) > 0 yd(-), V() y 02() fun-

ciones continuas en un entorno de zy. Sea hy, — 0 ¥ nh, — 0.

La varianza asintotica del estimador polindmico local @;(z0) viene dada por:
22
-~ 3% (20) 1
Var (3i(x0)) = 20y 4 op (—
’ d(zo)nhz T nhi ¥
El sesgo asintdtico de $;(z0), para p — j impar, es:
: ‘ _
Sesgo (3(z0)) = gy ()T I B; + op (k1)

En caso de que p— j sea par, siendo d' () y P () continuas en un entorno de z y

nhd — oo, el sesgo asintdtico vendrd dado por:

Sesgo(@;(z0)) = (pi—'_?), {w(p”)(zo)
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=9

!

o+ 2D (z) L L o2 By op(rpt2a),
d(zo)

siendo 62(zq) la varianza condicionada del modelo, d(zq) la funcidn de densided del disefio

del modelo y donde los términos V;, B; y Ej denotan el j-ésimo elemento de la diagonal

de lo matriz $718°871, el j-ésimo elemento de S 1u y el j-ésimo elemenio de S,

respectivamente.

Del teorema anterior pueden deducirse facilmente las expresiones asintéticas del sesgo
y la varianza del estimador lineal local. En particular, tomando p = 1 y j = 0 se obtiene
que:
Sesgo (Plzo)) = ¢ (z0)h2ua(K) + op(2)

o (z
Var (p(zo)) = 7 (20) w(K) +op ((nhn)ﬁl)

(zo)nhy,

También bajo hipétesis generales se obtiene la normalidad asintética conjunta del

vector de estimadores 3(zo):

~ (P+1)(
v nhn [Hn (6(20) - ﬁ(zo)) — whﬁﬂs_lu

02(20) ~la*rg-1

d{z0)

donde H,, denota la matriz diagonal

1 0 ... 0
0 & ... 0
T
H, = ) € Mept1yx(p+1)-
0 0 &

De los resultados anteriores se deduce que existe una clara diferencia entre los esti-
madores polinémicos locales con p — j par o impar. Intuitivamente, si la funcién que se
quiere estimar es compleja y se desea ajustar un polinomio de forma global, es obvio que
se deberd utilizar un polinomio de grado alto. Sin embargo, en la suavizacién local esto
no seré necesario. De hecho, para estimar la funcidn de regresin, se recomienda utilizar
polinomios de grado 1 o en ocasiones de grado 3. En general, el ajuste de orden impar
mejora el ajuste de orden par. Asi, el estimador polinémico local lineal funciona mejor que
el ajuste constante local, y el de orden 3 proporciona mejores resultados que el de orden 2,
en el sentido de que al pasar de un grado par de polinomio al siguiente impar provoca una
reduccién en el sesgo del estimador sin perder nada en términos de varianza. Sin embargo,

no hay comparacién entre el ajuste lineal y el ciibico local. En general, si se desea estimar
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m}z) se recomienda utilizar un polinomio de grado p = j+w» con v = 1 6 3 si j es impar

y v =28l j es par.

La bondad de ajuste del estimador de la regresion depende, ademds del grado de los
polinomios utilizados, de la eleccién del pardmetro de suavizado y de la funcién Kernel
empleada en la ponderacion de las observaciones. Es conocido que la eleccidn del Ker-
nel no resulta critica ni excesivamente relevante en términos de bondad de ajuste, como
sl ocurre con la eleccidén del parametro ventana. Sin embargo, si se ha demostrado, que
independientemente de cudl sea ¢l grado de los polinomios utilizados en el ajuste y de la
ventana utilizada, el kernel de Epanechnikov resulta ser la funcién de ponderacién éptima,
en el sentido de minimizar el error cuadratico medio asintético del estimador polindmico

local resultante.

Mientras la eleccién del kernel resulta practicamente irrelevante al objeto de minimizar
el error cuadritico medio, la seleccién del pardmetro de suavizado es crucial en este mismo
sentido y la busgueda de procedimientos encaminados a determinar la ventana dptima
constituye sin duda uno de los problemas mas serios y de mayor importancia en el contexto
de la snavizacion de datos y, en particular, también en la regresién polindmica local. Por
ello, es importante disponer de métodos de seleccién de banda que nos permitan calcular
la ventana a utilizar de forma que en su calculo sélo se utilice 1a informacién muestral. En
este proceso, es importante tener en cuenta tanto el contexto del problema (disefio fijo o
aleatorio, observaciones independientes o dependientes), como el tipo de banda a utilizar.
Puede optarse por una ventana constante (también llamada ventana global) o bien por
un parametro ventana local o una banda variable. La utilizacién de una ventana local o
variable permite introducir diferentes grados de suavizacién, de modo que pueda reducirse
el sesgo cometido al estimar la funcién de regresion en los “picos”, asi como la varianza

de las estimaciones en las zonas en las que la curva sea mds suave.

En el contexto de la regresién polinémica local los métodos de seleccién de banda més
utilizados han sido los métodos plug-in. Estos se basan en aproximar el error cuadritico
medio o el error cuadrético medio integrado asintético o tedrico, estimando aquellos valores

que son desconocidos y calcular el valor de h que minimiza la expresién resultante.

Usando las expresiones asintéticas del sesgo y la varianza se obtiene que la banda
optima local, hopt(20}, en el sentido de que minimiza el error cuadratico medio asintético

es:

2 1/{2p+3)
hopt(20) = Cjip(K) 7 ) J p~1/(2p+3)

{1 (20) }2d(20)
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donde C;,(K) es una constante que depende del kernel K de la forma:

(p+ 1)12(25 +1) [ K2(t)dt }1/(2”3)

260+ - D{J 0K, (1)t}

Cj,p(K) =

La Tabla 3.2 de Fan y Gijbels (1996) proporciona alguno de los valores de C;,(K).

De igual forma, se obtiene una expresién para la ventana éptima asintética global,
minimizando el error cuadritico medio integrado asintotico:
1/(2p+3}
[ P @u()/de)dz 1 oy
J{e® D (2) Fw(z)dz

donde w(z) < 0 es una funcién peso incluida para evitar el efecto frontera.

= Oj,p(K)

n
opt

Las expresiones anteriores para el pardmetro de suavizado dependen de cantidades
desconocidas como la varianza condicional, ¢2(-), y la funcién derivada, P}, En la
prictica estas cantidades son reemplazadas por estimaciones de las mismas, obteniendose
la ventana plug-in asintética local, ngt(zo), y la ventana plug-in asintdtica global, y ’ﬁgpt.
Para estimar dichas cantidades existen varias alternativas. En Fan y Gijbels (1996) se
propone estimar ¢"+(z) ajustando a la funcién de regresién, globalmente, un polinomio
de grado p-+3 y calcular a continuacién la derivada p+1 de esta curva ajustada, 95},” :;)(z).
Ademas, podrin estimarse los residuos como & = X; — gbgi_-lél)(zi). Por otra parte, ésto
mismo puede hacerse utilizando regresién polindmica local, para lo cual se necesita una
ventana piloto g. Asf, con esta ventana piloto se estima P+1){z) y se calculan los residuos

. ~ - 1 .
estimados como &; = X; — zpffl__; )(z,;), i=1,.,n.

Referencias recientes sobre la regresién polinémica local son Fan (1992), Hastie y
Loader (1993), Ruppert y Wand (1994), Fan, Heckman y Wand (1995) y Jones (1997),

entre otras.

1.1.3. Laregresién polindmica local en el contexto de los modelos lineales

generalizados.

Aunque la regresién polinémica local se introduce originalmente en el contexto de
modelos de regresién por minimos cuadrados, su simplicidad, su sencilla interpretacion
y las excelentes propiedades estadisticas de este tipo de estimadores han propiciade su
extensién a un amplio abanico de problemas estadisticos. Para el desarrollo de la presente
memoria, resulta especialmente interesante su aplicacién en el contexto de los modelos

lineales generalizados.

Cuando se aborda un problema de regresién concreto, son muchas y muy distintas

las situaciones que se pueden encontrar. Sin ir més all4, la variable respuesta Y puede
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ser tanto discreta como continua. Asimismo, su varianza condicional puede o no depen-
der de la funcién de regresidén que se desea estimar. En la practica, se dan asi diferentes
situaciones que requieren ser estudiadas mediante modelos que establezcan estructuras
diferentes para la distribucién condicional. Suele considerarse que esta distribucién per-
tenece a la llamada familia exponencial, siendo ésta un conjunto de distribuciones entre
las que se incluyen algunas de uso tan habitual como la distribucién normal, binomial,
Poisson o la distribucién gamma. Bajo esta hipdtesis, se asume que la funcién de regre-
sion, una vez transformada convenientemente, puede expresarse como una funcién lineal
de las covariables estudiadas. Los modelos resultantes se engloban bajo la. denominacién
de Modelos Lineales Generalizados. Una explicacién mas detallada de estos modelos
puede encontrarse en McCullagh y Nelder (1989). La aplicacién de la teoria de la regresion
polinémica local en este contexto permite obviar la hipdtesis de linealidad de la funcién

de regresidn, y estimar su forma directamente a partir de los datos observados.

La densidad condicional de X dado Z = z pertenece a la familia exponencial si es

de la forma
8(z)x — b(8(2))
a{¢)

para unas funciones conocidas a(-), b(-) y (-, ). El pardmetro #(-) se denomina parametro

d(z|z) = exp { + ¢(z, qb)} (1.4)

candnico y ¢ es el llamado parametro de dispersion.

Bajo el modelo (1.4), puede demostrarse que

p(z) = E(X|Z = z) = ¥{6(2)} (1.5)

Var (X|Z = z) = a(¢)b"{8(2)}. (1.6)

En el contexto de los modelos lineales generalizados, la funcién de regresion (z) se

modeliza linealmente a través de una transformaciéon por una funcién g:

9(p(2)) = 26, (1.7)

con z = (21, ..., zn)".

Si g = ()71, g recibe el nombre de link candnico, ya que en ese caso g(p(z)) es
el pardmetro canénico de la familia exponencial (1.4). Las expresiones (1.5), (1.6) y (1.7)
caracterizan los modelos lineales generalizados. En estos modelos, €] interés se centra en

poder estimar el vector de pardmetros 3 utilizando el método de maxima verosimilitud.
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Ejemplo 1: Si la distribucién condicional de X dado Z = z sigue una distribucién normal

N(p(2),a?), la densidad condicional es de la forma,

oin=n = g3 (5)

_ emp{«p(z)z—wz(z)ﬂ _;{:rlog (\/%a)}

o2

De modo que, en este caso, ¢ = a2, 8(z) = p(z), a{d) = ¢, blp) = ¢?/2y c(z,¢) =

—22/{20?) — log(v/2r o).

Ejemplo 2: Si la distribucién condicional de X dado Z = z es exponencial Exp{A(z)~1),

la densidad condicional viene dada por

d(x|Z=2) = Mz)lexp{-A2) 'z} = eap{-A(2)" 'z + In(AMz)y 1)} =
= ea:p{—)\(z.)_la: —In(A(2))}.

Bajo este supuesto, se tiene que ¢ = 1, 8(z) = —A(2)7}, a(¢) = 1, bly) = —In(—¢) ¥
C(CC, ¢) = 0

En algunas situaciones, sin embargo, no puede garantizarse que se cumpla la relacion
lineal dada en (1.7). La utilizacién de las técnicas de regresién polinémica local en este
contexto permiten estimar la funcién de regresién (z) directamente a partir de la muestra
sin asumir la hipdtesis de linealidad. Puesto que estimar ¢(z) es equivalente a estimar

8(z) = (')~ *(p(2)), se sucle optar por estimar directamente el pardmetro canénico #(z).

Bajo los modelos lineales generalizados (1.4) y (1.7) se suele estimar 6(z) mediante el
método de maxima verosimilitud. Dados {(z, X;)}=;, la log-verosimilitud asociada viene

dada por

+ C(Xia Qb)

n
=

[ez-xi — b(8s)
a(¢)

1
donde Bi = H(Z-L').

En muchas aplicaciones, sin embargo, tan sélo se tiene una idea de la funcién varianza

condicional, que puede modelizarse segin
Var(X|Z = 2) = V(¢(2))

para alguna funcién V(). En este caso, el método de minimos cuadrados ponderados

no resulta consistente. En su lugar, se puede reemplazar la log-verosimilitud condicional
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por la lamada funcién de cuasi-verosimilitud (Wedderburn (1974)), Q(¢(z), z), que

satisface:
d Bz
C{)MQ(M‘E‘) - V(F") :

Los métodos de cuasi-verosimilitud presentan un comportamiento analogo a los méto-
dos de méxima verosimilitud, ¥ por lo tanto son un sustituto razonable cuando no se
dispone de la funcién de verosimilitud. En particular, el método de log-verosimilitud coin-

cide con el de cuasi-verosimilitud en el caso de la familia exponencial.

Para estimar 7(z) = g((z)), o alguna de sus derivadas, n™)(\),v = 0,1,2,...,p, n(-)

puede aproximarse localmente por un polinomio de grado p:
nu) = Fo+ bi{u—2)+ ...+ Gplu — 2)P,
estando u en un entorno suficientemente préximo de z.

Utilizando los datos locales alrededor de z, se obtiene la cuasi-verosimilitud local:

n

Qg7 (Bo+ ..+ Bylai — 2)7), Xi) Ko, (5 — 2). (1.8)
i=1
Maximizando (1.8) con repecto a 8 = (8g, ..., 3p)" se obtiene el estimador de maxima
cuasi-verosimilitud local para 5 (z),v = 0,..., p:

A (2) = v18, ().

La funcién de regresién (z) puede entonces ser estimada mediante la inversa de la

fancién link:
@(z) = g7 (7(2))

El métode de cuasi-verosimilitud no admite una solucidn explicita al menos que se tome
p = 0. El proceso de maximizacién debe afrontarse as{ mediante un método iterativo como
el método de Newton-Raphson o alguna de sus variantes, no siendo en general necesarias

demasiadas iteraciones para obtener una solucion.

Un estudio detallado de las propiedades asintdticas de estos estimadores puede en-
contrarse en la monografia de Fan y Gijbels (1996) y en las referencias que alli se citan.
A continuacién se exponen de forma mds escueta algunos resultados de especial interés
en de esta memoria. En primer lugar, se impondrin algunas condiciones de regularidad
con ¢l fin de establecer algunos resultados referentes al comportamiento asintético de los

estimadores anteriores.
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Sea d(z) la densidad marginal de Z y q(z,z) = (B%IF) Qg7 (p(2)), ). Nétese que g

es lineal en x, para cada z fijo, y que:

QQ(W(Z)aﬁa(Z)) = _P(Z),
9 -1
donde p(z) = ((9'(e(2)* Vie(2))) -

Se asumirdn las siguientes hipdtesis:

Hipétesis (H1.1) La funcién gz(z, z) < 0 para todo z € R y z en el rango de la variable

respuesta.
Hipétesis (H1.2) Las funciones d(-), n®+tY(.), Var(X|Z = ), V() y ¢"(") son continuas.
Hipdétesis (H1.3) p(z) 3 0, Var(X|Z = 2) # 0y g'{p(z)) # 0.
Hipétesis (H1.4) E(X*|Z =) estd acotada en un entorno de z.
Hipétesis (H1.5) La funcién kernel K(-) es una funcién simétrica y no negativa de
soporte compacto.
Teorema 1.1.2 (Fan, Heckman y Wand (1995)) Sea p — v ¢mpar. Bajo las hipdtesis
(H1.1)-(H1.5) se tiene que

o.(z) {ﬁ,,(z) — W) (z) — b, {2} + o(hﬁﬂ_")} — N(0,1) st hp — 0 y nh, — 0

donde

b(z) = tp+1K(t)dt v |n(?’+1)(2)hg+1_u
(p+ 1)!

o2(z) = (] KQ(t)dt) G () Var(X|Z = 2)}

d(z)nha’

Los resultados del teorema anterior pueden aplicarse ficilmente al caso en el que v = 0,
p = 1. Més concretamente, denotando por 7(z) el estimador de n basado en la cuasi-

verosimilitud local con p=1, se tiene que:
o(2) {Ai(z) — n(z) — b(z) + o(h})} — N(0,1)

donde
b(z) = { / tzK(t)dt} %Tf(z)h,i
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B {g'(0(2))*Var(X|Z = z)}
o2(z) = / K2(t)dt e

Si se considera el estimador normalizado

*

- - - ¢
B =a;' (ﬂo —n(z),..., h} (ﬁp - n(’“)(Z)/p!)) , con ay = (nhy)'/?
en la demostracién del Teorema 1.1.2 se establece que ,B* es de la forma

ﬁ* = "A_lwn,z + op(1),

donde

A = p(2)d(z}(pitj-2)izij<pr1
y

W, = i (Filz, ), XK | 22 (1.9)
n,z*anizlqln23221 i} 4 T 3 .
siendo .
2 (z; — z)P
i = [ 1, ey

z ( hn AL, )

Y

Ademas, se demuestra la normalidad asintética de EJ* directamente a partir de la de
W,z

(p+1)
Wz = o o) o, / WPHUK (w)du {1+ o(1)} — N (0,B),

con
d(z)Var (X|Z = z)

(V(e(2)g' (p(2)))*

UK ?(u)du,

donde U = (1,u,...,uP)t.

La distribucién asintética de Z(-) = ¢7(7(-)} se obtiene directamente del teorema

" anterior:

Corolario 1.1.1 Bajo las condiciones del Teorema 1.1.2, sinh3 — oo, el error Pl2)—p(2)
tiene el mismo comportamiento asintdtico que 7j{(z) —n(z), con el sesgo asintdtico dividido

por g'(w(2)) y la varianza esintdtica por (¢ (¢(2)))2.
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1.2. Analisis espectral de series de tiempo.

La representacion espectral de un proceso estacionario X = {X(¢),t € Z} esencialmen-
te descompone X en una suma de componentes sinusoidales con coeficientes aleatorios e
incorrelados. La descomposicién espectral es pues, en el 4mbito de las series de tiempo, un
concepto andlogo a la representacién de Fourier de las funciones deterministicas. El andlisis
de procesos estacionarios mediante su representacién espectral se denomina habitualmente
“anglisis en el dominio de frecuencias” o “andlisis espectral”. Resulta equivalente al anali-
sis en el “dominio de tiempo” basado en la funcién de autocovarianzas, pero proporciona
una forma diferente de analizar los procesos que puede resultar més interesante y util en

algunas aplicaciones.

A continuacién se describirdn algunos aspectos esenciales de la teoria espectral de
procesos estacionarios, prestando especial atencién a aquellos conceptoé y resultados que
mas tarde seran de utilidad en el desarrollo de esta memoria. Un estudio mas detallado
de la teoria de andlisis espectral puede encontrarse en referencias especializadas (Brillin-
ger (1981), Priestley (1989), Brockwell y Davis (1996}).

1.2.1. La densidad espectral

Sea X = {X(t),t € Z} un proceso estacionario de media cero y con funcién de auto-
covarianzas +(-) absolutamente sumable, es decir:

o0

> yh) < oo,

h=—00

Se define la densidad espectral del proceso X = {X(#),t € Z} como la funcién f(-)
dada por:

Y A(h)e™ —0 < A< 00, (1.10)

h=-00

1

"o

F(A)

La sumabilidad de |y(-)| garantiza que la serie que aparece en {1.10) converge abso-
lntamente. Ademds, puesto que las funciones cos(-) y sen(-) tienen ambas periodo 2, la
funcién de densidad espectral es periédica de igual periodo, por lo que es suficiente de-
finirla en el intervalo (—, 7w]. En particular, la funcién de densidad espectral verifica las

siguientes propiedades:

1. f() es par, es decir, f(A) = f(—A) para todo A € (—m,7].

2. f()) > 0 para todo A € (—=, 7).
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3. La funcidn de autocovarianzas del proceso X; puede expresarse comao:

v(h) = fﬂ e F(A)dA = /W cos(hA) f(A)dA,Yh € Z. (1.11)

- -

Debe hacerse notar, sin embargo, gue no toda funcidn de autocovarianzas tiene asociada
una densidad espectral. En general, existird una funcién F en (-, 7], continua a la dere-

cha, no decreciente y acotada, con F(—m) =0, tal que:

v(h) = f M AR(N), YR e Z.

Asf definida, F es la funcidén de distribucién espectral de (). Si F'(A) puede ex-
presarse como F(A) = ffﬂ F(z)dz se dird que la serie de tiempo tiene espectro continuo
v que f es su densidad espectral. Si F es una distribucién discreta, se dird que la serie

tiene espectro discreto.

En general, se puede demostrar que cualquier proceso estacionario es el resultado de

la superposicidn de una cantidad infinita de componentes sinusoidales:
X(t) :] et dz(N), (1.12)
{_ﬂ!w]

donde {Z{A}, -7 < A < 7} es un proceso de valores complejos con incrementos incorrela-
dos. La representacién (1.12) de un proceso estacionario de media cero X = {X(¢),t € Z}
se conoce como la representacién espectral del proceso y es comparable a la represen-
tacion espectral (1.11) de la funcidén de antocovarianzas v(-}. Como consecuencia de esta
expresion, puede deducirse que un “salto” en la funcién de distribucién espectral (o, equi-
valentemente, un “pico” en la densidad espectral) en una frecuencia +w indica la presencia

en la serie de tiempo de un componente sinusoidal de frecuencia w (y periodo 27 /w).

Ejemplo 1: Proceso ruido blanco normal.

Sea X = {X(t),t € Z} un proceso ruido blanco normal con funcién de autocovarianzas

(0) = 0? y v(h) = 0 para todo |h] > 0, con &2

> {). Para este proceso, su densidad
espectral es constante igual a:
o2
A)=—, -7 <A< T 1.13
SN = —m<a<w (1.13)
En este caso, cada frecuencia en el espectro contribuye de igual forma a la varianza

del proceso.
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Ejemplo 2: Proceso AR(1)

Sea X = {X(t),t € Z} el proceso autorregresivo AR(1) dado por:
X{t) = ¢X(t - 1) +2(t)

donde £(t) es una secuencia de variables aleatorias i.i.d. segiin una distribucién normal

N(0,?). Entonces la densidad espectral de X viene dada por:

2
FA) = -;—ﬁ-(l “2bcosh+ o) —m < A<

La Figura 1.1a muestra la densidad espectral de un proceso AR(1) para el caso en el
que ¢ = 0,7. En este caso, la densidad es mayor para frecuencias bajas y menor en las
frecuencias méas altas. Esto ocurre asi puesto que para un proceso como éste, la funcion
de autocovarianzas es positiva con un valor muy grande en el primer retardo, de modo
que la serie resulta suave con pocas componentes de frecuencias altas. Por el contrario,
para ¢ = —0,7 la funcién de autocovarianzas presenta un valor negativo alto en el primer
retardo, indicando que la serie fluctia rapidamente en torno a su valor medio. En este

caso, existiran componentes sinusoidales con frecuencias altas (Figura 1.1b).

Figura 1.1: Densidad espectral correspondientes a un proceso AR(1) con errores gaussianos

y pardmetro autorregresivo (a) ¢ = 0,7 o (b) ¢ = -0,7.
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0.5
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Ejemplo 3: Proceso ARMA(p,q)

En general, para el caso en el que X = {X(t),¢ € Z} sea un proceso ARMA(p,q) dado

por
P(LYX (t) = O(L)e(t), (t) = N(0,07)

su densidad espectral es igual a

02 | ﬂ(e_i’\) l2

f(A):Q_T;—TW’-WSA<W

1.2.2. El periodograma

En la practica, resulta necesario obtener aproximaciones espectrales tanto de la fun-
cién de autocovarianzas como del espectro de una serie. Dada X, = (X7q,... ,Xn)t una
realizacién parcial de un proceso estacionario de media cero, X = {X(¢t),¢ € Z}, la funcién
de autocovarianzas muestral puede utilizarse como una estimacién de +(-), mientras que

el periodograma I, (-) resulta ser el andlogo muestral de la densidad espectral f(-).

Sea x = (X1, X2, - ,Xn)t € C". Sean ademds M = 2,’;—’“, donde k recorre los enteros
entre —N y N, con N = [21]. Es decir:
2nk n—1 n—1
Ap=—, k=— . 1.14
e e (1.19)

Los valores en (1.14) reciben el nombre de frecuencias de Fourier asociadas al

tamaflo muestral n. De esta forma, los vectores:

1 iAe 2k m;,\k) n—1 n—1
—_— k= —
vn (e 1€ € ’ 2 e 2

forman una base en C™, de modo que el vector & € C™ puede expresarse como suma de n

€L =

componentes:
(23]
r = Z agCh,
k=[5
donde
— 1 . —itAg
a = %gx}e . (1.15)

La secuencia {a;} en (1.15) se conoce como la transformada finita de Fourier
del proceso X. Sus adecuadas propiedades tedricas (proporciona variables practicamente
incorreladas} y la rapidez con la que puede calcularse mediante cualquiera de los algoritmos
de transformacion rédpida de Fourier (Otnes y Enochson (1978)), hacen que desempeiie un

papel fundamental en el analisis de series de tiempo.
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Se define el periodograma de X, = (X;y,. .. , Xn)! como:

n 2
> Xyexp(—iAt)| , A€ [-m,7) (1.16)

t=1

1
In(A) = —
n(}) 2rn
Mediante calculos sencillos se puede demostrar el siguiente resultado:

Proposicién 1.2.1 (Priestley(1989)) Dada X, = (X1,..., Xn)" una realizacion de un

proceso estacionario de media cero X = {X(1)},t € Z}, y Ay una de los frecuencias de

Fourier, A\ = 2:;—’“, en (—m, 7|, Ap # 0, entonces:
1 gy =ik
T = = 3 Ak (117)
|hl<n

donde Y(h) es la funcién de autocovarianzas muestral asociada a X .

La comparacién de la expresién (1.17) con la definicién (1.10) de la densidad espectral
sugiere utilizar el periodograma I,,(A) como un estimador natural de f{A). Sin embargo,
estudios detallados de sus propiedades revelan que no se trata de un estimador consistente.
A continuacién se expondran algunos resultados en este sentido que resultaran de interés

para el posterior desarrollo de esta memoria.

Teorema 1.2.1 (Priestley(1989)) Sea X = {X(t),t € Z} una serie de variables alea-

torias independientes con cumulante de cuarto orden finilo ka, entonces:

.k} 4
L ZX (A A2) + FulAr — A2)}
n  2an

cov (In(A1), In{A2)) = 4

donde F,(A) es el nicleo de Fejer dado por:
1 sen?(22)

Fo(A)= — 27
V=5 sen?(%)

Como consecuencia del teorema anterior se deduce que, tomando Ay = Az = A

1.4 | ke ~2
+ 21+ On A#£0 47
Var(In(A) = Z?f(“)lf n) . (%) A7
= (20% + %) A=0, %7
De este modo, si X es un proceso normal (con lo cual kg = 0) y Ar es una de las
frecuencias de Fourier, se obtiene:
Lot A#0,+£rm

a
Var(I.(Ag)) = 47U X
() { 204 A=0,3n
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Bajo estas mismas hipdtesis, para Ay # tAg:

0 81 X es normal y A1, A2 son miltiplos de 2—;-
O(n=2) si X esnormal y | A1+ Ag [> 22
Cov(In(A1), In(A2)) = ) n o (1.18)
O(nfl) si X esesnonormal y | A1 + A2 > T,

0 A1, Ag son multiplos de 2—1;’-

Es decir, incluso para procesos no normales, las ordenadas del periodograma son

asintéticamente incorreladas si A, Az son miiltiplos de ?;z’i o estan suficientemente espaciadas.

1.2.3. Teoria espectral de procesos lineales

El analisis espectral resulta especialmente 1itil en el estudio de procesos lineales. A ¢on-
tinuacion se abordard la transmision de procesos estocasticos a través de filtros lineales, con

el fin de mostrar la forma que toma la densidad espectral de un proceso lineal cualquiera.

Un proceso X = {X(t),f €Z} es el “output” de un filtro lineal invariante ¢ =
{#;, 7 =0,%1,...} aplicado a un proceso “input” Z = {Z(t),{ € Z} si:

X(t)= > ¥Z(t-j), t=0,+1,. ..

j==o0

Se dice entonces que el proceso X = {X(t),t € Z} es un proceso lineal.

Proposicién 1.2.2 (Priestley(1989)) Sea Z = {Z(t),t € Z} un proceso estacionario
de media cero y densidad espectral fz()). Sea ¥ = {;,7 =0,%£1,...} un filtro lineal

(= 0]
invariante con E |93 < 0o. Entonces el proceso lineal

j=—00
o0
X)) = > #Z(t-j)
Jj=—00

es un proceso estacionario de media cero y densidad espectral

—in|? —iX iA

1) = hele™) | 120) = wle™u(e) £200),

donde 9(e™*) = 3522 _ eV,

La funcién ¥(e™") se denomina funcién de transferencia del filtro, y |1(e™*)[?

poder de la funcidn de transferencia.
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Del resultado anterior se deduce que si X = {X(¢),t € Z} es un proceso lineal Gau-
ssiano dado por
o0
X(t)= > ;20—
=0
con {Z(j),j € Z} una secuencia de variables aleatorias i.i.d. N(0,0%), su densidad espec-

tral es necesariamente de la forma

2
FO) =l WP ZE, (1.19)
con o
)= ) drexp(~iih). (1.20)
Jj=—c0

Del mismo modo, el siguiente teorema establece la expresién asintética del periodogra-

ma de un proceso lineal.

Teorema 1.2.2 (Priestley(1989)) Sea X = {X(t),t € Z} un proceso lineal general da-
do por

s =]
X =Y wz(t-3),
j=—o0
siendo Z = {Z(t),t € Z} un proceso estacionario de variables aleatorias independientes
con B(Z(t) = 0, B(Z2(2)) = 0}, B(Z41) < 00 y 520 |95 |17 °< 00,0 > 0.

j=—o0

Entonces, se tiene que:
27
L)) = f()\)g_Z n,z(A) + Ra(X), - (1.21)
Z

siendo I, z(A) el periodograma asociado a (Z1, ... . Zn)t, y donde E {| Ru(X) 12} = O(n=%)

uniformemente en A.

La expresién (1.21) permite obtener una expresion asintética de I, (A) directamente a

partir de los resultados conocidos para I, z. En particular, para un proceso lineal Gau-

ssiano, con {Z(t)} ii.d. N(0,0%), se tiene para Ay = Z£ que:
1 2. 2 n
= k#10,5,n par
w20zxi k=03

A partir de (1.21) y (1.22) se obtiene que:

X3 + Ry k#0,%,n par

(1.23)
FAR)XE + Rk k=0,%

In(/\k) = {
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De modo que, si se ignora Ry, x, sobre las frecuencias de Fourier se tiene que:

2

E(In(Xg)) = f(Xg), Vb =-N, ...

1

M) k#0,
k=0,

Var(In(Ag) = { 212(3,)

b3 bR

Puesto que Var(l,) no converge a cero, I(-) no es un estimador consistente de f(-).

De igual forma, puede establecerse la covarianza asintética para las ordenadas del

periodograma sobre las frecuencias de Fourier:

Teorema 1.2.3 (Priestley(1989)) Ses X = {X(t),t € Z} un proceso lineal general co-

mo en el Teorema 1.2.2. Entonces:

e 2r

Cov (In{A1), In{A2)) = {H +— [Fa(d + A2) + Fu(Aa - /\2)]} f(A)f(A2) + O (n™%)

donde e = fjj“- = E(Z}) — 3, Fy, es el niicleo de Fejer y el término restante es de O(n~%)
=z

uniformemente en Ay, As.

En particular, si X es un proceso lineal normal las ordenadas del periodograma sobre

las frecuencias de Fourier satisfacen

cov(In(Ae) Tn(As)) = FA) F(Xe) 1 aemn,) + O(n™2). (1.24)

1.3. La suavizacion nucleo en la estimacion de la densidad

espectral.

La estimacién de la densidad espectral f(-) de un proceso estacionario X = {X(t),t € Z}
puede resultar especialmente 1til en el estudic de ciertas caracteristicas de las series tempo-
rales. A partir de una realizacién de dicho proceso, Xn = (X1, ... ,Xn)t, el periodograma
I.(-) resulta ser el andlogo muestral de f(-). Sin embargo, ya se ha indicado que aunque
éste es un estimador asintéticamente insesgado de la densidad espectral, resulta no ser
un estimador consistente, lo qué hace necesario estudiar otro de tipo de estimadores que

mejoren sus propiedades.

Como en cualguier problema de estimacion de curvas, la estimacién de la densidad
espectral correspondiente a un proceso estacionario X = {X(t),t € Z} puede abordar-

se desde un punto de vista paramétrico o no paramétrico. En el primer caso, se asume
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que la densidad espectral teérica pertenece a alguna familia indexada por un parametro
finito-dimensional como, por ejemplo, a la de los espectros de procesos ARMA(p,q). Los
métodos resultantes pueden resultar muy ttiles en algunas aplicaciones. Sin embargo, el
coste computacional puede llegar a ser excesivo y no toda densidad espectral puede aproxi-
marse de un modo eficiente por modelos ARMA(p,q). En el presente trabajo se utilizara el
enfoque no paramétrico, recurriendo a estimadores consistentes de la densidad espectral
f(.) obtenidos suavizando el periodograma usando esencialmente técnicas de regresion po-
linédmica local. La estimacion se realizard segiin tres métodos diferentes propuestos por

Fan y Kreutzberger (1998), y de los que se incluird a continuacién una breve descripcidn.

Sea X = {X(t),t € Z} un proceso lineal gaussiano dado por

X(t) = i U, Z(L - 7), Z;j ~ #4dN{0, %)

j=—o0

y con densidad espectral

2 o)
T = 1RO Py con T = 3 Wyem

j=—00
En primer lugar, y siguiendo a Fan y Kreutzberger (1998), se asumirdn las siguientes

hipétesis con el fin de establecer las propiedades asintéticas de los estimadores del espectro

utilizados:

Hipétesis (H2.1) X = {X(t),# € Z} es un proceso estacionario con >, | ¥; | 7% < oo

Esta hipdtesis garantiza que la densidad espectral tenga una segunda derivada acotada.
Hipdtesis (H2.2) Su funcién de densidad espectral f(-) es positiva en [0, 7].

Hipétesis (H2.3) K es una funcién nicleo, funcién de densidad simétrica con soporte

compacto.
Hipétesis (H2.4) (log(n))*hy, — 0y nhy, — oo cuando n — co.

A continuacién se describirdn los tres estimadores del espectro propuestos por Fan y

Kreutzberger (1998) y que serdn utilizados en el desarrollo de la presente memoria.

a) El periodograma suavizado.

El primer método utilizado para obtener un estimador consistente de la densidad
espectral f (\) consiste en construir el suavizador lineal local del periodograma basado
en X . Es decir, suavizar directamente los datos {Ag, In (M)}, donde Ay = 27k/n, con
k=—N,...,N, N=|[(n-1)/2], denotan las frecuencias de Fourier, y
2

() = — , e [ma]

27n

T
> Xiexp(—iAt)
t=1
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Si X es un proceso lineal Gaussiano, se ha visto en (1.23) que las coordenadas del
periodograma evaluado sobre las frecuencias de Fourier, I, (Ag), se distribuyen asintética-
mente como una exponencial de media f(A\;) y son aproximadamente independientes. De

un modo ma4as formal, siguen el siguiente modelo de regresién heterocedastico:
Iy = In (M) = f(Ak)Vi + Rak, (1.25)

donde R, ; denota un término asintéticamente nulo y las Vi's son variables con una
distribucién exponencial estindar e independientes para todo k # 0. En particular, ¥

Y Vin/2l (para n par) siguen una distribucién X%-

De acuerdo con la Hipdtesis (H2.2), la densidad espectral del proceso X es positiva en

[—m, 7], ¥y bajo esta propiedad se demuestra que (Kooperberg, Stone y Truong (1995)):

mat_n<k<n | Rng |= Op(n~Y?logn). (1.26)

La igualdad (1.26), junto con las Hipétesis (H2.3) y (H2.4) permiten cancelar, desde un
punto de vista asintético, el término R,k en el modelo de regresién (1.25), resultando en
un modelo de regresién estandar. De este modo, si se realiza un ajuste lineal local estdndar
aplicando minimos cuadrados locales ponderados se obtiene un estimador de la densidad

espectral de la forma:
N

fors(y = 3 we (W) Ik,

k=—N
siendo wg (A) los pesos del ajuste lineal local, que dependeran de la funcién ntcleo K y
el ancho de banda A,. A lo largo de la presente memoria, nos referiremos a fDLS como el

periodograma suavizado.

A partir de la teoria general de la regresién polindmica local se deduce que, bajo las
condiciones (H2.1)-(H2.4), el estimador periodograma suavizado sigue asintéticamente una,

~distribucién normal segin:

Vb { Fous(3) = FO) = Z2 7 (\ua(B) + o(h2) b = N (0, m0(K)207) . (1.20)
2

b) El log-periodograma suavizado.

El segunde enfoque consiste en suavizar el logaritmo del periodograma utilizando de
nuevo la regresién lineal local ponderada. Aplicando una transformacién logaritmica. al

modelo (1.25) se obtiene

Yi =log (In (M) = m(Ag) + &x + 7i, (1.28)
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donde ahora la funcién media es m(Ax) = log (f(Ag)), £k = log (Vi) son variables aleatorias
i.i.d. con funcién de densidad f:(z) = exp {—exp(z) + x}, y & = log {1 + Rni/f (M) Vi }
denota un término asintéticamente nulo. Ademads, se sabe que E (g;) = Gy = —0,57721,

una constante de Euler, y Var(eg) = 7°/6.

De modo similar a como ocurria en el caso anterior, la igualdad (1.26), junto con las
Hipétesis (H2.3) y (H2.4) permiten cancelar, desde el punto de vista asintdtico, el término
7 en el modelo de regresion (1.28), dado que

N

S kA = Op(n™/?log? ),
k=—N

uniformemente en A € [—m, 7. Asi, asintéticamente, el término 7y puede ignorarse en
(1.28), resultando en un modelo de regresién estandar. De este modo, si se centra el nuevo
modelo de regresién restando Cy = E () en ambos lados de la expresién (1.28) y se

desprecia el término 1y, se obtiene el modelo aproximado

Vi—-Co=log(l,(M))—Co=m (M) + (ex — Co). (1.29)

De nuevo puede aplicarse al modelo {1.29) el método de minimos cuadrados para
obtener el mejor ajuste lineal local, resultando el siguiente estimador del logaritmo del

espectro
N

mLs(A) = > we () (Y — Co), (1.30)
k=—-N

donde, de nuevo, wi (A) denota a los pesos del ajuste lineal local correspondiente.
Una nueva transformacién de g conduce al estimador de la densidad espectral
fus(A) = exp {mrs(V)}, (1.31)
al que nos referiremos como log-periodograma suavizado.

Los logaritmos de las coordenadas del periodograma {I,{A¢)} no son variables in-
dependientes ni idénticamente distribuidas segin una distribucién log-exponencial. Sin
embargo, tal y como se ha apuntado antes, Fan y Kreutzberger (1995) han demostrado
que g se comporta asintéticamente como si los datos procediesen del modelo (1.29).

M4s concretamente, bajo las condiciones (H2.1)-(H2.4):

rs(A) —m(A) ~ N (RZm (\)p2(K) /2, (n /6)vo(K)m /(nh)) - (1.32)

Para el estimador log-periodograma suavizado fLs se obtiene de (1.31), mediante
Taylox:
FLs(N) = F(A) = exp(@izs(X)) — m(A) =
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= exp(m(A) {zs(A) — m(A)} + Op((Ars(A) — m(A)?) =

= exp(m(A) {Aizs(A) — m(\)} + Op(h* + (nha) ™). (1.33)
De donde
" 2 ,ﬂ_2
Vi { Fus(h) = ) = 2 ()1 + o2 b = ¥ (0, PN
(1.34)

De este modo, el parametro ventana dptimo para la estimacion de la deusidad espectral,

en el sentido de que minimiza el error cuadratico integrado, viene dado por:

vo(K)(n?/6)x Jl/an—l/z»_ (1.35)

h =
ESOPT = 3(K) [T {m" (V)2 d

¢) El estimador de mdxima verosimilitud local.

Un tercer estimador puede obtenerse suavizando el modelo de regresién dado en (1.28),
utilizando el criterio de méaxima verosimilitud local en lugar del criterio de minimos cua-

drados.

La funcién del logaritmo de verosimilitud local ponderada que ha de maximizarse viene
dada, para cada A, por

N
Lla,b)= > f—exp{Vi—a—b— N} +Ye—a—b— A Kn, A —A), (1.36)
k=—N

donde Ky, () = h K (h7' ).

De este modo, si ik denota el valor de a que maximiza (1.36), el cual puede hallar-
se por algin procedimiento numérico (e.g. el algoritmo de Newton-Raphson), la tercera

propuesta que se utilizarda para estimar el espectro por técnicas de ajuste lineal local serd:

Fri(X) = exp {mrx(\)}.

A lo largo de esta memoria, nos referiremos al estimador frx como log-periodograma

suavizado por maxima verosimilitud local.

El siguiente resultado, debido a Fan y Kreutzberger (1998), muestra el comportamiento

asintético de dicho estimador.

Teorema 1.3.1 (Fan y Kreutzberger (1989)) Si se verifican las hipdtesis (H2.1)-(H2.4)

se tiene, pare cade 0 < A < 7

Ve {izk(A) = m(A) — Bm” (Npa(K)/2 + o(h2)} — N (0,v0(K)m)
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Para el estimador de la densidad espectral, }:LK = exp{mrx(A)}, se tiene que:

Corolario 1.3.1 (Fan y Kreutzberger (1989)) Bajo las condiciones (H2.1)-(H2.4),

se tiene, para cada 0 < A <7

Vit { Fuie(3) = F) = B/ (0)f (Npa(K) /2 + o(h%) | = N (0,20(K)f*(\)m)

De los resultados anteriores se deduce que el estimador basado en la funcién del logarit-
mo de la verosimilitud ponderada tiene asintdticamente una varianza menor que el estima-
dor log-periodograma suavizado, mientras que su sesgo asintético es el mismo. Asi mismo,
el estimador basado en la funcién de verosimilitud tiene menor sesgo que el periodograma
suavizado en las regiones en las que el logaritmo de la densidad espectral es convexa, no
resultando comparables en otro caso. De cualquier modo, ambos estimadores presentan

asintéticamente la misma varianza.

Nétese que, segiin se demuestra en Fan y Kreutzberger (1998), la funcién log-verosimilitud

local (1.36) es también la log-verosimilitud local de la secuencia
{exp(V}) = exp(m{r) +ex). k=1,...,N},
que son iid segiin una distribucién exponencial. De un modo més detallado:
Yi =m{A) +ek = Yy = ezp(Yy) = f(0e) Vi, (1.37)

donde V, es una secuencia de variables aleatorias i.i.d. Ezp(f(M)).Ademads, segin (1.25},
las variables Y} coinciden, salvo en un término asintGticamente despreciable, con las or-
denadas del periodograma sobre cada una de las frecuencias de Fourier. Por lo tanto, se
trata de un caso particular de la familia exponencial, donde el interés se centra en estimar
(A} = g(F(A)) = log(f(A)) = m(X), con la funcién de cuasi verosimilitud asociada dada
por:

Q(p.y) = log (%) - %

El teorema anterior se deduce de modo inmediato del Teorema 1.1.2conv =0, p=1

y densidad del disefio equiespaciada.

Denotando por
¢

———

B =o' (3= m(A), ha — (V)

con an = (nhn) "% y (g, ) maximizando (1.36), entonces

B*y=—ATTW,\ +op(1)
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1
siendo A = —%ﬂ- 0 y
0 p2(K)

N
/ Ap — A
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con

A — A\
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Por lo tanto,
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Capitulo 2

Analisis discriminante de series de
tiempo: Un enfoque no

paramétrico

2.1. Introduccion

En el contexto del andlisis discriminante, también denominado clasificacién supervi-
sada, el objetivo se centra en definir una regla que permita asignar una nueva observacion
¥ = {y1,...,7»)" a una de G categorias mutuamente excluyentes. Las soluciones tradicio-
nalmente empleadas son de corte probabilistico y se basan en utilizar el criterio de Bayes
y asignar la nueva observacidn y a la categoria para la que se maximice su probabilidad
a posteriori. Dicho criterio resulta éptimo, en el sentido de que minimiza la probabilidad
global de mala clasificacién (Anderson (1984)). Asi, denotando por fy(-),cong=1,...,G,
la densidad de probabilidad gue define a la g-ésima poblacién, y por m, la probabilidad a
priori de dicha categoria, la regla de clasificacién de Bayes propone asignar la observacién
y a la clase 7 tal que:

g =argmaz,.;  c{fs(¥y}mg}. (2.1)

Para el caso en el que se discrimine entre G = 2 categorias, el criterio de Neyman-

Pearson se basa en el cociente de verosimilitudes

fi(y)
faly)’ 22

de forma que la observacién y se asigharia a (1 si dicho coclente excede un cierto valor

K y a (3 en caso contrario. La ventaja de este criterio de clasificacidn es que resulta

independieite de las probabilidades a priori y que, fijada la probabilidad de error de Tipo

35
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I (equivalentemente, de Tipo II), permitirfa minimizar la probabilidad de error del otro
tipo sin mas que fijar la constante K convenientemente. Es obvio, ademas, que cuando

K = mg/m la regla discriminante coincide con el criterio de clasificacién de Bayes.

Habitualmente se asume que, bajo cada clase, las observaciones siguen una. distribucion

normal multivariante:
Foly) = @ (¥lpg, Zg) -

Si la estructura de covarianzas para las diferentes clases entre las que se discriminea.
son iguales (es decir, & = £y = £y = ... = %), el criterio de clasificacién se reduce a la
regla discriminate lineal de Fisher (Linear Discriminant Analysis, LDA). En dicho caso, la
regla de clasificacién se reduce a comprobar si una combinacién lineal de las componentes
de y exceden o no un cierto punto de corte. En otro caso, si las matrices de covarianzas
no se asumen iguales, el método resultante es el criterio de discriminacién cuadratica
(Quadratic Discriminant Analysis, QDA), de forma que el estadistico discriminante es

una. forma, cuadritica en las componentes de y.

En el caso més sencillo en el que se desee discriminar entre G = 2 poblaciones, dichas

funciones discrimninantes vendran dadas como:
te—1 1 te—1 1 te—1
(LDA) di(y) = (1 — p2)'S 7"y = 50457 + 5p55 pg
1 _ - _ _
(QDA) doly) = §yt(22 Lo hy + (ud5] Vs ly

Obviamente, los métodos de clasificacién LDA y QDA presentan ciertas limitaciones
al asumir que cada una de las clases se define a partir de una distribucién gaussiana.
Generalmente, se desconoce tanto fg(-) como 7y, g = 1,...,G y la hipétesis de normalidad

puede resultar bastante restrictiva.

En ocasiones se dispone de una serie de observaciones (conjunto de entrenamiento) de
las que se conoce a priori el grupo de pertenencia. Si es factible asumir que el conjunto de
entrenamiento constituye una muestra aleatoria del total de la poblacién, las probabilida-
des a priori pueden estimarse ficilmente a partir de la frecuencia relativa de cada clase
en la muestra, 7, = ny/n, donde ny es el nimero de datos de la clase g observados en la
muestra de entrenamiento. La estimacién de las densidades condicionales fy(-) resulta, en

cambio, mas compleja.

La solucién adoptada con més frecuencia se basa en estimar las densidades condictona-
les mediante estimadores tipo nicleo (Hand (1982) y Silverman (1986)), que serdn luego
utilizados en la regla de clasificacién (2.1). Sin embargo, son bien conocidas las limitaciones

de los métodos tipo niicleo en el contexto multidimiensional, asi como la alta variabilidad
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de las estimaciones que proporcionan para la cola de las densidades, que pueden jugar sin

embargo un papel fundamental a la hora de discriminar entre dos poblaciones.

En este sentido se han propuesto recientemente otros métodos de clasificacion que re-
sultan mas fexibles que los ya mencionados LDA o QDA y pueden solventar al mismo
tiempo los problemas que surgen de utilizar los estimadores no paramétricos de las den-
sidades condicionales. Algunos de estos métodos se basan en asumir que la densidad de
cada una de las clases entre las que se discrimina es una mixtura de normales:

Gj

Fo¥) =D 1450 (Ylitgj, Tgs) (2.3)
=1

Bajo esta hipdiesis, la aproximacién de la densidad requiere estimar los vectores de
medias pg;, las matrices de covarianzas ¥g; y los pesos en las mixturas 7y; paraj = 1,..., Gy
y g = 1,...,G, lo que supone un mimero elevado de parametros y dificulta la estimaciéon
en el caso de trabajar con tamahos muestrales reducidos. Siguiendo estas ideas, Hastie
y Tibshirani (1996) introdujeron el andlisis discriminante mediante mixtura de normales
(Migture Discriminant Analysis, MDA), que se basa en la hipétesis (2.3) exigiendo ademas
dos condiciones que facilitan la estimacion de los pardmetros: la igualdad de las matrices
de covarianzas de todas las componentes en cada mixtura (es decir, Lx; = ¥ para todo
k,7) v que el niimero de componentes en la mixtura de gaussianas sea conocida a priori
para cada una de las clases. Estas dos hipétesis han sido a su vez relajadas para dar lugar

a métodos de clasificacién mis flexibles (ver Fraley y Raftery (2002)).

La extension de cualquiera de estas técnicas de clasificacién al dmbito de las series de
tiempo resulta una cuestion de gran interés practico. El problema de discriminar series
de tiempo tiene de hecho importantes aplicaciones en un gran nvmero de ireas de cono-
cimiento incluyendo la fisica, economia, medicina, sismologia, ingenieria o zoologia, entre
otras. Uno de los ejemplos que ha sido tratado de forma reiterada en la literatura es el
problema de discriminar entre las ondas expansivas generadas por pequefias explosiones
nucleares y las procedentes de terremotos (Tojstheim (1975), Shumway y Blandford (1993)
o Kakizawa, Shumway y Taniguchi (1998)). Otras aplicaciones consisten en la deteccién de
sefiales dentro de un serie de ruido, para identificar la posicién y velocidad de un objetivo
(Davenport y Root (1958), Selin (1965), Helstrom (1968), Van Trees (1968)); la deteccién
de patrones de voz (Welch y Wimpress (1961), Markel y Gray (1976), Wolf (1976)) o el
procesamiento de imagenes (Huang, Schreiber y Tretiak (1971), Meisel (1972), Rosenfeld
y Weszka (1976)). Otra importante aplicacién en el campo de la medicina consiste en dis-
criminar entre diferentes clases de registros electroencefalograficos. Este tipo de datos han
sido utilizados para distinguir entre diferentes fases de suefio, discriminar entre niveles de

anestesia suficientes o insuficientes para una intervencién quirirgica o en la prediccién del
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inicio de brotes epilépticos (Gevins et al. (1975), Gersch y Yonemoto (1977) y Gersch et
al. (1979)). En Shumway (1982) puede encontrarse una revisién de los distintos dmbitos

de aplicacién del analisis discriminante de series temporales.

Es importante subrayar que las soluciones clasicas antes descritas pueden no resultar
adecuadas en el caso de trabajar con series temporales. Tal y como se ha mencionado,
bajo la hipétesis de una distribucién gaussiana, el estadistico discriminante basado en el
cociente de verosimilitudes resulta éptimo en el sentido de minimizar las probabilidades
de mala clasificacién. De modo general, dicho estadistico se reduce a una forma cuadritica
evaluada sobre la serie observada (o a una combinacién lineal de sus observaciones en
el caso de que las matrices de covarianzas de los procesos entre los que se discrimine
sean iguales), definida a partir de la inversa de las matrices de covarianzas. Sin embargo,
cuando se trabaja en el contexto de series temporales, la longitud n de las series suele
ser grande, de modo que la alta dimensionalidad de las matrices con las que se debe
trabajar puede conllevar graves problemas computacionales o incluso hacer imposible el
obtener una solucién numérica. De igual forma, el computo de las probabilidades de error
resulta dificil debido a la complejidad de la distribucién del estadistico discriminante. El
enfoque del problema a través del dominio de frecuencias puede resultar una alternativa
interesante para evitar estos problemas. La clave consiste en poder expresar el estadistico
basado en la razén de verosimilitudes en términos de los correspondientes espectros, esto
es, reemplazar la representacién de cada proceso mediante su matriz de covarianzas por
la correspondiente representacién en términos de su densidad espectral, de forma que el

problema de la dimensionalidad quedaria asi solventado.

En los tltimos afios, se han propuesto diversas soluciones al analisis discriminante
de series temporales, tanto en el dominic del tiempo como en el dominio de frecuencias
(Shumway y Stoffer (2000), Taniguchi y Kakizawa (2000)). En el dominio temporal, el
interés se centra en obtener alguna aproximacién a la verdadera distribucién del cociente de
verosimilitudes. Algunas referencias en este sentido son Shumway (1982), donde se propone
una aproximacién gaussiana en funcién de la estructura de covarianzas de los procesos
entre los que se discrimina, o Chan, Chinipardaz y Cox (1996), donde se proporciona una
solucién analitica particular para el caso en el que se discrimine entre dos procesos ARMA
estacionarios. En este sentido, Dargahi-Noubary (1999) también propone un estadistico

discriminante lineal que resulta eficiente para discriminar entre dos procesos gaussianos.

En el dominio de frecuencias, Capon (1965) y Ligget (1971) sugirieron ya la utiliza-
cién de aproximaciones espectrales en el andlisis discriminante de dos procesos gaussianos
con igual estructura de covarianzas. Desde entonces, han sido varios los autores que han
recurrido al dominio espectral para abordar el anilisis discriminante de series de tiempo,

generalmente bajo hipétesis de Gaussianidad, como Shumway y Unger (1974), Dargahi-
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Noubary y Laickock (1981), Shumway (1982), Alagon (1989) o Dargahi-Noubary (1992).
Otros trabajos han discutido ademais la robustez de este tipo de métodos frente a la
ausencia de normalidad (Zhang y Taniguchi (1994), Zhang y Taniguchi (1995) y Kakiza-
wa (1996)) v explorado otras medidas de disparidad a partir de las que definir un criterio
discriminante distinto (Kakizawa (1996), Krzysko y Wolynski (1997}, Kakizawa, Shumway
y Taniguchi {1998)).

Una tercera forma de realizar el andlisis discriminante de series temporales es el enfoque
funcional (Ferraty y Vieu (2000)). La idea consiste en estimar no paramétricamente la
probabilidad a posteriori de que la curva observada pertenezca a cada una de las categorias
entre las que se discrimina. Desde este punto de vista, cada observacién se piensa como
una funcién aleatoria, de modo que ha de definirse una semimétrica funcional especifica
para calcular el estimador no paramétrico. Ferraty y Vieu (2000) han reflejado el buen

comportamiento de su método y su regularidad en diferentes situaciones.

En este capitulo se propondra un nuevo criterio discriminante para la clasificacion de se-
ries de tiempo, basado en la medida de disparidad espectral propuesta por Kakizawa (1996)
(ver también Kakizawa,Shumway y Taniguchi (1998)). Dicho procedimiento consiste en
medir la disparidad entre la densidad espectral bajo cada una de las categorias entre las
que se discrimina y un estimador del espectro del proceso a clasificar obtenido a partir de
los datos observados. De este modo, el proceso se asignard a la categoria con la que exista

menor disparidad.

La aplicacién de tal procedimiento exige estimar el espectro a partir de la serie obser-
vada, para lo cual se puede utilizar un enfoque bien paramétrico o bien no paramétrico.
En el primer caso, se asume que la densidad espectral tedrica tiene una forma paramétri-
ca conocida (por ejemplo, la correspondiente a un proceso ARMA) que serd estimada a
partir de los datos. En este trabajo, se optard por el enfoque no paramétrico y se pro-
pondré la ntilizacién de estimadores basados en técnicas de regresion polinémica local en
este contexto. En particular, se utilizardn para la estimacién del espectro los estimadores
no paramétricos propuestos en Fan y Kreutzberger (1998). Se comparard el comporta-
miento del estadistico discriminante obtenido al utilizar cada uno de los tres estimadores
espectrales, y se demostrard su normalidad asintética para el caso de discriminar entre

procesos lineales gaussianos.

En la siguiente Seccién se describird el procedimiento discriminante basado en la medi-
da general de disparidad espectral propuesta por Kakizawa (1996). A continuacién, en la
Seccidn 2.3, se estudiardn las propiedades tedricas de dicho criterio discriminante cuando
la densidad espectral del proceso a clasificar se estima utilizando técnicas no paramétricas.

En particular, se consideraran las tres vias de suavizacién local lineal apuntadas por Fan



40 Capitulo 2. Andlisis discriminante de series de tiempo: Un enfoque no paramétrico

y Kreutzberger {1998). Se estudiard la distribucién asintética del estadistico disciminan-
te y se computaran las probabilidades de mala clasificacién asociadas. Finalmente, en la
Seccién 2.4, se estudiardn las propiedades tedricas de dicho criterio discriminante en el
caso de que se desconozca la expresién de las densidades espectrales tedricas de las clases
entre las que se discrimina, y que éstas tengan que ser estimadas a partir de muestras de

entrenamiento.

Los resultados expuestos en este capitulo estian descritos en Vilar y Pértega (2004).

2.2. Criterio discriminante basado en una medida general

de disparidad espectral.

Sea Xy, = (X1, ..., Xn)! una realizacién parcial de un proceso estacionario escalar con
media cero X = {X;,t € Z}. Se asume que el proceso X pertenece a una de k posibles
categorias mutuamente excluyentes Iy, 11y, ..., [z, donde cada II;,j = 1,...,k especifica
una estructura de covarianzas particular y conocida pafa X . En este contexto, se plantea

el problema de clasificar X en una de dichas categorias a partir de la observacién de Xs.

Considérese inicialmente el caso més simple en el que & = 2. Una solucién clasica
consiste en asignar el proceso al grupo bajo el que se maximiza el logaritmo de la funcién

de verosimilitud de X,,, es decir, evaluar
D(Xn) = Dl(Xn) - D2(Xﬂ,) (2-4)
con
Di(X,) =n"og (p(Xn)), 5 =1,2,
donde p;(-) denota la densidad de probabilidad de X, bajo Iy, j = 1,2. De acuerdo con

este criterio, se asignard X, a ITy si D(X,) > 0. En otro caso, X, se asignard a llz.

Es bien sabido que el criterio (2.4) permite obtener un método éptimo de clasifica-
cién, en el sentido de que minimiza la probabilidad total de error (Anderson (1984)). Sin
embargo, en el contexto de series temporales, el estadistico discriminante basado en (2.4)
es, en general, bastante complicado de evaluar explicitamente. Si, por ejemplo, X es un

proceso Gaussiano, entonces ; es una forma cuadritica dada por
n 1 1 -
Dj(Xn) = —5 log (27) — 5 log 1Z5] - §X$zzj Xy,
donde ; denota la matriz » x n de covarianzas de Xp bajo 1;.

Por lo tanto, D; (X,,) puede interpretarse como una especie de distancia, definida en

términos de la estructura de covarianzas de X bajo II;, entre la j-ésima categoria y los
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datos. Si el valor de n es grande, lo cual serd habitual tratando con series de tiempo,
D; (X ) puede resultar dificil de manejar, ya que requiere trabajar tanto con la inversa
como con el determinante de una matriz de covarianzas n x n. Un enfoque alternativo
consiste en trabajar en el dominio de frecuencias en lugar de en el dominio temporal, es
decir, obtener una medida de disparidad entre los datos ¥ cada hipdtesis en términos de la
estructura espectral del proceso bajo II;, en lugar de hacerlo en términos de la estructura
de covarianzas. En ese caso, el problema de la dimensionalidad podria ser solventado. Una

discusién muy interesante sobre este punto puede encontrarse en Shumway y Unger (1974).

En esta linea, y para el caso de procesos normales, Ligget (1971) prueba que:

- log 0y (X)) = ~togm) 1= [ fog 00 + 2

donde I,(A) denota el periodograma asociado a X, y f;(-) la densidad espectral bajo la

m

dA+ op(1)

hipdtesis II;, 7 =1,2.

De acuerdo con (2.4), una primera alternativa consiste entonces en considerar el es-

tadistico discriminante
o [ (380 0y )
DXal=g2 |, [log(fl(/\) tEON R T Em )P

como aproximacién espectral a D (X ,,) (Dargahi-Noubary y Laicock (1981), Shumway (1982),

Alagon (1989)). Zhang y Taniguchi (1994) han demostrado ademas la robustez de este cri-

terio de clasificacion para el caso de procesos no normales.

A partir del criterio anterior, Kakizawa, Shumway y Taniguchi (1998) proponen un
criterio de clasificacién méas general basdndose en los trabajos de Shumway y Unger (1974},
Zhang y Taniguchi (1995) ¥y Shumway (1996). En particular, se considera una medida
cldsica de disparidad entre dos densidades de probabilidad cualesquiera y que puede ser
utilizada en este contexto: la informacién discriminante de Kullback-Leibler (Kullback y
Leibler (1951), Kullback (1978)), definida por

In(p1,p2) = 0" By, {log (1%%) }

donde £, denota la esperanza bajo p1. En el caso en el que p1(-) y pa(-) correspondan a dos
distribuciones normales de media cero, la informacién discriminante de Kullback-Leibler
toma la forma

P2y

Lpr.p2) = o7 (1 (@57) — og (22 - ) (25)

La medida (2.5) puede aproximarse asintéticamente por (Shumway y Unger (1974),
Kakazos y Papantoni-Kakazos (1980)):

I(f1, f2) = ﬁ/_: [233 — log (gg;) - 1] dA, (2.6)
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donde fi(A) v f2()) son las densidades espectrales correspondientes.

En ocasiones se suele trabajar también con la tasa de J-divergencia, definida como

o (p1,p2) = In(p1, p2) + Inlp2, p1),

que puede aproximarse asintéticamente, para el caso de procesos Gaussianos, por la ex-

presion

J(f1, f2) = I(f1, f2) + I(f2, f1) (2.7)
con I(fi, f2), I(f2, f1) definidas como en (2.6).

De modo andlogo y siguiendo a Parzen (1990), Kakizawa, Shumway y Taniguchi (1998)
proponen utilizar la informacién de Chernoff (Chernoff (1952), Renyi (1961)):

Bun(pr,pe) = —log Ep, {log (M)a} , D<o <],
pl(Xn)

como una medida de disparidad entre dos densidades de probabilidad. Para el caso de

procesos gaussianos de media cero, se tiene que
1 la21+(lo¢)22[) <|21|)]
B yp2) == |lo —wlog| — ]| - 2.8
an(PL,p2) = 3 [ g ( ] e\ 155 (2.8)

Asintéticamente, la medida (2.8) puede aproximarse por (Kakazos y Papantoni-Kakazos(1980)):

Tanto I(f1, f2) como By (f1, f2) pueden considerarse casos particulares de una medida
de disparidad espectral més general dada por:
1 f" -
Dw(f.9)=g=[ W(f(Ng~'(N) dA, (2.10)
-
donde f(-} y g(-) son dos densidades espectrales arbitrarias y W (-) es una funcién que
satisface algunas propiedades de regularidad necesarias para asegurar que Dw(f,g) es

una cuasi-distancia (esto es, verifica los axiomas de una distancia con excepcién del de

simetria).

En Kakizawa (1996) se introducen diferentes medidas basadas en la forma (2.10} con
el fin de construir un procedimiento general de discriminacién espectral que constaria de

los siguientes pasos:

1. Obtener una estimacién adecuada de la densidad espectral, fn, en base al vector

observado X,,.
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2. Evaluar la disparidad entre X, y cada una de las dos categorias entre las que se
discrimina, II; y I, mediante el cdlculo de Dw (ﬁ“ fl) y Dw (ﬁl fz), respectiva-
mente, donde f; denota la densidad espectral del proceso bajo la j-ésima categoria,

ji=12.

3. Clasificar la serie observada X, en 1I; o en Iy segin que Dw sea mayor ¢ menor

igual que cero, respectivamente, siendo Dy el estadistico discriminante dado por

Dw = Dw (Fus f2) ~ Dw (Fn 1) - (2.11)

El criteric se generaliza para discriminar entre k categorfas, con k > 2, sin mas que
asignar X, a la categoria II; verificando Dw (;‘; fi) > Dy (f;} fj) para todo i 3# j.

2.3. Un estadistico discriminante basado en técnicas de re-

gresién polinémica local

La conducta del criterio discriminante basado en el estadistico Dw dado en (2.11)
estd obviamente condicionada por el estimador empleado para aproximar las densidades
espectrales. En esta seccién se estudian las propiedades tedricas del criterio discriminante
basado en Dw cuando la densidad espectral f(XA) se estima utilizando técnicas no pa-
ramétricas. Especificamente se propone usar técnicas de regresidn polinémica local, de
modo que se consideran las tres vias de suavizacién local lineal apuntadas por Fan y
Kreutzberger (1998) y que han sido previamente descritas en la Seccién 1.3 de la presente
memoria. El objetivo es probar que con los tres estimadores se obtiene la optimalidad

asintotica del criterio discriminante y comparar la conducta asintética de los tres.

2.3.1. Propiedades asintéticas

En orden a establecer las propiedades asintéticas del criterio discriminante propuesto,
se requerira asumir las signientes hipdtesis acerca del proceso X, la funcién de divergencia

W y la ventana hy, y el nicleo K empleados para la aproximacién local de los espectros.

Hipétesis (H3.1) El proceso estocastico X = {Xt,t € Z} es un proceso lineal Gaussiano

dado por

oo
Xt = Z Yjdi—j,

j==o0
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o0
con ¥y = 1, Z ;| 32 < 0oy {Z;,7 € Z} una secuencia de variables aleatorias indepen-
j=—00
dientes e idénticamente distribuidas segiin una N (0, o2).

Hipétesis (H3.2) Si f1 () y f2 (-) denotan las densidades espectrales asociadas al proceso

X bajo IT; y IIg, respectivamente, entonces se verifica:

fi(x) >0, fo(A) >0, para todo A € [-7,7].

Hipétesis (H3.3) La funcién de divergencia W (-) es al menos tres veces continuamente

diferenciable en (0, c0) con un tnico minimo en 1 y tal que W(1) = 0.

Hipétesis (H3.4) La funcién nicleo K (-) es una funcién de densidad de probabilidad

simétrica, acotada y con soporte compacto.

Hipétesis (H3.5) La sucesién de pardmetros ventana hy satisface:

(logn)* hy, — 0 y nh% — oo cuando n — oo.

La Hipétesis {H3.1) se requiere para poder asegurar la independencia de las ordenadas
del periodograma, del proceso de errores Z;. Tal y como se precisé en (1.18) en la Sec-
cién 1.2.2, la independencia se alcanza en sentido asintético incluso en el caso de que la
serie de errores no sea Gaussiana y, por tanto, la Hipétesis (H3.1) podria relajarse esta-
bleciendo algtn tipo de restriccién sobre los cumulantes de cuarto orden del proceso de
errores. En dicho caso, la varianza asintética del estadistico discriminante Dy incluiria

un término adicional funcién de esos cumulantes (Kakizawa (1996)).

Por otro lado, de la Hipétesis (H3.1) se deduce ademds que X es un procese estacio-
nario, de media cero, varianza finita y densidad espectral dada por (ver (1.19) y (1.20) en
la Seccién 1.2.3):

con

(W)= > diexp(—ijA).

=00

o0
De este modo, el requerimiento de sumabilidad Z 5] 3% < oo garantiza que la densidad

j==00
espectral del proceso tenga una segunda derivada acotada. Esta premisa es necesaria en los

desarrollos asintéticos de los estimadores no paramétricos considerados en esta memoria
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{Fan y Kreutzberger (1998)). Con otros estimadores espectrales diferentes la hipdtesis de

sumabilidad podria ser relajada.

Ademds, de acuerdo con (1.21) en el Capitulo de Resultados Preliminares, la hipdtesis
(H3.1) permite caracterizar el periodograma asociado a una realizacién parcial del proceso,

X, =(X1,...,Xs), del modo que sigue:

L) = f()\)i—gfn,z()\) + Ra(N),

con E {| Rn(A) |2} = O(n~*) uniformemente en A.

Aunque la densidad espectral de un proceso es siempre una funcién positiva, la Hipéte-
sis (H3.2) especifica que las densidades espectrales bajo cada una de las hipétesis entre
las que se discriming deben ser estrictamente positivas. Este requerimiento es meramente
técnico y tiene por objeto poder trabajar con los cocientes fi(A)/fa(A) ¥ fo(A)/fi(A),

A € [—m, 7], que aparecen en la definicién del estadistico discriminante Dy/. Nétese tam-
s a]

bién que la convergencia de la serie Z [l > garantiza que |¢(A)| < oco. Se tiene
j=—00
por tanto asegurada la existencia de dos constantes finitas C7 y €5 tales que, para todo

A € |—m, ], se verifica
0 < C1 < fiA), f2(0) £ Ca. (2.12)

La existencia de esta cota superior C7 serd necesaria para poder aplicar el teorema de
la. convergencia dominada en la demostracién de los resultados que se enunciardn mas

adelante,

La Hipétesis (H3.3) se impone por cuestiones técnicas que surgirdn en el desarrollo de
las pruebas y, ademds, con el fin de asegurar que Dw (-, ) sea una cuasi-distancia, es decir,
que Dw (f, g) > 0 para cualesquiera dos densidades espectrales f y g, con Dw (f,g) = 0
sl y sélo si f(A) = g(A).

Existen mltiples posibles elecciones de . Algunos ejemplos son:

Wiz) = z—logz—1 (2.13)
W(z} = loglaz+(l—a))—alogz (2.14)
W) = 5@-1)

Como ya se sefiald, I(f,g) en (2.6) y Bo(f,g) en (2.9), son casos particulares de
Dw(f,g), que se obtienen considerando, respectivamente, las funciones de divergencia

(2.13) y (2.14) en la relacién anterior.
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El resto de las hipdtesis impuestas son condiciones de regularidad sobre la funcién
nicleo y la sucesién de ventana. Se trata de hipétesis de regularidad, no en exceso res-
trictivas v que se precisan también en el trabajo de Fan and Kreutzberger (1998) para
establecer las propiedades asintéticas bésicas de los tres estimadores espectrales considera-
dos y, en particular, su consistencia uniforme. En particular, para establecer la distribucién
asintética del estadistico discriminante se necesita que nh2 vaya a infinito con n (Fan and
Kreutzberger requieren nh, — 00) pero, en todo caso, no es una hipétesis restrictiva.
Nétese que el orden de convergencia de la ventana dptima es n~1/5 y satisface por tanto
esta restriccién. También es un resultado estandar que nhZ*! debe tender a infinito para
establecer la consistencia en media cuadritica del estimador por regresién polinémica local

de la j-ésima derivada de la funcién de regresidn.

Asumiendo las hipétesis anteriores, se demuestra el siguiente teorema en el que se
establece el comportamiento asintGtico del estadistico discriminante Dy dado en (2.11)

cuando las densidades espectrales se estiman via regresién polinémica local.

Previamente se introduce la siguiente notacién para una presentacién més concisa del

teorema y de su demostracién. En lo que sigue:

(4, k) denotard el par (1,2) o el par (2,1),

Qjk(A) = f.!cl()\) W' (ﬁ 83), donde W'(.) denota la primera derivada de W{-),

m;(A} = log (f3(A)), 7 = 1,2,

w (L) = / ML (A) dA, para una funcién L arbitaria.

Teorema 2.3.1 Supdngase que se verifican las hipdtesis (H3.1),..., (H3.5), y que fi (N #
f2(X) en un conjunto de medida de Lebesgue positiva.

Entonces, bajo I, j = 1,2,

Dw - (=1Y* Dw (f5, fx) (2.15)

Va{Dw + (17 5, G0} =5 N (0.V2 2 G.0)) (2.16)

donde

h2

w7, (0. k) = Dw (f5, fie) + gm2(K) Qi (Mwi (A dr+a(hz), (2.17)
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con ~ ~
90'(/\)={ . Siﬁzzﬁms .
¢ my (A) fi (X)) 86 fo=fLs 0 fn = fLK

Vli',fn(j’ k)=C _ﬂ (@ (A) /3 OV dx+0 (B2, (2.18)

con C = (811')_1 si ﬁ; = fDLS 0 fn = ﬁzf( yC = (Sﬂ)_lﬂg/ﬁ st J?;a = ﬁs.

Demostracién del Teorema 2.3.1

El Teorema 2.3.1 se establece recurriendo a las propiedades asintéticas de cada uno de
los estimadores considerados y a las condiciones de regularidad impuestas sobre W y f.
Se realizard la prueba del Teorema sélo en el caso en el que se suponga cierta I;, siendo

la demostracidn analoga bajo Ila.

a) Convergencia en probabilidad.
En lo que sigue ﬁl denota cualquiera de los tres estimadores locales considerados.
De (2.10} y (2.11) se deduce que el estadistico discriminante Dy viene dado por

DW = DW(ﬁhfz)_DW(ﬁhfl)
1" Fa(N) Fa(3)
Lr lw (h(/\))_w(h(/\)” Ox 219

Resultados previos en la literatura establecen la consistencia uniforme de cualquiera

de los tres estimadores del espectro considerados, en particular:
) = f1(N) = Op (nhn) V2

uniformemente en A bajo II;. Este resultado puede verse, por ejemplo, en Masry (1996) o
en Francisco-Ferndndez et al. (2003} para los estimadores por minimos cuadrados fDLs y

f[,s y en Claeskens y Van Keilegom (2002) para el estimador por verosimilitud local ﬁK.

Por otro lado, y de acuerdo con la hipétesis (H3.3), W(.) es tres veces continuamente
diferenciable en (0, 00), por lo que aplicando el Corolario 5.1.5 de Fuller (1976) se obtiene

que:

BN g (£ | (AN S~ A .
W(fg()\)) —W(fz()\))-FW (fz()\)) 20 + Op (nhy) (2.20)
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)Y _ , fn()\) AR o

De acuerdo de nuevo con la Hipotesis (H3.3), W tiene un tnico minimo cero en 1, de

modo que la expresién (2.21) puede reescribirse de la forma

W (ﬁ*()‘)) — Op (nha) ™t (2.22)

A()

Sustituyendo (2.20) y (2.22) en (2.19) se obtiene:

[ (2w (00) B0 001

4r fa(A) ) f2(M)

— D (1) + 3= | @aat) (Fud) ~ H) @+ 0p (k) (2.93)

De este modo, se deduce que:

1w = D (11 < 3= [ 1012IF() ~ AO)AA +Op (k) <

< 3 [ 100l (| maz 1700 - AV a2+ Op()”

Nétese que W' se supone una funcién continua y dos veces diferenciable en (0, +00) y

ademds segiin (2.12) existen constantes ¢ y ¢’ tales que:

f1(A)
f2(X)

O0<c<

<d <00, VAE[-m,m]

Ambas condiciones garantizan la existencia de la integral:

[ o= [w(565) 7

Las Hipdtesis (H3.2) y (H3.3) permiten también asegurar que Q12()) estd acotada
en [—=,n]. Como ademds se tiene la consistencia uniforme de #n & f1, para cualquiera
de los tres estimadores, la aplicacién directa del teorema de la convergencia dominada
permite establecer la convergencia en probabilidad a cero de la integral en (2.23) y queda

asi probado (2.15) para j = 1.

b) Distribucién asintética.

Para obtener las expresiones asintéticas del error cuadridtico medio y la normalidad

asintética del estadistico Dw se seguird la linea de demostracién clisica en el contexto de
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estimacion micleo y, en particular, se tendran en cuenta las propiedades asintdticas de los

tres suavizadores lineales locales previamente establecidas por Fan y Kreutzberger (1998).

b.1) Demostracién en el caso f, = fprs.

En primer lugar, se obtendran las expresiones asintéticas dadas en (2.17) y (2.18) para

el sesgo y la varianza de Dy
La igualdad (2.23) puede reescribirse como
Dw = Dw (f1, f2) + S + Op (nhy) ™" (2.24)
donde se ha denotado

n = 21;[: Q1,2(X) (fDLS(A) - fl(/\)) dA

Bl término %, se fragmenta en dos sumandos como sigue:

En = Zl— le()\ {fDLS()\) (fDLs(r\))}d)\

—/ Qm(A) (fDLs(A))—fl()\)} dX
= V+B i (2.25)

de modo que de (2.24) y (2.25) se concluye que B y V determinan el sesgo y la varianza

de Dw respectivamente.

Recuérdese que en este caso fD s es el estimador lineal local correspondiente al modelo
Iy = In(M) = F(M6)Vi + Rug

donde R, es un término asintéticamente despreciable y las Vi son variables aleatorias

independientes con distribucién exponencial.

Utilizando la notacién mafricial cldsica en el contexto de la regresién polinémica local,
se puede escribir:
FoLs(A) = el (AW A TIAL W, T, (2.26)

y, por lo tanto
foLs()) — E (fDLS(/\)) = e{{(ASWAL)TIASW (T — B(I), (2.27)
donde e; = (1,0)%, Ag, 8 € [—7, 7], es la matriz n x 2 dada por

1 (An—8)
Ag=1 :
1 (An—9)
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siendo ); la j-ésima frecuencia de Fourer, A; = 2mj/n, y N = [(n — 1)/2]; Wy =
diag(w_Nig, s WG, ,wN,g), con ;g = h.;lK (h;l (/\j - 9)) ¥

In = (InOAon), 5 1a(0), - Tn(AN))E

Sea 5, ¢ la matriz dada por

donde el elemento s7;(6) = s}, ;(¢) viene dado por

N
(6) = ST (A= 6)' Kn, (A - 6), paral=0,1,2; (2.28)
m t=—N
y sea Ty el vector
T, = (t5(8), t7(8))" = =AWy (In — E(I4)),
de elementos
1 N
(6 == Y (=0 Ky (u = 6) (I (0) = E(la (A)), 1=0,1. (2.29)
t=—N

Se tiene entonces que (2.26) y (2.27) pueden escribirse:
fors(x) = einS; S ALW LT, (2.30)

foLs(\) - E (fDLS(f\)) = e} S; 3T (2.31)

Ademds, si H,, denota la matriz diag (1, k), un resultado estdndar en el contexto de

la regresién polindmica local es que

1 . L
lm H-1S, ,H- = 18— = ( 00 201 ) : (2.32)

n—00 ’ 2n 2 51,0 81,1

donde s;; = piv;{K), para 4,5 = 0,1. El resultado (2.32) es de hecho una de las formas

del conocido Lema de Bochner (ver, por ejemplo, Parzen (1964)).

Paso 1. En primer lugar, nos centraremos en el término correspondiente al sesgo del

estadistico discriminante. De (2.25) se deduce que:
E(En) = E(V)+ E(B) = E(B) = B =

= —/ le()\ fDLs( )) —f1()\)}d)\
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A partir de (2.30) se tiene:

B (fosV) = A0 + enS MW (B(TL) = A (AN, AW)T) . (233)

Puesto que E (In(Ax)) = fi(Me),k = —N,..., N uniformemente en A y, utilizando un

desarrollo de Taylor;
A) =AY + A — A} + 1—29—)(Ak =) +op (=X, k=—N,.,N,

la expresién (2.33) puede escribirse
~ 1
E (fDLS(/\)) = fi{\) + einS;:\A W ( JT; )cn +o0 (nhi)) ) (2.34)

siendo ¢, = (s§ (A), s (X)), con s7(A},j = 2,3 definidos como en (2.28). Utilizando
(2.32) se obtiene de (2.34):

N h?u i 2
B (fors(V) = 1) + =2 2 (K) A (N) + 0 (12)

uniformemente en A € [--m, 7.

A partir de la expresién anterior, la Hipdtesis (H3.5) y el teorema de la convergencia

dominada conducen a:

B =1 | [ Qe 0ar] guamda +ow) =
1 2 " 1 2
= i ()R, /_ Q1.2 F1(N) dA + 0 () (2.35)

Nétese que el término de la integral que aparece en (2.35) existe como consecuencia
de la existencia y acotamiento de la segunda derivada de f; en [—m, x]. El resultado (2.17)

gqueda asi probado.

Paso 2. Se considera ahora el térinino correspondiente a la varianza. A partir de (2.24)
y (2.25) se obtiene:

Var (50) = £ (v?) = =1 [ i mﬂQw(A)Qn() a (AN) dra¥ (2.36)

donde

Tn (A X) = E{[Fors(V) - B (Fo2s)] [Fozs) - B (Fors)) ]}, (237)

De (2.36), (2.37) y (2.31) se deduce:

T

Var ( n) = 6.2 / () 2(/\)@1 2(/\ )elsn }\E {Tn /\T'n, )\;} S;j\,r-n dadN.

-5 J -7
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Por tanto,

Var (H,L,) =
1 T[T )
1671'2/ / Q1,2()\)Ql,2()\’)etlHHS;IAH”V”,/\,A,HHS;,EVHnel d)\d/\l‘
—

(2.38)
donde V., » i es la matriz 2 x 2 definida por
NS Y noA N
Vasy = H E{T,,Tt VH, = ( ”ff( ,) ”2;1( ,) ) . (239)
vPo(M A7) o (AN)
de elementos
N N ; j
M= AN /A — Y
7 _ -2 t s
Ui’j()\)x) - " Z Z ( I ) ( h )
t=—Ns=—N " n
x Kn, (At = A) Ky, (As = ) 10 (A, As) (2.40)

donde

Yo (A, As) = E{(In(M) — E(In (M) (In (As) — E(In (A} =
Cov (In (At} In (As)) -

Al asumir que X es un proceso lineal Gaussiano de media cero, las ordenadas del
periodograma sobre las frecuencias de Fourier son asintéticamente incorreladas y satisfacen

(ver 1.24):
tn (Aes As) = f1 (M) F1 (As) Lagengy +o (n7)

uniformemente cuando n — 0.

Asi, el término dominante en (2.40) toma la forma

N . .
uy ' _ -2 /\t - A ' )\t - )\’ J
oy (AA) = n t;N ( i Fin

% Khy (At = X) Kny (0 = X) (Ff () +0(1)) (2.41)

para 4,5 € {0,1}.

Considérese, para i,j € {0,1}, el término I; dado por

I = f Q12(N)Q12(X) vl (A X) dadX.
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De acuerdo con (2.41) se tiene que:

I = n_zf_: Q12(X)Q12(X) (i:N( )i(/\tf‘;/\’)j

X K O = A) K (A= XY (F2 (A0 + 0(1))) dAdN

(
N
2 {_Zfo (At)( Q1,2(A) (’\*hnA) Kh (A= A) dA)

<[ Q1.2(N) M= N thn (Ae = XN)dX | > (T40(1)).
[0 (5

(2.42)

Realizando los cambios de variable Ay — A = hpu ¥ Ay — X = hpv y aproximando el
sumatorio por una integral se sigue

™ h;l(S‘l’ﬂ) .
2rnl; = f2(s) / Q1,2(s — hpu)u' K (u) du

hal(s—m)
ha " (s4m) _
X f . Q12(s — hpv)v’ K (v) dv | ds (1+0(1)).
hy* (s—m)

(2.43)

Las condiciones de regularidad impuestas sobre la funcién W garantizan que Q12(-)
es tres veces diferenciable con continuidad. Por tanto, un desarrollo de Taylor de segundo
orden en s permite concluir que

’ hi ! (s+) .
nlLIIolo o) Q1,2(5 — hpu)u'K (u) du = Q1 2(s)pi(K). (2.44)

Los resultados asintéticos sobre los elementos de H, 'S, y H ' en (2.32) y sobre The
en (2.43) y (2.44) permiten aplicar el teorema de la convergencia dominada en (2.38) y
obtener .

8mnVar () = flz(u)Qfg(u) du + O (h2) (2.45)
—

estableciéndose asi (2.18).

Pgso 3. Para completar la demostracion, se prueba a continuacién la normalidad

asintética de Dy,
De acuerdo con la notacién empleada, bajo II;, se tiene
Vi 7 -
va{Dw — g, (1,2)} = E/ Qua(NeL ST,y dA (1 +0(1)) =
—

= g/ Qio(NelH, ' H, S, H H' T, 5 dA (14 0(1)) (2.46)
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En consecuencia, la normalidad asintética de v'n {DW — toyy fms(l’ 2)} se deduce de
(2.32) y (2.46) una vez que se haya establecido la normalidad asintética de la variable

aleatoria

b = \/H/n Qi2(N) (coth(A) + extP(A)) dA, (2.47)

siendo ¢y, ¢1 constantes arbitrarias y, paral = 0,1, t~?(/\) dado por:

N l
0= 5 (R22) Ko - ) (0 ) - B 00D

t=—N n

Nétese que 8, puede escribirse como una suma de variables aleatorias de la forma

N

1
b = — E : (2.48)
v t=—Nm

donde .
= (In (M) = E(In (M) | Q1,2(X) £y, (At = A) dA,

siendo &, (u) = £(u/hn)/hn ¥ €() = oK () + cyuk (u).
Argumentos anilogos a los empleados en (2.43) y (2.44) permiten demostrar que las
variables 7; son tales que Cov (n,7s) = o(1) ¥y

T 2
Var (n) = (Ql,z M AOY [ ew) du) (1+0(1)).

-

De este modo, aproximando de nuevo el sumatorio por una integral se obtiene

1 N
Var(fn) = ~ > E()
t=—N

= % ([ Qi2(u)f%(u)du> ( ’ f(u)dU)2 (1+0(1))

—T

= o2 (1+0(1). (2.49)

La normalidad asintética de @, se establece finalmente mostrando que las variables
{m} satisfacen las condiciones estdndar de Lindeberg-Feller para normalidad asintética

bajo condiciones de independencia. Dichas condiciones son

N m 2
% > E(n) —o5= % ( 5(u)du) Q2w f (w)du (2.50)
“t=—N - J-m

N
Z E (nglﬂfjdz-t‘agnl/z}) — (0 para todo e > 0. (2.51)
t=-N

Sh
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La primera condicién se sigue inmediatamente de (2.48) y (2.49). Para probar la se-
gunda condicidn se precisa usar un argumento de truncamiento debido a que las ordenadas

del periodograma I,{A;) no estan necesariamente acotadas.

Sea M un punto de truncamiento fijo y denotemos

LA = LD o0 i<y

En lo que sigue, se anadird un superindice M para indicar las cantidades computadas
con IM(X;) en lugar de con I, (A). Entonces 6, = 6 + ﬁnM, donde

N

Pf=% > (m—m).

t=—N

Puesto que la funcién nicleo K es una funcidn acotada con soporte compacto (hipétesis

H3.4), £(.) es acotada, luego existe una constante ¢ tal que se verifica
| < chy.

Por lo tanto, en base a la hip6tesis H3.5, se concluye
1 1
. M
— < e——=— 0.
_Ar,rfsagéNlm I\/ﬁ Serm

Es decir, cuando la longitud de la serie de tiempo, n, es grande, el conjunto {[nM| >

gog.m} es un conjunto vacio y la condicién de Lindeberg-Feller (2.51) se satisface para

{n"}, luego
oM — N(0,02 ). (2.52)

Para completar la prueba es ahora suficiente mostrar que, cuando primero n — co y
despues M — oo, se tiene
—M
Var (Hn ) —{). (2.53)

En efecto, si (2.53) es cierta, entonces

2
00, (t) — 7 (t) cnando n — oo,

donde g, (t) ¥ t,ozg (t) denotan las funciones caracteristicas de 8, y de una variable aleatoria
N(0,02) respectivamente. Obsérvese que:
|E exp (itf,) — exp (—tzag/2)| <
< lEexp (itﬁf) (exp (z’t@f) — 1)’
+ |Eex'p (itﬂf) —exp (—tgag’M/2)|
+ Jexp (—t%02 ,/2) — exp (=202 /2)|. (2.54)
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El primer término estd acotado por
E )exp (#8,) -1 = 0 (Var (ﬁf)) ,
¥, Por tanto, va a cero si (2.53) es clerto.

La convergencia a cero del segundo término se sigue inmediatamente de (2.52) y del
teorema. de Levi, para cualquier M > 0. Finalmente, el tercer término va a cero cuando

M — oo por el teorema de la convergencia dominada.

. X —M , .
En consecuencia, sélo resta probar (2.53). Nétese que 6, y 6, tienen la misma estruc-

tura. Por ello, razonando como en (2.49) se obtiene

N N
var@) = = 3 A =1 3 B — BUO) LT O0)] > M) x
N t=—N

t=—

<« [ Q1,2(N) &k (At — A)dA. (2.55)

Fl primer término en la expresién anterior converge a 0 cuando M — co, mientras que
el segundo término estd acotado, luego el teorema de la convergencia dominada permite

concluir que Var(?f ) converge a 0, demostrandose asi (2.53).

b.2) Demostracién en el caso ﬁL = fLS.
Razonando como antes, la igualdad (2.23) puede reescribirse como
Dw = Dw (f1, f2) + Sn + Op (nhn) ™"

donde ahora
1

So= g [ Q) (s - A ) ar (2.56)

Utilizando los resultados asintéticos obtenidos para Mg en (1.32) se obtiene

frsN) — A (A) = exp{mi (N)}HALs (A) —mi (M)}
+0p (h& + (nhn)71). (2.57)

Sustituyendo (2.57) en (2.56) se tiene que

Dw = Dw (f1, f2) + T4+ Op (nhn) ™" (2.58)

con .
5= [ @ua () fi() (s () - ma (V) d
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La expresién obtenida para 7, puede dividirse en dos términos de modo similar a como

ocurria con X, en (2.25):

Tho= = [ @ua) A s O) - B s )} d

+ [ Q) A B () = ) A=V L B, (259)

de modo que B* v V* determinan el sesgo y la varianza de Dy, respectivamente.

Recuérdese que, en este caso, Mg denota el estimador lineal local minimo cuadrético

correspondiente al modelo
Vi = log(I(Ax)) = mi{ M) + 66 + 71 (2.60)

una vez centrado restando Cp = E(egx) = —0,57721 en ambos lados de la ecuacidn
(2.60). Aqui mi(Ag) = log(fi{Ms)), ek son variables aleatorias itd con funcién de den-
sidad fo(z) = exp{—exp(A)+ A} ¥y & = log[1+ Ry {f1(Ak)Vi}] denota un término

despreciable asintéticamente. Se sabe, ademés, que Var (gx) = %2.

De hecho, el Teorema 6.4 en Fan y Gijbels (1996) establece que:

mrs(A) = Z Kn(M = A) (Y —1%) + O (lo\g/;) Z Kha (e =AY +0 (10\‘?/;7’_*”)’

t=—N
de modo que, en adelante, la demostracién se continuard para el primer término en la
expresién anterior, que se seguird denotando por mps(A).
Recurriendo de nueve a la notacién matricial se puede escribir:

s () = inS AW, Y,

mrs (X) — B (frs (V) = {8, 5T

donde la matriz S, se define como en (2.28), Y, = (Y_N,...,Yo,...,YN)t y T*.9 =

(t3™(6), 817 (8))t, 8 € [—n, 7] es ahora el vector de elementos

N

E0) =2 3 (-0 K, (= 6) (K= E(VD), 1= 0,1
t=—N

Paso 1. En primer lugar nos centraremos en el término correspondiente al sesgo del

estadistico discriminante:

BE) =B = 3 [ Qual) i) (B (s() — ma () dA
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En este caso, mrs(A) es el estimador lineal local de m1(Ag) = log (f1 (Ax)). Procediento
ignal que en el caso anterior, se llega a la siguiente expresion del sesgo asintético de mLg
bajo II;:
~ h2
E{(mrgs (A) =ma(A) + o H2 (K)m{(A) +o (h )

Puesto que bajo IT, #izs()) converge uniformemente a mi(A) en X € [~m, 7], utili-

zando la Hipdtesis (H3.5) y el teorema de la convergencia dominada se obtiene:

P = 1= | [ Qa0 3t 1+ 0 (D) =
=~ o ()R [ 01200 AL dr 4o (12). (2:61)

De nuevo, el término de la integral que aparece en (2.61) existe como consecuencia de
la existencia y acotamiento de la segunda derivada de f; en [—m,7}. El resultado {2.17)

queda asi probado para f; = ng.

Paso 2. Consideraremos ahora el término correspondiente a la varianza. A partir de

(2.58) ¥ (2.59) se obtiene que

Vor(£h) = 1o [* [ @aN@uaANANTL (1 X) by (262

-

= 16a2

donde

T5 (A X) = B {[fizs () — E (@gs ()] [fzs (V) - B (s (X))} (263)

Recurriendo de nuevo a la notacién matricial se puede escribir:
mrs (A) — E(mrs (M) = e1Sn,AT*n,A

donde la matriz S, » se define como en (2.28), y T*ng = (t57(8),#17(0))",0 € [-7, 7] es

ahora el vector de elementos

N
£ (6) =-71; S (A= 0) Kn, (A = 0) (Y — B(¥)), 1 =0,1
i

Utilizando esta notacién, (2.62) puede reescribirse como:

Var ()= 1oz [ [ @uaI@ a0 AN AKIES BT T ) S7hver A

1672

Por tanto,
Var (H,E}) =
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[ ustieiatnmae)e . STHV o HaS s 10
(2.64)

T 1672

siendo V'*,, , y la matriz 2 x 2 definida de forma andloga a (2.39), con elementos

(AW N)=n"2 z Z ( ) (Ash;X)thn (At = A) K, (s — X) 75 (M, As),

—Ns=-—N

donde ahora v= (A, As) = E{[¥; — E(W)][Ys — E (¥3)]}.

De acuerdo con el modelo (2.60):

2
* m
Tn (At As) = Covleres)lipms) = “=Li=s},

de modo que

o 5 (52 (552 e e

para 1,5 € {0,1}.

Denotando por
= / Qi2a(NQia(X) AN F1(N) v (A, X) dAdX, para i, j € {0,1},

se puede proceder de modo andlogo a como se hizo en (2.42) y (2.43), concluyéndose que

a2 g7 R (s4m) ]
2enl]T = — / @1,2(8 — hpu) fi{s — hnu)u' K (u) du
’ 6 J_« hnl(s—m)

X

hn l(s+7) ‘
(/ ) Q1,2(s — hpu) f1(s — AW K (v) dv) ds. (2.65)

Arl(s—m

Utilizando razonamientos andlogos al caso de trabajar con el estimador periodograma

suavizado, fDLS, aplicando el teorema de la convergencia dominada en (2.64) se obtiene
1r2 T 5 2
8mnVar (Z)) = -é—/ ST (W)@ o(u) du + O(h2)
-
estableciéndose asi (2.18).

Paso 3. Se probard a continuacién la normalidad asintdtica del estadistico discrimi-

nante Dw calculado a partir del estimador log-periocdograma suavizado, fLS.

De acuerdo con la notacidén empleada, bajo I, se tiene

Va{Dw — iy, (1,2)} =
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£: Ql 2N AL(N)e] ST s dh (1 +o(1)).

g le()\)h( Jei T H, S, Ho H T 5 dA (1 +0(1)). (2.66)

As, la normalidad asintética de +/n { Dw — iy, (1 2)} se deduce de (2.32) y (2.66)

una vez que se haya establecido la normalidad asintética de la variable aleatoria
m
=vn [ Q21N (cofs"(A) +eali™(M) dA, (2.67)
—

donde ¢g y 1 denotan dos constantes arbitrarias y, paral = 0, 1, £{"(}) se define de modo

andlogo a £1*(A) en (2.47):

I
) =1 30 (222 K (- 0 (% - E(09).

2

De nuevo §; puede escribirse como una suma de variables aleatorias de la forma

N
Z (2.68)

3I

donde ahora

i = (= B [ @uaIA) &, (e = ) ar
con €, (1) = /) ¥ €(0) = co (u) + ru ().

Utilizando argumentos similares a los empleados para (2.48) puede demostrarse que

las variables n; son asintéticamente independientes con varianza

7:'2 ks 2
Var (1) = 5 (@ua 00 7100 [ w)an) o).

De este modo
2

= ([ atatwsiwa) _ig(u)du)g (1+0(1)) =

Var(6) = % —

= a5 (1+0(1)). {2.69)

Una vez mas, la normalidad asintética de @ se establece tras comprobar que las va-

riables n} satisfacen las condiciones de Lindeberg-Feller para normalidad asintética.

La primera condicién,
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se sigue inmediatemente de {2.68) y (2.69).

La segunda condicidn,

N
1 *2
- E NE (nt 1{',,?”250;"1/2}) — 0 paratedoe >0

t=—

puede probarse utilizando un argumento de truncamiento completamente andlogo al em-

pleado para (2.51). Asi, dado M un punto de truncamiento fijo y denotando
YM = Yilgviemy,

se prueba que
O — N(0,a5%)). (2.70)

Entonces se llega a que
|E exp (it0};) — exp (—t0. /2)| <
< ‘Eexp (itox™) (exp (itﬁ:M) — 1) ’
+ |Bexp (ito;M) — exp (—t208. 1 /2)| +
|exp (—t205. 14/2) — exp (—t%a3./2)]| (2.71)

La convergencia a cero de cada uno de los tres términos en (2.71) puede probarse
siguiendo argumentos analogos a como se hizo para (2.54), luego queda probada la nor-

malidad asintética del estadistico discriminante segiin (2.16).

b.3) Demostracién en el caso f, = frk-

Procediendo igual que en el caso anterior, bajo II; se tiene:

Dw = Dw(fi,f2) + S5 + Op(hy + (nhe) ") =
= Dw (f1, f2) + E7 + Op((nhs) ")
donde ahora . i
= I ( Q1,2(N) 1i(A) (Mrr(X) — mi(A)) d)\) . (2.72)

Segun lo visto en la Seccidn 1.3 de la presente memoria, a)\ = (T’ﬁLK ()\),7’7’? LK(,\))t
maximiza la log-verosimilitud local asociada a la secuencia {Y = log (I,{Ac))}, que coin-
cide como se vié en (1.37) con la log-verosimilitud local de la secuencia {exp (¥})} (donde
Yy = mi(Ax) + ex), variables aleatorias independientes con distribucién exponencial de

media f(Ag). Este es un caso especial de los estudiados por Fan, Heckman y Wand (1995).
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Denotandec por

B = ozt (uk(0) = mi(A), o (716 (3) - mfl(,\)))t

(2.73)

con a, = (nhy)~1/2, se tiene que B 4 es de la forma (Fan, Heckman y Wand (1995)):

E:)\ = 7AH1W1:.,A + OP(l)

1 0
uniformemente en A € |[—,n| (Nielsen (2005)), siendo A = —% (

0 u2(K)

N
_ / A — A
Woi=an Y Q1(m1()\:Ak):3Yk)Zk,AK( )

Py hy
con ;
e — A
Zi) = (1, i ) k=—N,..,N,
hay
(A, Ak) = mi(A) + my(A(Ax — A),
Y

0 —z
nlz,y) = an(ex,y) =ye " - 1.

En particular,

) Y — fi(A
qi{mi(Ag), e’*) = e—h-(%,

y, denotando por ga(z,y) = (Bi:g) Qe y) = —ye ™
Y,

i e
g2(mi{ M), e’k) = ———

f1(2e)

Ademas, se verifica

1 mi(\
W = o, { o L2 (10,00 + 002 } — ¥ (0.2

con
K? 0
By = o730 ( "”“(0 ) (K?) )

Sustituyendo (2.73) y (2.74) en (2.72) se llega a que
1 " o~
= (/ Q1,2()‘)f1(’\)anet1ﬂ)\d)‘) =

-1 TT -
= on [ Q2(NANES A W idd +op (nha) T

(2.74)

(2.75)

(2.76)

(2.77)

(2.78)

(2.79)
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De modo andlogo a como ocurria con Z,, en {2.25) y £ en (2.59), £** puede expresarse

como suma de dos componentes que determinan su sesgo y varianza, respectivamente:

_]_ T
I = o Q2N AN AT (W, — E(W, ) dX +

+ (__1) an /” Ql,z(/\)fl()\)eliAflE(mw\) d\+ op (nhn)_l/z _
4 .

= V* 4 B +op (nhn)"? (2.80)

Paso 1. La expresion asintdtica del sesgo para el estadistico discriminante Dy se

obtiene a partir de las expresiones (2.79) y (2.80):

E(5) = B = pran [ Qe ATE (Wan) dh =
= n E Ql 2(/\ fl()\)E {q1(m1()\ )\k) )K (%) } dA. (2.81)

Dado que FE {eyli} = fi(Ax), para k= —N, ..., N, se tiene que:

E{amon . ehx (22 = [ amon. s (422 o

Realizando el cambio de variable u — A = h,v, en la expresidn anterior resulta:

_ f " TN+ hat), 13+ hn0))K (0) %hndv. (2.82)

—T

Se tendra ahora en cuenta que, a partir de las expresiones obtenidas para ¢1(-,) ¥

QQ(': )

a1 (mi(A), i(A) = AN)e ™V —1=0 (2.83)
¥
a2 (m(0), A1) = —HN)e™™W = -1, (284)
Obsérvese que el primer término del integrando en (2.82) verifica:
,2 2
q (@A, A+ hpv), fi(d + Anv)) = qri(ma(A + ko) — mi(X) anv +o(h2), f1(A+ hpv)),

de modo que un desarrolio de Taylor conduce a

(A A+ hpv), A + hgu)) = qi{rmi(A + hav), (A + hnu))—
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2,2
~gama 3+ ), 1A+ hnu))ma'(A)h”T” +okl) =

h22

= mf(3) =2

en virtud de lo establecido en (2.83) y (2.84).

. . . ! . v
En consecuencia, teniendo en cuenta que las variables {eyk} son independientes e

idénticamente distribuidas, volviendo a (2.81):

a2 T h2
EE)=5mn[ Q1,z()\)f1(f\)— 1 (N ZHue(K)dA (1 +o(1)) =

=§1;T-;L2(K)hi Qu2(N) fL(Am] (N)dA + o(h2),

y (2.17) queda asi demostrado.

Paso 2. A continuacién procederemos a calcular la componente relativa a la varianza

del estadistico discriminante, Var(Z%*). De acuerdo con (2.80):

Var(S2) = E(V*?) =

=12 [ [ @a)@ua) A (N (3, X) A (2.85)
denotiandose en este caso

v (A N) = L AT (A, VYA ey,

con

D) = B{(Was — B (Wa)) (W — B (Wax))'} (2.86)

De acuerdo con la definicién de W, 5 en (2.75}, se tiene que:

R S 2on { ). ok (572

k—AN'r——N
/ Ar— N
:ql(ml (’\,: /\T')a eYT)K (_T;__> } .
han

Puesto que las variables {eYFS, k=-N, . N } gon independientes e idénticamente dis-

tribuidas y, ademads, ¢1(z,y) es una funcién lineal en y, entonces se tiene que

; - ¢ " _X’
Cov {ql(ﬁl()u)\k)aey'“)f( (/\kh /\) (N, Ar)’eyr)K ()‘ h )} =0

sik£r.
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Por lo tanto:
Yo (AN =
N

, AL — A , A — N
—artd Y Cou {anmn 0 DK (E72) ntmln a0,k (222 )
e N n n

N , , Ak — A Mg — N
=dz%2 S E {fh(ﬁl(/\, )€ )T (N, M), TR ) K ( % ) K ( g )} -
T T

k=—N

_dn? Z E{q1 71 (A Ag), €0 K (/\kh_ A)}E{m(ml(/\ M), €Yk} K ()\kh—;x)}

k=—N i)

De acuerdo con lo visto en el Paso 1, el segundo término en la expresién anterior es

O(ht), luego

N
m(AWN) =dn’al Y E {QI(ml(A,)\k),BY’:) x qu( (N, M), €%%) x
k=—N

x K (’\’“h; A) K (A’“h; A’)} +O0(rY) (2.87)

Por otro lado, teniendo en cuenta la definicién de 71(:, ) en (2.76) puede escribirse,

para A, A" en un entorno de Ay:
qL (LN M), €7%) = gi(mi(n), €¥%) + ga(mi(Ae), %) (T (A Ax) — ma(Ar)) +

+o (100, A) = ma(A))) = alma (), %) + o(h2) (2.88)

De esta forma, sustituyendo (2.88) en (2.87) se tiene

T (A, X) = 4ray Z {ql(rm M) e R K (Akh; A) K (Akh;)\’)}(l +o(1)).
(2.89)

Si tenemos en cuenta que, segin (2.77)

e¥s — fi(A)
fildg)

gl (= h0Y
e tomnn ) - (£09) } -1

De este modo, (2.89) resulta

T u— A u—AY 1
m (A ! =4 252 / —_
Y (M, A) = 4dr%ain TrK o K o 5 du (2.90)

qi(ma(he), e¥¥) =

entonces
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Sustituyendo (2.90) en (2.85) se tiene

Var(Ly) = a

2 T T
" dr?aln x ( [ ] @ai@ua)nmae)x

167 Y -

n w— A w—AN 1

K —— M=
XU_ ( o )K( i )deu) ird )

- gnfr ( " Q12N AWK (”h_n)‘) d)\) (ng(,\’)fl(,\’)K ("};X) d)\’) du.

= -7

Realizando los cambios de variable w — A = hpv y u — A" = hys se llega a que

a-‘l w T
Var(Z7") = —"n/ ( Q1,2(u — hnv) f1(u — hav) K (v) hndv) x

8m -7 -7
X ( ’ Q12(u — hys) fi(u — hns)K (s) hnds) du. {2.91)

Recurriendo a un desarrollo de Taylor se tiene, para cada una de las integrales

T

lim Q1.2(u — ) fi(u — hov)K (v) dv = Qua(u}fi(u).

T— 00
-

De forma que (2.91) resulta

1

Var(Z;") = e Qiz(u)ff(u)du,

quedando asi establecido (2.18).

Paso 3. A continuacién, pasard a probarse la normalidad asintética del estadistico

discriminante Dy . De (2.72) y (2.80) se deduce que
Vi {Dw - g, (1,2} =

_ —vnay (7 t 41

= i Qljg(}\)fl ()\)BIA (Wn’,\ — F (Wn’)\)) dA (1 + OP(I)) . (2.92)
—T

Teniendo en cuenta las definiciones de A y W, para probar la normalidad asintdtica

de (2.92), basta con establecer la normalidad asintdtica de la variable aleatoria

N ™

\ -
o = na, Z Q12N 1 MN)a (‘rﬁl()\,/\k).,e",;) K ()\kf )\) dA,

2
k=—NY" tn

suma de variables independientes e idénticamente distribuidas. Asi, la normalidad asintdti-
ca de (2.92) se deduce sin més que aplicar razonamientos andlogos a los empleados en las

demostraciones anteriores.

c.q.d.
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Al igual que con los resultados de Kakizawa(1996) y Zhang y Taniguchi (1994}, el
Teorema 2.3.1 establece que el estadistico discriminante Dy, basado en cualquiera de los
tres estimadores lineales locales del espectro propuestos en Fan y Kreutzberger (1998),
sigue asintéticamente una distribucién normal. El centro de esta distribucién es la verda-
dera disparidad existente entre las dos densidades espectrales f1 y fo, Dw(f1, f2), més un
sesgo agintético de orden hi que depende del sesgo del estimador espectral utilizado y de

la funcién de divergencia W mediante el término ["_ @, .(A)pi{A)dA.

Con respecto a la varianza asintética del estadistico Dy, se puede Hegar a conside-
raciones andlogas. Asi, la varianza asintética de Dy cuando el estadistico discriminante
se basa en el log-periodograma suavizado mediante minimos cuadrados, fLS, resulta ser
72 /6 veces mayor que su varianza asintética cuando en la construccién de Dy se emplean
J?D LS 0 fLK. Esto ya se observaba en el comportamiento asintdtico de los tres estimadores
espectrales v, de hecho, resultaba predecible dado que el método de maxima verosimi-
litud es mds eficiente que el método de minimos cuadrados ya que, segin se recordara,
la distribucién de los términos £; en (1.28) no resulta normal. Por otro lado, la tasa de

-1/2

convergencia de orden n logra alcanzarse ya que el estadistico discriminante Dy se

basa en integrar cada uno de los estimadores no paramétricos.

Una vez establecida la distribucion asintética del estadistico discriminante Dy segin el
Teorema 2.3.1, las probabilidades de mala clasificacidén asociadas a Dw pueden obtenerse
directamente a partir de este resultado. Asi, bajo las condiciones del Teorema 2.3.1, se

concluye que

= (1,2
Pp,, (2|1) = P[Dw < 0|I;} = & (—\/H%) + 0(1) (2.93)
W, fn
¥
Pp,, (112) = P[Dw > QT3] = & —\/E‘—/-—-’-:'lé—l) + o(1) (2.94)
stﬂ ’

Cabe senalar que Dw tiende en probabilidad a (—~1Y*Dw (f;, fx) y, por otro lado,
Dw(fj, fx) > 0, para (7,k) = (1,2),(2,1), dado que fi(\) # f2(A) en un conjunto de
medida de Lebesgue positiva. Por lo tanto, las expresiones (2.93) y (2.94) permiten concluir
que las probabilidades de mala clasificacién asociadas al estadistico discriminante Dy

tienden a cero, tal y como se establece en el siguiente teorema.

Teorema 2.3.2 Bajo lus Hipdtesis (H3.1),...,(H3.5), si f1(A) # fo(A) en un conjunto de

medida de Lebesgue positiva, entonces,

Jim Pp,, (2[1) = Jim Pp,, (1|2) = 0.
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El Teorema 2.3.2 establece asi que el estadistico discriminante Dy proporciona un

criterio de clasificacidn consistente.

2.4. Andlisis discriminante a partir de muestras de entrena-

miento

Hasta el momento se ha trabajado bajo la hipétesis de que las densidades espectrales
f1(A} ¥ f2(X) asociadas a las poblaciones entre las que se discrimina, IT; y I, son cono-
cidas. Sin embargo, en la préctica, pocas veces se da este supuesto y dichas densidades
deben ser estimadas a partir de muestras de entrenamiento disponibles en cada una de las

dos poblaciones entre las que se intenta discriminar.

Supongamos que se dispone de r; realizaciones de longitud n;

con j =1,...,7, ¢ = 1,2 para estimar f;(A), i = 1,2, Entonces, la densidad espectral
fi(A) puede estimarse promediando los estimadores espectrales obtenidos a partir de cada
una de las series disponibles de la i-ésima poblacién:

Fis(A), A€ [-m,],
1

Ry =2
i

utilizando para ello cualquiera de los tres estimadores lineales locales propuestos por Fan

y Kreutzberger(1998).

Para clasificar X,, se utilizard entonces el estadistico plug-in

Dw = Dw(fu, f2) = Dw(fn, 1) =

1T BN [ F)
47r/_,r(w(f2(/\)) W(fl()\)))dl\’ (2.95)

y se asignara X, a II; si Dw > 0 y a Iz en caso contrario.

A continuacién se estudiard, el comportamiento asintético del criterio discriminante

resultante.

2.4.1. Propiedades asintdticas

Por simplicidad, se supondrd que la longitud de las series de entrenamiento en cada

grupo n; = ¢;n para algin ¢; > 0, y que las series X1, (G =1,...,711), Xo5, (G =1,... ,72)
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vy X, son independientes entre si. Asi mismo, la densidad espectral de todas las series del
misma grupo se estimara utilizando el mismo pardmetro ventana h;. En orden a establecer
las propiedades asintéticas del criterio propuesto se estableceran ademds las siguientes

hipétesis:

Hipoétesis (H3.1%) Las series Xi; = (X45(1), X55(2), ..., Xij(ns))t, 7 =1,. .., 7; son reali-

zaciones independientes de un proceso lineal gaussiano (para i=1,2).
Hipdétesis (H3.5%) La sucesién de pardmetros ventana h;, ¢ = 1, 2 satisface
(logn)4 hi — 0y nh? — co cuando n — oo.

Manteniendo esta notacién y la empleada en la seccidén anterior se demuestra el si-

guiente resultado:

Teorema 2.4.1 5i se verifican las mismas hipdtesis del Teorema 2.5.1, y las condiciones
(H3.1°), (H3.5°), entonces bajo I1; se tiene que:

Dw = (-1 Dw (£, fr) (2.96)
y .
Va{Bw + (1Y fiy 6. k) | = N (0,07 :G.k)) (2.97)
donde W2 -
iy 75 k) = Dw (fi fi) + g2ua(K) [ Qix (N e (A dA-
h2 n
~gua() [ Q) Egig or (N dA+ 0 (R2) + o (D), (2.98)
con " .
_{ ) si f = foLs
w{d) =47, RPN
mi (M) fi(A)  sif=fLs 6 f=fix
y

7200 =€ [ Q) 5

+C

[T Qi 5 O a4 0 (12) + o), (2.99)
CRTR J—¢

con C = (8n)"" si f = fpus o [ = fux y C = (8n) ' 7%/6 si f = fis.

Demostracion del Teorema 2.4.1

El Teorema 2.4.1 se establece recurriendo a las propiedades asintdticas de cada uno de

los tres estimadores espectrales considerados, a las condiciones de regularidad impuestas
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sobre W y f, vy a los resultados alcanzados en la demostracién del Teorema 2.3.1. Se
realizara la demostracién del Teorema sélo en el caso de que se suponga cierta ITj, siendo

la demostracién andloga bajo Tia.
a) Convergencia en probabilidad.

Puesto que para cada uno de los tres estimadores espectrales se demuestra su consis-

tencia uniforme:
B0 — i) = Op (nhy) ™%, i=1,2, j=1,..,m, (2.100)

dicha propiedad se traslada a su promedio de modo inmediato:

-~

FO) — fiA) = 0p (nhy) M2, i=1,2. (2.101)

Teniendo en cuenta las condiciones de regularidad impuestas a W{-) y la consistencia

uniforme de cada uno de los tres estimadores se obtiene que:

W (ﬁ(x)) W (h(A)) W (fl()\)) R = A

Fa(n) f2(A) f2() f2(2)
oo (A A1) F20) = £ (V) gL 1
w (fz()\)) O 200 + Op( he) "+ Op{nhy)™ ", (2.102)
y -~
W (%Ei‘;) = Op (nhy)"! + Op (nh1) L. (2.103)
Sustituyendo (2.102) y (2.103) en la expresién del estadistico plug-in (2.95), se tiene
que

o= [ () o (208) M5

o ()Y AO) 20 — R(A) )L k)L -t g
v (fz’(f\)) ) R +Op (nhy)™" + Op (nh1) ™" + Op (nh2) }d,\

= Dw (f1, f2) =+ Sn — B + Op (nhy) ™  + Op (nh1) ™" + Op (nha) ™ (2.104)

donde L, se define como en (2.25)

1

Ba= g [ @) () - £00) ar

v ¥, viene dada por

g L OB P
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donde se ha denotado o)
= S1(A

Q12 = T Q12(X).
f2(A)

Las condiciones (H3.2) y (H3.3) garantizan que tanto Q12(A) como Qj2(A) estan
acotadas en [, 7). Este hécho, junto con la consistencia uniforme de f; a f1yde f; a fa
permiten utilizar el teorema de la convergencia dominada para establecer la convergencia
en probabilidad a cero de £, y . Asi, queda demostrada la convergencia en probabilidad

de Dy dada en (2.96).

b} Distribucién asintética.

Se obtendran a continuacion las expresiones asintdticas para el sesgo y la varianza del
estadistico plug-in Dw . La demostracion se hard para el caso en el que los tres estimado-
res espectrales se obtengan suavizando directamente el periodograma mediante técnicas
de suavizacidn local. La demostracién resulta andloga para el caso en el que se empleen
cualquiera de los otros dos estimadores del espectro (log-periodograma suavizado o esti-
mador de maxima verosimilitud), reemplazando convenientemente los términos obtenidos
para el sesgo y la varianza del estadistico por aquellos obtenidos en la demostracién del

Teorema 2.3.1.

Paso 1. Para el caso de trabajar con el estimador periodograma suavizado, de la

demostracién del Teorema 2.3.1 se sabe que:

E(S,) = %m )R [ Qual) 1) dr+o (h2) (2.105)
M 1 .
nVar ()= g [ F0@ o) dut
22 (K) [ £ 0)@u2(0) QY () dus+ 0 (32) (2.106)

Paso 2. A continuacién se obtendrdn las expresiones asintdticas correspondientes al

sesgo y la varianza de &,,.

De modo andlogo a como se procedia con I, en (2.25, se tiene que:

Bu g [ Guah) {0 - B(RW) } ar+
+$ f_: G20 {E (HO) - 20} dr =V + B

Utilizando de nuevo la teorfa asintética de la regresién lineal local y recurriendo al

teorema de la convergencia dominada se llega a que

T2

E(S)=B==3 1 [ &t {B (M) - 20} di-
=1 -
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= L )2 [ Gran) OV dA+o(H). (2.107)

8w o

Con respecto al término correspondiente a la varianza, teniendo en cuenta que

A0 - B (W) = 23 (A0 - B (f.)}
j=1
se puede escribir

Var (in) __1 / " Q12(A)@12(N)Ta (A, X)dAdN

1672 f_ J_,

donde
re T2

B{ (B - BE) (o)~ B(Gas¥D)

i=1 j=1

1

()\/\)_72
2

i > couv (f21 F2i(A ))

z*lg 1

Puesto que las series Xaj, j = 1,...,72 se consideran mutuamente independientes, se

tiene que:

0 N) =5 Zcov(fzg ), Fas(N))

Con lo cual se llega a que
Var (En) ==
1

= 2 1672 / / Q12(NQra(X )E{(fz()\ - B(RW) (RO - B(ROY) } drax

donde a partir de agui f;, denota al estimador espectral obtenido a partir de cualquiera de

las series de entrenamiento disponibles de la poblacion Ha.
Procediendo igual que para (2.38) en la demostracién del Teorema 2.2.1 se tiene que:
Var (HMEZ) =

l _
= ] / ng()\ ng( )elanS_:,)\anVnz,k,/\’ansml,,\anzeld'\d’\fa

r-g 1672
1 0
Hn2 = H
0 hg,

Snap la matriz de elementos s72(8) = s;7,(¢) dados por

donde H,,, es la matriz 2 x 2

o 1 A — 0!
S0 =— > 5 Kn, (A —6),1=0,1,2,
2
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Y Vi a la matriz

v (A A wpd (A A)
Vn , = HT_LlE T'n, AT:,, , H,,:l — 0,0\ 0,1\
2,4, A 2 { 25 2,A } 2 U’i’l;gO(A’ A,f) U’;’L

de elementos

pon=s % 5 (52 (45

— Ny s=—
X Khy (Ae = A) Ky (A = X) mg (At Xs)

con Yy (Aty As) = E {(Iny (Ae) ~ f2 (Me)) (Iny (As) — f2 (As))} = cov(Tny (At) s Iny (As).

donde ahora I,,, (.) denota el periodograma asociado a cualquiera de las muestras de en-
trenamiento disponibles de la segunda poblacién. Puesto que todas las series se consideran

realizaciones independientes de procesos lineales Gaussianos de media cero se obtiene que

N i AN
" 1_1 Ar— A
5 (A X) _gz;\,(z)(hz)x
K, (M

= X) (5 (M) +o(1)) .

XKh2 /\g

Procediendo de modo andlogo a como se procedia a partir de (2.38) se llega a que

~ 1 U -
8nn Var (zn) = | B@@smdut

3 2 (K) / " (w0120 o(w) du + 0 (h) (2.108)

Paso 3. De acuerdo con (2.104), y puesto que series de las muestras de entrenamiento
de cada una de las poblaciones II; y Iz son mutuamente independientes se tiene que, a

partir de las expresiones asintdticas obtenidas para el sesgo y la varianza de &, v T

T

E(Dw) = Dwl(f1, f2) + Si;uz (K)R2 | Q2N () dr—

—T

()R [ G1a() A dA+0 () 10 (1)

-

~ 1 (7 1 T
nVcw(Dw)=8—,r ety dut W () | @10 o) dut

- h2 pa (K) fzz(u)élg (1‘)@1’,2 (u) du+t

-7

| B atw) du+ o

0 (hg) +o (hi) .

87rc T
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De donde, realizando operaciones, se tiene que

E(Dw) = Dw(f1, f2) + %Mz (K)h2 ) Q1,2(A) f1(A) dA—

1 ™ f1(0)
*g#z(K)hz RO )Q oA} (A A+ 0 (RE) + o (h)
Y
nVar ﬁW) =
= Siﬂ/_: 1 ()@ o(u) du + 8;@[ —fl( )Q2 (u) du + O(h2) + O(h3).
Paso 4.

Para completar la demostracién, quedaria por demostrar la normalidad asintética del

estadistico plug-in ij. De acuerdo con la notacidén empleada, puede escribirse, bajo II:

" n "o _
VA{Dw =Bz 1.2) =52 { [ ralel SAm T, air-

A-Z Q12 )b SzLTI L dA § (L +0(1),

donde ng 5 es el vector 2x1 de elementos

e LS VAL
030 = = 3 (2] K= 0) (s = ) 1= 01

t=—Nj hg

De este modo, la normalidad asintética de \/H{DW - Hy fDLs(1’2)} se deduce de
modo inmediato una vez que se haya probado la normalidad asintética de los vectores

aleatorios .
Vi | @ua(NelT? (dA, j=1,2,...,72
-—m

lo cual puede demostrarse siguiendo un razonamiento completamente andlogo al utilizado

en la demostracién del Teorema 2.3.1 para (2.47).



Capitulo 3

Comportamiento del
procedimiento discriminante sobre

muestras finitas

3.1. Estudio de simulacidn.

En esta seccién se presentaran los resultados de un estudio de simulacién llevade a
cabo para investigar el comportamiento del estadistico discriminante Dy propuesto en el
Capitulo 2 a la hora de clasificar realizaciones de diferentes clases de procesos estocésticos.
El estudio de simulacién fue llevado a cabo con un doble propésito: en primer lugar,
determinar las tasas de mala clasificacién alcanzadas cuando se utiliza el estadistico Dw
para discriminar entre diferentes clases de procesos y, en segundo lugar, comparar los
resultados obtenidos con el estadistico Dy utilizando para la estimacién de la densidad

espectral cada uno de los tres suavizadores locales:

» El periodograma suavizado por minimos cuadrados locales, fprs.
= El logaritmo del periodograma, suavizado por minimos cuadrados locales, fi.g.

» El suavizador del log-periodograma basado en maxima verosimilitud, fLK.

En primer lugar, se considerd el problema de discriminar entre procesos ARMA(p,q)
con errores gaussianos. En un primer momento, las simulaciones se centraron en estudiar
el comportamiento del estadistico Dw a la hora de discriminar Unicamente entre dos

poblaciones de procesos AR(1) o MA(1) con diferentes pardmetros. A continuacién se

75
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procedié a examinar sus propiedades para discriminar entre un conjunto mas grande de
procesos de tipo ARMA(p,q), todos ellos con errores gaussianos. Finalmente, se estudiaron
las propiedades de dicho estadistico en la discriminacidn de procesos con distribucién
marginal no normal y distintas estructuras de dependencia, simulando series a partir de

procesos de diferente tipo:

Procesos AR(1) con distribucién marginal exponencial

Procesos AR(1) con distribucién marginal doble exponencial

Series m-dependientes con distribucién marginal gamma

Series m-dependientes con distribucién marginal lognormal

Estas series cubren un amplic espectro de los procesos estocdsticos con los que se puede
trabajar en la practica, y constituyen un buen ejemplo para analizar el comportamiento del
estadistico discriminante Dy a la hora de trabajar sobre muestras finitas en la clasificacién

de diferentes tipos de procesos.

Esta seccién se estructura a lo largo de cuatro apartados. En primer lugar, se ofrece una
descripcién general del esquema seguido para el estudio de simulacién que se ha llevado a
cabo. A continuacién, se procede a describir los resultados de las simulaciones para cada
uno de los contextos analizados, segiin se discrimine entre procesos con errores gaussianos o
entre procesos con distribucién marginal no gaussiana. Finalmente, se realiza una discusion
de los resultados alcanzados y se exponen las conclusiones que se han derivado del estudio

de simulacidn.

3.1.1. Procedimiento experimental.

En todos los casos se siguid un mismo esquema para levar a cabo las simulaciones, tal

y como se detalla a confinuacidn:

1. Especificacidn de los procesos a clasificar.

Para cada uno de los estudios de simulacidn Hevados a cabo, se determinaron a priori
las clases de procesos entre las que se pretendia discriminar. Se seleccionaron modelos
que pudiesen dificultar las labores de clasificacién, con indices de separabilidad bajos
y/o previamente considerados en otros trabajos de temaética similar. En general se
seleccionaron G > 2 clases de procesos especificadas de acuerdo con los pardmetros

que se definirdn en cada apartado de las simulaciones.
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2. Generacion de las series de tiempo.

Una vez determinados los modelos sujetos a discriminacién, se obtuvieron s realiza-
ciones de longitud n de cada uno de ellos, tomando n diferentes valores. En general,
para cada ejemplo, se tomé n = 200 y n = 400 para valorar la influencia de la

longitud de las series sobre los resultados obtenidos en la clasificacion.

3. Clasificacion de las series.

En el caso en el que se discriminase entre G = 2 clases de procesos, 11} y Ilg, a
continuacién cada una de las series generadas se clasific6 como perteneciente a una

de las dos poblaciones de acuerdo con el estadistico discriminante:

Dw = Dw(fn, f2) — Dw (fn, f1),

tal y como se explicé en la Seccidén 2.2, v siendo ﬁ,, un estimador de la densidad
espectral correspondiente. Para el cdlculo de Dw se utilizd cada uno de los tres
estimadores no paramétricos del espectro propuestos por Fan y Kreutzberger (1998):

fDLS, f[,s ¥ J?LK, usando en todos los casos como funcidn de divergencia la funcién:
W(z) = log{laz + (1 — o)) — alog(z) (3.1)

con o = 0,5,

Para el cdmputo de cualquiera de los tres estimadores espectrales se utilizé el nticleo
de Epanechnikov, y el pardametro ventana h se determiné en cada case minimizando
la funcidén de validacién cruzada sobre un rango adecuado de valores de . Para el
cémputo del estimador del espectro basado en el criterio de maxima verosimilitud

local se utilizé el algoritmo de Newton-Raphson.

En el caso en el que se discriminase entre G > 2 clases de procesos, I1;, = 1,2, ..., G,
se generalizo el procedimiento anterior y cada una de las series generadas se asigné al
modelo con el que mantenia la minima discrepancia, evaluada de acuerdo con la

medida de disparidad espectral
T
DW(fn:fJ)_f W(fﬂ(’\)fj_l(’\))dA! J=1:23,G5

donde f, v W vienen dados como en el caso anterior.

4. Evaluacion de los resultades de clasificacion.

Para valorar los resultados de la clasificacién, se calculd la proporcidn de series mal
clasificadas para cada una de las poblaciones de origen. Finalmente, se promediaron
estas tasas de error para obtener una tasa global de mala clasificacién. Este calculo se
realizd teniendo en cuenta los resultados obtenidos con el procedimiento discriminan-

te descrito utilizando cada uno de los tres estimadores del espectro. De esta forma,
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pudo valorarse la influencia del estimador empleado en los resultados alcanzados

comparando las tasas globales de error correspondientes.

3.1.2. Discriminacién de procesos con errores gaussianos.

a) Discriminacién de procesos AR(1).

En primer lugar, se consideré el problema de discriminar entre G = 2 clases de pro-
cesos autorregresivos AR(1). Asi, bajo II;, § = 1,2, el proceso X sigue una estructura

autorregresiva dada por
Xe=¢iXe1+et, @] <1, (3.2)

donde {&;} es una secuencia de variables aleatorias independientes e idénticamente distri-

buidas segin una normal N(0,¢2), o > 0.

Tis bien conocido que, si el proceso X sigue una estructura como la dada en (3.2), su

densidad espectral vendrd determinada por la expresidn

ol

T 2n(1+ 97 - 2jcosN)’

£ (A

En la Figura 3.1 se muestra asi la densidad espectral correspondiente a procesos auto-

rregresivos AR(1) segiin los diferentes valores del pardmetro ¢; en (3.2).

Para el estudio de simulacién, se generaron s =100 series de longitud n = 400 a
partir de cada una de las clases II;, (j = 1,2), de acuerdo con la ecuacién (3.2), para
diferentes valores de los pardametros ¢1 y ¢2 y tomando siempre o = 1. En la Figura 3.2
se muestra un conjunto de realizaciones aleatorias de algunos de estos procesos. Como
se puede observar, las series muestran mayor variabilidad en el caso de valores negativos
del parametro autorregresivo y de mayor valor absoluto, concentrandose en estos casos la
densidad espectral sobre las frecuencias mayores, mientras que para el caso de procesos
de pardametros positivos la potencia del espectro se concentra en las frecuencias de menor

magnitud, dando lugar a realizaciones mas “suaves”.

Cada una de las series generadas se clasificé como perteneciente a una de las dos
poblaciones de acuerdo con el procedimiento descrito en la Seccidn 3.1.1. Se calculo la
proporcién de series mal clasificadas para cada una de las dos poblaciones y finalmente,
ambas tasas de error se promediaron para obtener una tasa global de mala clasificacion
con cualquiera de los tres estimadores del espectro utilizados. Los resultados obtenidos se

muestran en la Tabla 3.1.
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Figura 3.1: Densidad espectral correspondiente a diferentes procesos AR(1) con errores

gaussianos N(0,1), segin diferentes valores del pardmetro antorregresivo ¢ en (3.2).

< -
o 4
0=—-08 = ¢=0.2
6=-06 =04
b=-04 — 9=06
=02 — ¢=08
-
o 4

Tal y como se puede apreciar, los resultados muestran el buen comportamiento del
estadistico discriminante Dy, con tasas de error que s6lo en ocasiones superan el 20% y
siempre cuando los procesos entre los que se discrimina vienen definidos por pardmetros
autorregresivos muy similares. Se observan mejores resultados a medida que la distancia
entre los pardmetros ¢1 ¥ ¢2 aumenta. Esto es lo que cabia esperar, dado que la distancia
entre estos valores determina la separabilidad entre las categorias IT; y IIs entre las que
se discrimina. De hecho, una medida habitualmente empleada en el contexto del andli-
sis discriminante para evaluar la separabilidad entre dos poblaciones (y por lo tanto la
dificultad para discriminar entre ellas) es la tasa de J-divergencia, definida en (2.7). En
la Tabla 3.2 se muestran los valores de la tasa de J-divergencia para el caso de discrimi-
nar entre dos clases de procesos autorregresivos AR(1) con errores gaussianos. Se observa.
como dicha tasa se hace mayor a medida que aumenta la distancia entre los pardmetros
autorregresivos que definen las dos poblaciones, pasando de un valor de 0,010 para el caso

de discriminar entre dos procesos AR(1) de pardmetros $; = 0,1 y ®3 = 0,2 a un valor
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Figura 3.2: Realizaciones de procesos autorregresivos AR(1) con errores gaussianos N(0,1)

y diferentes valores del pardmetro autorregresivo ¢ en (3.2).
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de 1,930 para el caso de discriminar entre dos procesos AR(1) de pardmetros ®; = 0,1y
&, = 0,9. Asimismo, se objetiva que la separabilidad es menor entre procesos definidos
por parametros autorregresivos bajos que para parametros autorregresivos altos. Asi, por
ejemplo, la tasa de J-divergencia para discriminar entre dos procesos AR(1) de pardmetros
@) = 0,1 y &3 = 0,2 es de 0,010, frente a 0,023 para e} caso de dos procesos AR(1) de
parametros ®; = 0,7 y ®; = 0,8. Esto se traduce en una tasa de mala clasificacion mads
baja en este ltimo caso, que trabajando con el estimador periodograma suavizado es de
un 6,8 %, frente al 19,8 % de error que se obtiene con este mismo estimador para el caso
de discriminar entre procesos autorregresivos AR(1) de pardmetros ®; = 0,1y 3 =0,2.
Conclusiones anslogas se obtienen con los otros dos estimadores espectrales y otros valores

estudiados de log pardmetros autorregresivos.

Por otro lado, aungue los resultados alcanzados con cualquiera de los tres estimadores
son buenos, parece que las propiedades asintéticas de cada uno de los suavizadores no

paramétricos ejercen cierta influencia sobre el comportaniento del estadistico Dhy. Asi,
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Tabla 3.1: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dw para dis-
criminar entre dos clases de procesos AR(1) con errores gaussianos N(0,1) y diferentes

parametros autorregresivo ¢y v ¢2. Longitud de las series: n=400.

b1l dp— 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8
foLs 0,198 0,048
0 Frs 0,213 0,188
frx 0,183 0,035
foLs 0,165 0,023
01 fis * 0,200 0,095
Jix 0,160 0,030
fors 0,148 0,028
0,2  fis * 0225 0,065
fri 0,165 0,023
fors 0,173 0,025
0,3 frs * 0,245 0,045
fix 0,195 0,028
foLs 0,138 0,013
0,4 fre . * 0,220 0,040
fix 0,158 0,020
fors 0,113 0,013
0,5 frs * 0,223 0,055
Ffrx 0,145 0,020
fors 0,100 0,002
0,6 frs * 0,175 0,037
Frx 6,125 0,005
fors 0,068
0,7 Frs * 0,158
frx 0,125

el log-periodograma suavizado frg resulta menos eficiente que los otros dos estimadores
y por ello Dy muestra el peor comportamiento en todos los casos cuando se utiliza este
estimador espectral. Sin embargo, los resultados alcanzados con los suavizadores fDLs y
JE Lk son muy similares y no se aprecian diferencias resefiables entre ellos. De hecho, la
mayor tasa de error fue sélo de un 19,8 % con fDLS y de un 19,5% con fLK. En realidad,
cabria esperar un peor comportamiento del estadistico Dy con fLK dado que tiene un

sesgo asintético mayor que fprs en las regiones con pico del espectro.

A su vez, si se comparan los resultados alcanzados con cualquiera de los tres estimado-
res con las tasas de error reflejadas en otros trabajos al discriminar entre procesos AR{1)
con errores gaussianos, puede concluirse que las tasas obtenidas resultan competitivas, si
se tiene en cuenta ademds que en dichas investigaciones se trabajé con series de longitud
mayor (Zhang y Taniguchi (1994), Zhang y Taniguchi (1995), Kakizawa (1996)). Asi, por
ejemplo, Zhang y Taniguchi (1994), utilizando una aproximacién del cociente de verosi-

militudes calculada a partir de los correspondientes periodogramas, obtienen una tasa de
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Tabla 3.2: Separabilidad entre procesos AR(1) con errores gaussianos N(0,1) y diferentes

pardmetros autorregresivos @1, ¢z, evaluada mediante la tasa de J-divergencia.

)
é11 02 03 04 05 06 07 08 09
0,1 0,010 0,042 0,099 0,18 0,319 0,528 0,911 1,930

0,2 0,011 0044 0,106 0,206 0,371 0,674 1,484
0,3 0,011 0,048 0,119 0241 0475 1,009
0,4 0,013 0054 0,140 0,311 0,773
0,5 0,014 0,065 0,181 0,503
0,6 0,017 0,085 0,293
0,7 0,023 0,037
0,8 0,038

error del 15.9% al discriminar entre procesos AR(1) de pardmetros ¢y = 0,1 y ¢2 = 0,2,
con series de longitud n = 1024. Dicha tasa es de un 6.7% cuando se discrimina entre
procesos AR(1) de pardmetros ¢1 = 0,1 y ¢2 = 0,3 y series de igual longitud. Estos por-
centajes de error son igualados por el estadistico discriminante Dy trabajando con series
de menor longitud (n = 400) obteniéndose, por ejemplo, con el estimador fDLS, tasas de

error de un 16.5% y de un 2.3 % en cada caso, respectivamente.

Conclusiones similares pueden extraerse si se comparan los resultados en la Tabla 3.1
con los alcanzados por Kakizawa (1996), utilizando la misma medida de disparidad que
la. empleada en esta memaria con otro tipo de estimadores espectrales. En este caso, los
autores realizaron un estudio de simulacidn en el que se discriminé entre series de longitud
n = 512 procedentes de dos clases de procesos autorregresivos AR(1) con errores gaussianos
N(0,1) y parametros ¢; = 0,6 y ¢2 = 0,7. Las tasas de error obtenidas, independientemente
de la funcién de divergencia utilizada, se situaron en torno al 7.5%. Bajo este mismo
supuesto se han alcanzado con el procedimiento discriminante propuesto en esta memoria
tasas de error de un 10%, 17.5% y 12.5% segtin se utilizase el estimador fDLS, ﬁs o
ﬁ,x, respectivamente. Se obtienen asf tasas de error ligeramente superiores que pudiesen

ser explicadas por la menor longitud de las series consideradas en esta simulacién.

A este respecto, y con el fin de determinar la influencia de la longitud de las series
en los resultados, a continuacién se repitié el estudio de simulacién con series de menor
longitud. Las Tablas 3.3 y 3.4 muestran los resultados alcanzados al discriminar entre
series de longitud n=200. Obviamente, el comportamiento de la regla discriminante es algo

peor que el observado en los resultados anteriores, aunque pueden extraerse conclusiones
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analogas. As{, con cualquiera de los tres suavizadores espectrales las tasas de error mds
elevadas se sitdan en torno al 30% cuando se intenta discriminar entre dos clases de
procesos definidas por pardmetros autorregresivos que sélo difieren en 0,1. Estas tasas son
menores para pardametros autorregresivos mayores en valor absoluto. A su vez, cuando los
parametros que definen ambos modelos son razonablemente diferentes, las tasas de error
s6lo en ocasiones alcanzan el 10% y en general se sitian en torno al 5%. De nuevo, el
log-periodograma suavizado por minimos cuadrados, ﬁ,s, resulta ser el menos eficiente de
los estimadores espectrales, ya que Dy muestra el peor comportamiento en todos los casos
cuando se utiliza este estimador espectral. No se observan diferencias relevantes entre los

otros dos suavizadores.

Tabla 3.3: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dy para dis-
criminar entre dos clases de procesos AR(1} con errores gaussianos N(0,1} y diferentes

pardmetros autorregresivos ¢ y ¢2. Longitud de las series: n=200.

d1 1l dz— 0,1 0,2 -0,3 0,4 0,5 -0,6 0,7 0,8
foLs 0,270 0,080 0,028
o frs 0,315 0,158 0,058
Frx 0,275 0,123 0,020
ToLs : 0,238 0,103 0,008
-0,1 fis * 0,260 0,143 0,140
Fur 0,230 0,105 0,108
fors 0,248 0,098 0,013
-0,2 frs * 0,295 0,140 0,050
Frx 0,25 0,08 0,013
Jors 0210 0,083 0,013
-0,3 fis * 0,285 0,140 0,048
Frx 0235 0,093 0,023
fors 0,248 0,043 0,008
-0,4 frs * 0,205 0,120 0,040
fLx 0,268 0,073 0,013
fors 0,210 0,053 0,002
-0,5 frs * 0,280 0,115 0,033
fix 0,230 0,068 0,015
foLs 0,185 0,088
06  fis * 0,263 0,123
Frx 0,203 0,055
foes 0,158
0,7 fus * 0,260

fLk 0,195
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Tabla 3.4: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dy para dis-
criminar entre dos clases de procesos AR(1) con errores gaussianos N(0,1) y diferentes

pardmetros autorregresivos ¢1 v ¢o. Longitud de las series: n=200.

g1l p2— 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8
foLs 0245 0,110 0,013
0 frs 0,303 0,148 0,033
Frx 0,248 0,108 0,013
FoLs 0,275 0,088 0,028
0,1 frs * 0,313 0,155 0,053
Frx . 0,263 0,008 0,025
foLs 0,268 0,065 0,013
0.2  fis * 0,280 0,108 0,055
fLx 0,258 0,003 0,015
foLs 0,248 0,070 0,018
03  fis * 0,308 0,125 0,053
Frr 0,260 0,080 0,018
foLs 0,205 0,058 0,010
0,4 frs * 0,235 0,095 0,073
Frw 0,205 0,065 0,015
fors 0,250 0,060 0,005
0,5 frs * 0,303 0,115 0,020
fLx 0,255 4,090 0,008
FoLs 0,185 0,033
0,6 fus * 0,265 0,108
Frx 0,193 0,065
foLs 0,175
0,7 fLs * 0,233

Fri 0,208
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b) Discriminacién de procesos MA(1).

A continuacién se procedid a discriminar entre dos clases de procesos de medias maéviles
MA (1) para estudiar el funcionamiento del procedimiento discriminante propuesto en esta
situacién. En este caso, bajo IL;, (j = 1,2), el proceso X sigue una estructura de medias

moviles dada por

Xt =0jet_1 + e, 0] <1, (3.3)

donde {&;} es una secuencia de variables aleatorias independientes e idénticamente distri-

buidas segiin una normal N(0,02), . > 0.

Figura 3.3: Densidad espectral correspondientes a diferentes procesos MA(1) con errores

gaussianos N(0,1) segin diferentes valores del parametro ¢ en (3.3).
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Si el proceso X sigue una estructura como la dada en (3.3), su densidad espectral

vendra determinada por la expresién

2
O¢

2m(1 4+ 205cosA + 9?)

fi(x) =
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segin se indica en la Figura 3.3. En la Figura 3.4 se muestra un conjunto de realizaciones
aleatorias de algunos de estos procesos. En este caso, las series que muestran una mayor
variabilidad se corresponden con procesos MA(1) de pardmetros positivos, concentrindose

entonces la densidad espectral en las frecuencias de mayor magnitud.

Figura 3.4: Realizaciones de procesos autorregresivos MA(1) con errores gaussianos N(0,1),

correspondientes a diferentes valores del pardmetro 8 en (3.3).
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Para el estudio de simulacién, se procedié como en el caso anterior, generando s =100
series de longitud n = 400 a partir de cada una de las clases I1;, (j = 1,2}, de acuerdo ahora
con la ecuacién (3.3), para diferentes valores de los pardmetros 61 y 2 y tomando siempre
o, = 1. Cada una de las series se clasificd de acuerdo con el estadistico discriminante
Dy = Dw( fn, fa) — Dw( fry f1), utilizando cada uno de los tres estimadores espectrales:
.fDLS, fLs y fLK tal y como se indicé previamente. Los resultados obtenidos, en términos
de la tasa global de mala clasificacién, se muestran en la Tabla 3.5. A su vez, y tal y como
se puede deducir de las expresiones tedricas de las densidades espectrales correspondientes,
la tasa de j—divergencia para el caso de discriminar entre dos procesos MA(1) toma valores

idénticos a los que se mostraron en la Tabla 3.2 para dos procesos AR(1), reemplazando
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los parametros autorregresivos ®1 y ®2 por idénticos valores para los correspondientes

pardmetros 01 y 82,

Tabla 3.5: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dw para dis-

criminar entre dos clases de procesos MA(1) con errores gaussianos N(0,1) y diferentes

pardmetros ) y #9. Longitud de las series: n=400.

1l

P2 —

0,1

0,2

0,3

0,4

0,5

0,6

0,7

0,8

fELs
{ LS
fLE

0,185
0,217
0,195

0,035
0,080
0,025

0,1

fELs
{LS
fLr

0,205
0,282
0,222

0,025
0,060
0,025

0,2

fELS’
{Ls
frx

0,142
0,227
0,157

0,040
0,075
0,045

0,3

IoLs
{LS
fri

0,162
0,235
0,180

0,040
0,070
0,045

0,4

fgbs
{Ls
fri

0,182
0,222
0,162

0,060
0,065
0,035

0,5

Fous
frs

fix

0,185
0,227
0,202

0,110

0,055 °

0,035

0,6

fiws
{LS
fLi

0,192
0,210
0,165

0,125
0,070
0,030

0,7

fELS
{LS
fri

0,262
0,240
0,195

De modo general, se han obtenido tasas de error similares a las alcanzadas en el caso
de discriminar entre dos clases de procesos autorregresivos AR(1), que superan el 20%
en el caso de procesos entre los que exista muy poca separabilidad y que en otro caso
se sitian por debajo del 10 %, objetivaindose tasas en torno a un 2% 0 4% incluso para
clases de procesos entre los que la separabilidad sigue siendo escasa. Asi mismo, sigue
ohservidndose la repercusion de las propiedades asintéticas de los suavizadores espectrales
sobre los resultados alcanzados en las simulaciones, con tasas de mala clasificacién mas
elevadas en el caso del estimador log-periodograma suavizado por minimos cuadrados
(f[,g) v tasas similares en el caso de los otros dos estimadores del espectro. En particular,
la mayor tasa de error fue de un 26,2% en el caso del estimador periodograma suavizado

(fDLS) y de un 22,2% para el caso del estimador log-periodograma suavizado mediante

maxima verosimilitud ( L K).
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Una vez mdés, los resultados obtenidos con cualquiera de los tres suavizadores empeoran
ligeramente al repetir el esquema de simulacién con series de menor longitud. En las Tablas
3.6 y 3.7 se muestran las tasas de error obtenidas tras clasificar realizaciones aleatorias
de longitud n=200. En este caso las méaximas tasas de error, al igual que ocurria cuando
se discriminaba entre procesos autorregresivos AR(1), se sitian en torno al 30 %, siempre
cuando se trata de discriminar entre procesos muy similares. La tasa de mala clasificacién
desciende a medida que aumenta, la diferencia entre los pardmetros gue definen los modelos
sujetos a disciminacién, situindose en torno al 5% cuando estos pardmetros difieren en
0,2. De nuevo, se obtienen mejores resultados cuando la estimacién del espectro se realiza
mediante los estimadores periodograma suavizado, J?DLS, y log-periodograma suavizado

mediante maxima verosimilitud, frg.

En las Tablas 3.6 y 3.7 se pueden comparar asimismo los resultados alcanzados por
el procedimiento propuesto en esta memoria con los obtenidos en el trabajo de Chan,
Chinipardaz y Cox (1996). Dichos autores proponen una solucién analitica para estimar
la distribucidn del estadistico discriminante cuadratico que resulta de aplicar el criterio
de clasificacién basado en el cociente de veromilitudes, en caso de trabajar con procesos
ARMA(p,q). Tal y como se puede observar, con dicho procedimiento se obtuvieron resul-
tados similares, con tasas de error por encima del 20% en caso de procesos definidos por
coeficientes muy parecidos. Parece observarse un mejor comportamiento del procedimiento
propuesto por Chan, Chinipardaz y Cox (1996) en los casos de procesos més separables,
en términos de la tasa de J-divergencia (aquellos pares de procesos definidos por coefi-
cientes de mayor valor absoluto), mientras que el criterio discriminante propuesto en esta

memoria alcanza resultados ligeramente mejores en situaciones de menor separabilidad.
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Tabla 3.6: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dw para dis-

criminar entre dos clases de procesos MA(1)} con errores gaussianos N(0,1} y diferentes

parametros 8; y f2. Longitud de las series: n=200. L.os resultados en azul muestran las

tasas de error obtenidas por Chan, Chinipardaz y Cox (1996).

1l

b2 —

0,1

0,2

0,3

0,4

0,5

0,6

0,7

0,8

foLs
frs
9%

cce

0,257
0,205
0,260
0,255

0,072
0,095
0,072
0,075

0,030
0,047
0,027
0,015

0,1

fors
frs

Fx

coc

0,235
0,290
0,245
0,240

0,117
0,177
0,122
0,045

0,045
0,057
0,030
0,015

0,2

fois
frs

Frx

cce

0,205
0,320
0,295
0,220

0,082
0,125
0,087
0,085

0,030
0,057
0,035
0,025

0,3

foLs
frs

frx

cce

0,242
0,200
0,250
0,210

0,092
0,132
0,077
0,080

0,042
0,062
0,020
0,010

0,4

fELs
{LS
fux

ccC

0,290
0,322
0,280
0,250

0,117
0,142
0,102
0,060

0,56

fors
fis

fix

ccc

0,250
0,207
0,245
0,205

0,067
0,057
0,027
0,010

0,6

foLs
Jes

fix

cCce

0,247
0,197
0,170
0,105

0,7

Fous
fis

fre

cce

0,240
0,277
0,257
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Tabla 3.7: Tasas de mala clasificacién obtenidas al utilizar el estadistico Dy para dis-
criminar entre dos clases de procesos MA(1) con errores gaussianos N(0,1) y diferentes
parametros ¢ y #2. Longitud de las series: n=200.Los resultados en azul muestran las

tasas de error obtenidas por Chan, Chinipardaz y Cox (1996).

1l po— -0,1 20,2 -0,3 0,4 0,5 0,6 0,7 0,8
Ffors 0,247 0,077 0,030

frs 0,257 0,120 0,052

ok 0,252 0,072 0,030

cce 0,280 0,125 0,015
fpLs 0,247 0,100 0,020

frs . 0,300 0135 0,052

Jux 0,240 0,095 0,035

cce 0,275 0,140 0,030
foLs 0,252 0115 0,027

fis . 0,280 0,142 0,050

Fin 0,245 0,107 0,020

cce 0,220 0,070 0,010
fors 0,267 0,087 0,027

fis . 0,202 0,110 0,040

Frr 0,262 0,075 0,020

ccC 0,195 0,065 0,005

iprs 0,247 0,107 0,057

fus . 0267 0,122 0,035

for 0,220 0,082 0,022

cCo 0,185 0,050 —_——

fois 0,285 0,122 0,085
fre . 0,257 0,122 0,047
Jik 0,230 0,082 0,020
cce 0,215 N 0,005
foLs 0,230 0,145
frs . 0,270 0,100
fir 0,232 0,085
cce - 0,010
fors 0,312
fs . 0,310
frr 0,260
cece .
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¢) Discriminacién de procesos ARMA (p,q).

A continuacién se estudié el comportamiento del estadistico Dy a la hora de discri-
minar entre diferentes procesos de tipo ARMA(p,q). Para ello se llevé a cabo un experi-
mento de simulacidn en el que se generaron realizaciones de longitudes n=200 y n=400

del siguiente modelo:
(1-¢B)(1-¢sB°) X; = (1~ 6,B") =, (3.4)

donde B*X, = X;_ para k € Z y &, sigue una distribucién N(0,o2). El pardmetro ¢ se
considerd fijo ¢ = 0,8 y oz = 1, mientras que los parametros s, r, ¢ ¥ f tomaron diferentes

valores correspondientes a distintos procesos ARMA(p,q) segin se indica a continuacidn:

. 8=0; r=0;¢5 = 0; 8, =0 8 5=0;r=1;¢, =0; 8, = —0,3
5=l 1=0;p5= 03; 6, =0 9. 5=0; 1=3;05 = 0; b = —0,3
. 5=3; r=0;¢ps = —0,3; . = 0 10. s=0; r=6;¢, = 0; 8, = —0,3
. 5=6; r=0;¢s = —0,3; 6, =0 11. s=0; 1=1;¢0s = 0; &, = —0,5
.85=1;1=0;¢s = —0,5; 6, =0 12, 5=0; 1=3;¢5s = 0; &, = —0,5
. 5=3; 1=0;¢, = —0,5; ¢, = 0 13. 5=0; r=06;¢s = 0; 8. = -0,
c8=0; r=0;¢; = —0,5; ¢ =0

= LT kW) =

Estos procesos han sido utilizados con anterioridad en otro trabajo (Paparoditis (2000))
para estudiar las propiedades de un nuevo test de bondad de ajuste basado en estimaciones
nicleo de la densidad espectral. Constituyen un ejemplo adecuado para valorar el com-
portamiento del estadistico Dy a la hora de discriminar entre procesos autorregresivos
(Procesos 1-7) y procesos autorregresivos y de medias méviles (Procesos 8-13), observan-
do ademads la influencia sobre los resultados de la magnitud de las correlaciones con cada
uno de los retardos o de las innovaciones correspondientes. Los procesos resultantes se

muestran en la Tabla 3.8.

Es conocido que, para el caso de un proceso ARMA(p,q) como en (3.4) la densidad

espectral correspondiente viene dada como:

0.2 —iAy2
1) = R cr s (35)

donde aqui ¢(B) = (1 — ¢B)(1 — ¢sB°) =1 — $sB° — ¢B + ¢ BT, 0(BY=1-60.B" y

ngl.

Para el ejemplo que nos ocupa, las densidades espectrales correspondientes a los 13

procesos estudiados son las que se muestran en la Figura 3.5. As{ mismo, en la Figura 3.6
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Tabla 3.8: Procesos ARMA(p,q) sujetos a discriminacion.

Parametros AR Parametros MA

1. AR(1) 0.8

2. AR(2) (-0.5; 0.24)

3. AR(4) (0.8; 0; -0.3; 0.24)

4. AR(7) (0.8; 0; 05 0; 0; -0.3; 0.24)

5. AR(2) (-0.3; 0.4)

6. AR(4) (0.8; 0; -0.5; 0.4)

7. AR(T) (0.8; 0; 0; 0; 0; -0.5; 0.4)
8. ARMA(1,1) 0.8 0.3
9. ARMA(1,3) 0.8 (0; 0; 0.3)
10. ARMA(1,6) 0.8 (0; 0; 0, 0; 0; 0.3)
11. ARMA(1,1) 0.8 0.5
12. ARMA(1,3) 0.8 (0; 0; 0.5)
13. ARMA(1,6) 0.8 (0; 0; 0; 0; 0; 0.5)

se representa una realizacién aleatoria de cada uno de estos procesos. Tal y como se puede
apreciar, se trata de procesos muy similares en su mayoria, lo cual debe tenerse en cuenta

a la hora de valorar los resultados obtenidos en la clasificacion.

Para la simulacién, se generaron s =100 series de longitud n=200 y n=400 de cada uno
de los 13 modelos considerados, de acuerdo con la ecuacién (3.4). Cada una de las series
generadas fue asignada al modelo con €l que mantenia una minima discrepancia, evaluada
de acuerdo con la medida de disparidad espectral
™

N 1 -
Dw(fu f5)= 2= [ WM N)dA, 7 =12,...,13, (3.6)

donde f;,j = 1,2,...,13 denota a la densidad espectral correspondiente a cada una de las
clases de procesos consideradas y fn a un estimador de la verdadera densidad espectral de

cada una de las series a clasificar.

Las Tablas 3.9 y 3.10 muestran los resultados obtenidos con el procedimiento discri-
minante descrito, una vez generadas s =100 series de longitud n=200 de cada una de las
clases de procesos consideradas. La tasa global de mala clasificacién, para cada uno de
los tres estimadores espectrales utilizados (fp LS ng, ﬂ ¥), fue de un 24,8 %, un 33,4%
y un 27,1%, respectivamente. De nuevo se aprecia una tasa de error mas clevada en el
caso de trabajar con el estimador log-periodograma suavizado por minimos cuadrados,

que evidencia la influencia de las propiedades asintéticas de estos suavizadores sobre el
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Figura 3.5: Densidades espectrales correspondientes a los 13 procesos ARMA(p,q) sujetos

a discriminacion.

comportamiento del estadistico discriminante. Por procesos, las probabilidades de error
en cada clase oscilaron entre un 6 % y un 56 % para el estimador periodograma suavizado;
entre un 6% y un 61 % para el estimador log-periodograma suavizado por minimos cua-
drados y entre un 3% v un 53 % para el log-periodograma suavizado mediante méxima
verosimilitud. En todos los casos, las mayores tasas de error correspondieron a las reali-
zaciones de los procesos 3, 4, 7, 9, 10 y 13, oscilando éstas entre el 31% vy el 61 %. Las
tasas de mala clasificacién mds altas se observaron entre procesos que compartian una
misma estructura de dependencia, con pardmetros muy similares (como los procesos 4 y
7 o las series correspondientes a las clases 10 y 13), o entre procesos con distinto modelo

generador pero una estructura de autocorrelacién muy similar (procesos3 y 9 o 4 y 10).
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Figura 3.6: Realizaciones de longitud n=400 correspondientes a los 13 procesos ARMA (p,q)

sujetos a discriminacién.
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Tabla 3.9: Resultados obtenidos al clasificar series de longitud n=200 generadas del mo-
delo (1 —0,8L)(1 — ¢,L°)X; = (1 — 6,L")e;. Los porcentajes muestran la proporcién de
series generadas del proceso de cada columma que fueron clasificadas como realizaciones

de la clase de procesos de la fila correspondiente.

Proceso
1 2 3 4 5 6 T
> =0 ¢a=-03 $s = —0,5
Proceso br =0 8y = Or =0
& = a=1 =3 g =6 s=1 = a=8
¢ =0 foLs 94 % 0% 4% 8% 0% 0% 1%
1 fr =0 Feos 94 % 0% 9% 14% 0% 0% 8%
s=10 Fri 07 % 0% 4% 5% 0% 0% 0%
s =-03 Jfpre 0% 91% 0% 0% 7% 0% 0%
2 8. =0 Frs 0% 83% 0% 0% 15% 0% 0%
s=1 Fri 0% 91% 0% 0% 017 % 0% 0%
$a=-0,3 foLs 1% 0% 57% 0% 0% 8% 0%
3 =10 frs 0% 0% “% 0% 0% 21% 0%
=3 Fri 0% 0% % 0% 0% 14 % 0%
9s = —0,3 foLs 1% 0% 0% 44 % 0% 0% 18%
4 0, =0 fLs 0% 0% 0%  39% 0% 0% 2%
s =6 Fru 0% 0% 0%  53% 0% 0% 35%
$a=-05 fprg 0% 5% 0% 0% 43 % 0% 0%
5 0r=0 frs 0% 17% 0% 0% 85 % 0% 0%
3=1 fuk 0% 9% 0% 0% 23 % 0% 0%
¢s=-0,5 JfpLg 0% 0% 3% 0% 0% 83% 0%
8 6r =0 frs 0% 0% 1% 0% 0% 6% 0%
s=3 Fru 0% 0% 2% 0% 0% 73% 0%
¢s=-0,6 FpLs 0% 0% 0% 4% 0% 0%  60%
7 6 =0 frs 0% 0% 0% 5% 0% 0% 46%
r=6 FLi 0% 0% 0% 4% 0% 0% 52%
ds =0 FoLs 2% 0% 0% 1% 0% 0% 1%
8 e = —0,3 frs 2% 0% 2% 1% 0% 0% 0%
r=1 fow 0% 0% 0% 0% 0% 0% 0%
s =0 foLs 2% 0% 35% 2% 0% 3% 1%
o br = —0,3 Frs 3% 0% /% 1% 0% 7% 1%
r=3 Fri 3% 0% 5% 0% 0% % 0%
$s =20 fpLs 0% &% 0% 41 % 0% 0% 14%
10 #p = -0,3 frLs 1% 0% 1% 40 % 0% 0% 17%
r=46 Frr 0% 0% 0% 33% 0% 0% 9%
¢y =0 foLs 0% 0% 0% 0% 0% 0% 0%
11 fr = —0,5 fus 0% 0% 0% 0% 0% 0% 0%
r=1 FLi 0% 0% 0% 0% 0% 0% 0%
$s =0 fors 0% 0% 1% 0% 0% 6% 0%
12 f = —0,5 frs 0% o% 5% 0% o% 6% 0%
r=3 Fre 0% 0% 2% o% % 9% 0%
bs =0 foLs 0% 0% 0% 0% 0% 0% 5%
18 0p = —-0,5 Frs 0% 0% 0% 0% 0% 0% 9%
r=6 Fry 0% 0% 0% 1% 0% 0% 4%
fors 6% 9% 43% 56% 7% 17% 40%
Tasa global de error Frs 6% 1% 56% 61% 15 % 34% B4%

fri 3% 9% 53% 4T% % 7% 48%
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Tabla 3.10: Resultados obtenidos al clasificar series de longitud n=200 generadas del mo-
delo (1 — 0,8L)(1 — ¢sL°)X; = (1 — 6,L")es.Los porcentajes muestran la proporcion de
series generadas del proceso de cada columna que fueron clasificadas como realizaciones

de la clase de procesos de la fila correspondiente.

Praceso
8 ) 10 11 12 13
Py =0 ¢s =10
FProceso 8r = —0,3 ¢r = 0,5
r=1 = = =1 r=3 r=40
$s =0 fprs 5% 5% 6% 0% 0% 2%
i =0 frs 8% 9%  12% 0% a% 0%
s=0 Jex 2% 5% 9% 0% 0% 0%
$s = ~0,3 fors 0% 0% 0% 0% 0% 0%
2 e =0 frs 0% 0% 0% 0% 0% 0%
s=1 fLi 0% 0% 0% 0% 0% 0%
$s = —0,3 foLg 0% 23% 0% 0% 1% 0%
3 6r =0 frs 1% 6% 0% % 3% 0%
s=3 Fri 0% 19% 0% 0% 1% 0%
s = -03 fpLs 0% 0% 18% 0% 0% 1%
4 8. =0 frLs 0% 0%  18% 0% 0% 3%
s=6 Ffix 0% 0% 2% 0% 0%  10%
s = —0,5 foLs 0% 0% 0% 0% 0% 6%
5 0 =0 fLs 0% 0% 0% 0% 0% 0%
s=1 fLx % 0% 0% 0% 0% 0%
¢s =—05 fpLs 0% 0% 0% 0% 2% 0%
8 fr =0 frs 0% 0% 0% 0% 5% 0%
5=3 FLi 0% 0% 0% % 3% 0%
$s = —0,5 IpLs 0% 0% 1% 0% 0% 2%
7 84, =0 frs 0% 0% 1% 0% 0% 3%
r=0 frx 0% 0% 0% 0% 0% 2%
¢s =0 foLs 86 % 1% 2% T% 0% 1%
8 Or=-03  fra 4% 2% 4% 7% 0% 0%
r=1 Fix 87 % 1% 2% 5% 0% 0%
$s =0 foLs 0% 6% 1% 0% 7% 0%
] B = —0,3 frs 0% 65 % 2% 0% 22% 0%
r=3 fre 0% 69 % 1% 0% 20% 0%
$s =0 foLs 0% 0% 69 % 0% 0% 2%
10 fr = —0,3 Frs 0% 0%  61% 0% 0%  48%
r=6 Fox 0% 0% 64% 0% 0% 38%
s =0 foLs 9% 0% 0% 93% 0% 0%
11 8, = —0,5 fre 17% 0% 0% 93% 0% 0%
r=1 fik 11% 0% 0% 95 % 0% 0%
¢a =0 fors 0% 5% 0% 0% 80% 0%
12 #. = —0,5 frs 0% 8% 0% 0% 0% 0%
r=3 fox 0% 6% 0% 0% %% 0%
$s =0 IpLs 0% 0% 3% 0% C% 62 %
13 8y =—0,5 Frs 0% 0% 2% 0% 0% 46%
r=6 fre 0% 0% 3% 0% 0% 50%
foLs 14% 34% 31% 7% 20% 38%
Tasa global de error  fp g 26% 3% 39% 7% 0%  54%

fLx 13% 31% 36% 5% 24% 50%
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A continuacién, se repitié el proceso de simulacién con series de mayor longitud. La
Tabla 3.11 muestra los resultados obtenidos utilizando el mismo esquema de simulacién
y series de longitud n=400. La probabilidad global de mala clasificacién resulté ahora ser
de un 14,02 % para el estimador periodograma suavizado, de un 20,92 % para el estimador
log-periodograma suavizado y de un 15 % para el estimador log-periodograma suavizado
mediante mdxima verosimilitud, observandose de nuevo la influencia de la longitud de
las series y el estimador espectral empleado sobre los resultados de la clasificacién. Por
procesos, las probabilidades de error en cada clase oscilaron entre un 0% y un 43 % para
el estimador periodograma suavizado; entre un 1% y un 52% para el estimador log-
periodograma suavizado por minimos cuadrados y entre un 0% y un 35% para el log-
periodograma suavizado mediante maxima verosimilitud. En todos los casos, las mayores
tasas de error correpondieron a las realizaciones de los procesos 3, 4, 7, 10 y 13, oscilando

éstas entre el 23% y el 52%

Tabla 3.11: Tasas de error obtenidas al clasificar series de longitud n=400 generadas del
modelo {1 — 0,8L)}{1 — ¢sL*)X; = (1 — 6,L")z;. Los porcentajes indican la proporcién
de series mal clasificadas dentro de cada clase de procesos segun el estimador espectral

utilizado.

N°® proceso fDLS ELS fLK
Gs=0; 6, =0; s5=10 0% 6% 0%

2 ps=-036.=0,5=1 0% 1% 1%
3 ¢s=—03; 6, =0; s=3 32% 37% 35%
4 $s=-03;, 6.=0, s=6 43% 52% 26%
5 s =05 6,=0;,s=1 4% 4% 4%
6 ¢s=—0,5; 0. =0; 5= 9% 17% 12%
7 ¢s=—-05; 6, =0, s= 23% 45% 33%
8 ¢ps=0; 6, =-03; r= 4% 13% 4%
9 ds=0; 8.=-03;, r=3 11% 14% 12%
10 bs=0; 0, =—03 r=6 25% 26% 23%
11 ps =0; 8, 05 r= 3% 3% 2%
12 bps=0; 8. =-05,r=3 8% 12% 8%
13 be=0; br= 05 r=6 32% 42% 3%

Los resultados obtenidos muestran tasas de mala clasificacidn elevadas que evidencian
la dificultad del problema de discriminacion que ha sido propuesto. Tal y como se muestra
en la Figura 3.5, la densidad espectral de los 13 procesos considerados resulta en algunos

casos muy similar. Si se considera como indice de separabilidad entre dos poblaciones la
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tasa de J-divergencia puede comprobarse que, desde este punto de vista, algunos pares de
procesos son practicamente idénticos (Tabla 3.12). Asi, la separabilidad entre ellos oscila
entre un valor de 0,008 (correspondiente a la distancia entre los procesos 3 y 9 y entre los
procesos 4 y 10) y 5,840 (correspondiente a la separabilidad entre los procesos 2 y 13). De
hecho, al trabajar con series de longitud n=200 y el estimador espectral fD 15, €l 356 % de
las series correspondientes al tercer proceso fueron clasificadas en el grupo 9. Lo mismo
sucedié con el 41 % de las series del proceso 4, que fueron ésignadas al grupo 10. Similares
resultados se obtuvieron con series de mayor longitud y cualquiera de los otros estimadores

espectrales.

Tabla 3.12: Separabilidad entre los distintos pares de procesos ARMA(p,q) considerados,

evaluada mediante la tasa de J-divergencia.

2 3 4 5 6 7 8 9 10 11 12 13
1 3.761 0.095 0.094 2377 0.293 0.292 009 0094 0.094 0290 0.200 0.292
2 2.744 4331 0.048 2.573 5249 1913 2762 4442 1173 2596 5.840
3 0.229 1.762 0.049 0.466 0.188 0.008 0.234 0360 0.072 0.488
4 2.876 0.518 0.049 0.199 0167 0.008 0408 0313 0.073
5 1.730 3600 1.173 1786 2958 0.720 1.749 4.037
6 0.840 0.395 0.074 0539 0.566 0.065 0.938
7 0415 0353 0.073 0653 0476 0.065
8 0.189 (.199 0.048 0.398 0.418
9 0170 0.363 0.048 0.368
10 0410 0.316 0.049
11 0.583 0.663
12 0.507

Adicionalmente, cabe esperar que la eleccién del pardmetro o en (3.1) pueda tener una
gran repercusién sobre los resultados obtenidos. En este caso, la eleccién del pardmetro
éptimo obligarfa a computar, para distintos valores de «, la distancia Dw (f;, f;) entre
las densidades espectrales de todos los posibles pares que se pudiesen formar con los
13 modelos, y seleccionar el valor de o que maximizase la distancia entre los grupos
entre los que existiese una menor separabilidad. En una situacién como esta, en la que se
discrimina entre un niimero més o menos grande de procesos, puede ser extremadamente
dificil determinar el valor del pardmetro o éptimo, pues aquel que garantiza una mayor
separabilidad entre dos clases de procesos puede comprometer la discriminacién entre un
par de procesos diferentes. Por esta razén, se procedié a evaluar a posteriori la idoneidad
de la elecciéon o = 0,5 para afrontar este problema de discriminacién en concreto. Para
ello, se calculd la distancia, Dw(fi, f;), para diferentes valores de o, entre aquellos pares
de procesos en los que la probabilidad de mala clasificacién habia resultado mds alta con
cualquiera de los tres estimadores espectrales (Figura 3.7). En cualquier caso, no parece

que el tomar o = 0,5 haya resultado una mala eleccién, pues es en torno a este valor
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donde se maximiza la distancia entre cada uno de estos pares de procesos. Notese que, de
todos modos, nos movemos en distancias de 0.001 a 0.012, por lo que resulta tan dificil

discriminar entre estas series.

Figura 3.7: Distancia Dy (f;, f;) entre algunos pares de los procesos ARMA (p,q) sujetos

a discriminacién, segin diferentes valores del parametro a en (3.1).
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3.1.3. Discriminacion de procesos con distribuciéon marginal no gaussiana.

En este apartado se estudiaron las propiedades del estadistico discriminante propuesto
en la discriminacién de procesos no gaussianos. Para ello, se clasificaron realizaciones de
procesos con distribucion marginal no normal, manteniendo la estructura de dependencia

de un proceso autorregresivo AR(1):

= Procesos con distribucién marginal exponencial

= Procesos con distribucion marginal doble exponencial
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o con una estructura de dependencia distinta:

» Series m-dependientes con distribucion marginal gamma

» Series m-dependientes con distribucién marginal lognormal

Ademsés de los procesos anteriores, se procedid también a discriminar entre procesos
autorregresivos AR(1) con distribucién marginal uniforme U(— A4, A), variando la distribu-
cién marginal segiin diferentes valores del pardmetro A. En todos los casos el procedimiento
propuesto logré clasificar correctamente el 100% de las series generadas, por lo que no se

mostrardn aqui los resultados obtenidos en dicha simulacion.

a) Discriminacién de procesos AR(1) con distribucién marginal exponencial

de parametro A.

En este apartado, se pretende evaluar la habilidad del estadistico propuesto para dis-
criminar entre realizaciones de procesos autorregresivos AR(1) con distribucién marginal

exponencial, Se considera asi, bajo II;, el siguiente modelo:
Xt = quXt—l +Et= |¢'J| < ]-1 (37)

donde {:} es una secuencia de variables aleatorias i.i.d. segin

0 con probabilidad ¢
£t =
¥: con probabilidad 1 — ¢;

siendo {¥;} variables aleatorias i.i.d. con distribucién exponencial de pardmetro A;, j =

1,2.

Se generaron series de longitud n = 400 a partir de II;, (7 = 1,2), de acnerdo con
la ecuacién (3.7), con valores del pardmetro ¢1 = 0,1,0,2,...,0,6, ¢2 = ¢1 + 0,1 % k, pa-
ra k = 1,2,3, y tomando siempre A\; = Az = 1, de forma que la distribucién marginal
correspondiese a la de una variable aleatoria exponencial estandar. Fn la Figura 3.8 se
muestran realizaciones aleatorias de cada uno de los procesos utilizadoes en la discrimina-

cién, una vez desestacionalizadas en media.

La densidad espectral de cada uno de estos procesos vendrd dada por la ecuacidn:

1 - ¢

J) = 2AZ 1 — 26 cos(N) 1 92 A€ (=mm),

segtin se muestra en la Figura 3.9. Tal y como puede apreciarse, a medida que aumenta el

valor del pardmetro autorregresivo ¢ las frecuencias més bajas cercanas a cero presentan
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Figura 3.8: Realizaciones de procesos autorregresivos AR(1) con distribucién marginal
exponencial estdndar, segiin diferentes valores del pardmetro ¢ en (3.7). Series desestacio-

nalizadas en media.
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una potencia mayor, mientras que las frecuencias mas altas tienden a mostrar potencias
més bajas. Esta situacidn es tipica en los casos de procesos autorregresivos AR(1), inde-
pendiente de su distribucidén marginal, correspondiéndose con los valores de la funcién de

autocorrelacién en este tipo de procesos.

Cada una de las series generadas se clasificé como perteneciente a una de las dos
poblaciones de acuerdo con el procedimiento descrito en la Seccién 3.1.1. En este caso se
generaron s =200 series de cada clase, calenlandose el porcentaje de series mal clasificadas
para cada una de las dos poblaciones. Finalmente, ambas tasas de error se promediaron
para obtener la tasa global de mala clasificacién con cualguiera de los tres estimadores

utilizados. Los resultados obtenidos se muestran en la Figura 3.10.

Segun se puede deducir, el procedimiento propuesto presenta, a pesar de la ausencia de
resultados tedricos en este sentido, un buen comportamiento a la hora de discriminar entre

procesos de distribucién marginal exponencial, con tasas de mala clasificacién similares a
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Figura 3.9: Densidad espectral correspondiente a procesos autorregresivos AR(1) con dis-

tribucién marginal exponencial estdndar segin los valores del parametro ¢ en (3.7).
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las ya obtenidas en el caso de discriminar entre procesos autorregresivos con errores de
distribucién normal. De nuevo se aprecia, como era de esperar, una importante mejoria en
los resultados a medida que la distancia entre los pardmetros ¢ y ¢2 que definen los grupos
de estudio aumenta, ya que también en este caso esa distancia determina la separabilidad
entre las clases 111 v 1. Segiin se muestra en la Tabla 3.13 la separabilidad, en términos
de la tasa de J-divergencia, es préacticamente nula entre clases de procesos definidas por
parametros autorregresivos muy similares. Asi, las mayores tasas de mala clasificacién se
sittian en torno al 25 %, detectdndose siempre en aquellas situaciones en las que ¢ y oo
toman valores muy proximos (k=1). Estas probabilidades de error se reducen sustancial-
mente a medida que aumenta la separabilidad entre ambas poblaciones, situdndose por
debajo del 5%, de modo que para alguna de las combinaciones todas las series llegan
a clasificarse con éxito en la categoria de procedencia. Si comparamos la separabilidad
entre las clases de procesos consideradas con la que se obtenia para procesos AR(1) con

errores gaussianos, expresada en términos de la tasa de J-divergencia, observamos valores
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Figura 3.10: Tasas de error para discriminar entre procesos AR(1) con distribucién mar-
ginal exponencial estandar con diferentes pardmetros ¢ y ¢2. Se clasificaron 200 series
de cada clase con longitud n=400. Resultados con: (a)Periodograma suavizado fD Ls, (b)
Log-periodograma suavizado por minimos cuadrados fLS, (c) Log-periodograma suavizado

por maxima verosimilitud frx.
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semejantes que justifican la similitud en las tasas de error obtenidas.
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Tabla 3.13: Separabilidad entre procesos AR(1) con distribucién marginal exponencial
estandar y diferentes parametros autorregresivos ¢1, ¢, evaluada mediante la tasa de

J-divergencia.

¢2
#l 02 03 04 05 06 07 08 09
0,1 0,011 0,046 0,113 0,226 0,418 0,763 1,485 3,709

0,2 0,012 0,054 0,137 0,292 0.582 1,208 3,170
0,3 0.015 0,067 0,182 0417 0.946 2,644
0,4 0,019 0,092 0,269 0,698 2,130
0,5 0.027 0.141 0467 1,628
0,6 0,044 0257 1,140
0,7 0,085 0.673
0,8 0,251

Por otra lado, al comparar los resultados segiin el estimador espectral utilizado, y
aunque los resultados no muestran diferencias importantes, de nuevo se observa que el
estimador ﬁ,s proporciona tasas de error ligeramente mds elevadas que cualquiera de los
otros dos estimadores, fDLS o) fLK. Es con este procedimiento con el que se obtienen
las tasas de error mds altas, por encima del 25 % en el caso de poca separabilidad entre
los grupos, pero que en todo caso caen en torno al 5% a medida que las categorias son

diferentes.

Siguiendo en esta misma linea, se procedid también a estudiar el comportamiento
del estadistico Dy para discriminar entre procesos autorregresivos AR(1) con diferente
distribucién marginal. Asi, se realizé un ejercicio de simulacién con la finalidad de discri-
minar entre la clase de procesos AR(1) con distribucién marginal exponencial estandar de
pardmetro ¢ =0.5 y la clase de procesos AR(1) con errores gaussianos N(0,1) y pardmetro
autorregresivo ¢2=0.5. De nuevo, se generaron s = 100 series de longitud n = 400 de
cada una de las clases de procesos consideradas, que fueron clasificadas de acuerdo con
el estadistico Dy segin el procedimiento experimental descrito en el Apartado 3.1.1.
Las tasas de error obtenidas fueron de un 9.5 % para el caso de trabajar con el estimador
periodograma suavizado, fp L5, de un 13.5 % para el estimador log-periodograma suavizado
por minimos cuadrados, ng, y de un 9.0 % para el estimador espectral basado en criterios
de mdxima verosimilitud, fLK. Dichos resultados reflejan tasas de mala clasificacién bajas,
si se tiene en cuenta ademdas que la separabilidad de ambas poblaciones, en términos
de la tasa de J-divergencia, es sélo de 0.042. Este tipo de procesos resultan tanto més

similares cuanto menor sea el valor del pardmetro autorregresivo que los define. Asi, se
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repitié el experimento para procesos autorregresivos de distribucidn marginal normal y
exponencial de parametro 0.3, lo que conduce a una separabilidad entre las clases de sélo
0.004. Las tasas de mala clasificacién obtenidas fueron en ese caso de un 29,5% para
el estimador periodograma suavizado y de un 32 % para el estimador log-periodograma
snavizado por minimos cuadrados y para el estimador basado en méxima verosimilitud. Se
procedié igualmente a discriminar entre procesos AR(1) de distribucién marginal normal
y exponencial con pardmetro autorregresivo ®=0.7, con una separabilidad ahora de 0.235.
Las tasas de mala clasificacién obtenidas fueron de un 3 % para los estimadores espectrales

J?DLS v ﬁgs y de un 2% para el estimador _&K.

b) Discriminacién de procesos AR(1) con distribucién marginal doble expo-

nencial de parametro A.

Siguiendo el esquema anterior, se procedié a utilizar el estadistico propuesto para la
clasificacién de procesos autorregresivos AR(1) con distribucién marginal doble exponen-

cial. Se considerd ahora bajo II;, el siguiente modelo:
X = qﬁth_l + &4, |¢'J| < 1, (38)
donde {e¢} es una secuencia de variables aleatorias i.i.d. segtin

0 con probabilidad ¢§
£ =
Y, con probabilidad 1 — ¢?

siendo {Y;} variables aleatorias i.i.d. con distribucién doble exponencial de pardmetro
Aj, 7 =1,2. Esto es:

—,\% Im(2U) silU < 0,5
,%. In(2(1 -0} siU 20,5

Y; =

con U una variable aleatoria con distribucién uniforme U(0, 1).

Igual que en el apartado anterior, se generaron s =200 series de longitud n =400
a partir de IL;, (7 = 1,2), de acuerdo con la ecuacién (3.8), con valores del pardmetro
¢1=101,02,03,...,06, ¢a = 1 +0,1xk, para k = 1, 2, 3, y tomando siempre A} = da = 1.
En la Figura 3.11 se muestran realizaciones aleatorias de cada uno de los procesos utilizados

en la discriminacién.

La densidad espectral de cada una de estos procesos, al igual que en el caso anterior,

vendra dada por la ecuacién:

g
f) = 2mA2 1 — 2¢; cos(A) + @2’

A€ (—m,m), (3.9)
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Figura 3.11: Realizaciones de procesos autorregresivos AR(1) con distribucién marginal

doble exponencial de pardmetro A = 1, segin diferentes valores del pardmetro ¢ en (3.8).
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observandose la estructura de dependencia tipica de este tipo de procesos.

Cada una de las series generadas se clasificdé como perteneciente a una de las dos
poblaciones de acuerdo con el estadistico discriminante Dy, utilizando cada uno de los
tres estimadores espectrales, con los mismos pardmetros que en las simulaciones anteriores.
Se clasificaron s =200 series de cada una de las poblaciones a discriminar y se calculé la
tasa global de mala clasificacién. Los resultados obtenidos se muestran en la Figura 3.12,
obteniéndose conclusiones andlogas que en el caso anterior: tasas de error en torno al 20 %
que disminuyen a medida que aumenta la diferencia entre los parametros autorregresivos
de las series que se comparan, y probabilidades de mala clasificacién ligeramente peores

en caso de gue la estimacién de la densidad espectral se realice mediante el estimador fLS.
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Figura 3.12: Tasas de error para discriminar entre procesos AR(1) de parametros ¢ y ¢o
con distribuciéon marginal doble exponencial estandar. Se clasificaron 200 series de cada
clase con longitud n=400. Resultados con: (a)Periodograma suavizado [pps, (b) Log-
periodograma suavizado por minimos cuadrados fbs, (c) Log-periodograma suavizado

por maxima verosimilitud frx

(a)
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c) Discriminacién de series m-dependientes con distribucién marginal gamma

Se considerd ahora bajo II;, el siguiente modelo:

1t+m3'71
— 2
Xi=5 Zﬁ Y; (3.10)

donde {¥1,Y2,..., Yin;+n-1} €s una secuencia de variables aleatorias i.i.d. con distribucién
normal estdndar N(0,1). De esta forma, en cada instante, X; es igual a la suma de m;
variables aleatorias con distribucién gaussiana. Las series asi generadas son m-dependientes

con distribucién marginal gamma I'{(1, ).

Figura 3.13: Realizaciones de procesos m-dependientes con distribucidén marginal gamma.

Series desestacionalizadas en media.

m=1 m=2 m=3
+ - - -
o~ o N - o~ -
o o - o -
7 7 A T+
m=4 m=5 m=6
«+ o - o«
- ~ o
o - = - & -
T T T
m=7 m=8 - m=9
- - o - - o
o~ - ™~ - o~ -
o - o - .
T T 1 T

Del mismo modo que en los casos anteriores, se generaron series de longitud n = 400
a partir de II;, (7 = 1,2), de acuerdo con la ecuacién (3.10), con valores del parametro
my = 1,2,3,..,7, my = my1 + Kk, para k = 1,2,3. En la Figura 3.13 se muestra una
realizacién aleatoria de cada uno de los procesos utilizados en la discriminacién, una vez

desestacionalizadas en media.
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En este caso, la funcion de densidad espectral correspondiente al proceso (3.10) vendra da-

da por la ecuacion:

m—1
f(A) = % %m + Y (m — h)cos(Ah) (3.11)
h=1

segun se muestra en la Figura 3.14. Dicho espectro se corresponde a una funciéon de auto-

covarianzas determinada por la estructura:
%(m —h) si0O<h<m

h) =
h) 0 sih>m

(3.12)

Figura 3.14: Densidad espectral correspondiente a procesos m-dependientes con distribu-

cién marginal gamma.

Se generaron s =200 series generadas a partir de cada una de las poblaciones a discri-
minar y se clasificaron de acuerdo con el estadistico Dy, utilizando los tres estimadores
espectrales que han sido estudiados con idénticos pardmetros que en las simulaciones an-

teriores. Los resultados alcanzados se muestran en la Figura 3.15.

En este caso, se obtuvieron tasas de error muy bajas, por debajo del 2% en la ma-

yoria de situaciones analizadas, y que se incrementan a medida que los parametros m
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Figura 3.15: Tasas de error para discriminar entre series m-dependientes con distribucién
marginal gamma. (a)Periodograma suavizado fprs, (b) Log-periodograma suavizado por

minimos cuadrados frs, (¢) Log-periodograma suavizado por méaxima verosimilitud fx
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que definen la estructura de dependencia de las series aumenta. Para valores mayores
de m la estructura de autocorrelacién de las series entre las que se discrimina, tal y
como se deduce de (3.12), es muy similar, lo que justifica que empeoren los resultados

obtenidos en la clasificacion. En cuanto a los resultados obtenidos con cada uno de los tres
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estimadores del espectro, en este caso no se observan peores resultados para el estimador
log-periodograma suavizado, obteniéndose tasas de mala clasificacién similares con los
tres estimadores utilizados, resultando ligeramente mas altas en el caso de trabajar con el

periodograma suavizado, fprs.

d) Discriminacién de series m-dependientes con distribucién marginal log-

normal

Se considerd ahora bajo IT;, el siguiente modelo:

t+m_.,.-—1
X, = 79  exp(Y;) = exp{ Z Y} (3.13)
=t

i=t

donde {¥1,Y2, ..., ¥y, 4n-1} s una secuencia de variables aleatorias i.i.d. con distribucién

T
VT
marginal Lognormal (0, o).

normal estindar N (0, ). Las series asf generadas son m-dependientes con distribucién

Igual que en las simulaciones anteriores, se generaron series de longitud n = 400
a partir de II;, (j = 1,2), de acuerdo con la ecuacién (3.13), con valores del pardmetro
m1=1,2,3,...,7, mg = my+k, para k = 1,2, 3. Las funciones de autocorrelacién muestral

correspondientes vendran dadas segun la estructura de autocovarianzas:

) = { oxp (6% (2— 1)) —exp(6) s0<h<m

3.14
0 sih>m ( )

que se corresponde con la funcién de densidad espectral dada por (Figura 3.16):
Ah = ;
£y = 23 {exp(?aQ) —exp(o?) + Y exp (02(2 - —")) - exp(az)} L (3.15)
m = m

Se clasificaron s =200 series generadas a partir de cada una de las poblaciones a dis-
criminar v se clasificaron de acuerdo con el estadistico Dy utilizando los tres estimadores
espectrales que han sido estudiados con idénticos pardmetros que en las simulaciones an-

teriores. Los resultados alcanzados se muestran en la Figura 3.17.

En este caso se obtuvieron tasas de mala clasificacién mds elevadas que en los casos
anteriores, que resultaron ser mayores para valores grandes de los pardmetros my y ma.
De nuevo esto puede venir justificado por la estructura de autocorrelaciones de las series
entre las que se discrimina, que resultan tanto més similares cuantc mayores sean estos
valores. Aunque las diferencias son menos relevantes, de nuevo se aprecian tasas de error
ligeramente mds elevadas cuando se trabaja con el estimador log-periodograma suavizado,

fLs que con los otros dos estimadores del espectro, fDLg y }"},K.
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Figura 3.16: Densidad espectral correspondiente a procesos m-dependientes con distribu-

cién marginal lognormal.
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Figura 3.17: Tasas de error para discriminar entre series m-dependientes con distribucién
marginal lognormal. (a)Periodograma suavizado fprg, (b) Log-periodograma suavizado
por minimos cuadrados frg, (¢) Log-periodograma suavizado por mdxima verosimilitud
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3.1.4. Conclusiones

Tras el estudio de simulacion llevado a cabo en la presente seccidn, y después de
una observacién detallada de los resultados obtenidos, se pueden extraer las siguientes

conclusiones:

s El procedimiento discriminante propuesto presenta un buen comportamiento para

la clasificacién de realizaciones de procesos estacionarios Gaussianos.

» Las tasas de mala clasificacién alcanzadas con el estadistico discriminante Dy resul-
tan competitivas si se comparan con las obtenidas por otros procedimientos utilizados

en la literatura para la clasificacién de procesos estacionarios Gaussianos.

s Las tasas de error disminuyen a medida que aumenta la separabilidad entre las
clases de procesos entre los que se discrimina, definida en términos de su estructura

espectral o, equivalentemente, de su estructura de autocorrelaciones.

» Los resultados del andlisis discriminante mejoran notablemente cuando se clasifican

series de mayor longitud.

= Las propiedades asintéticas de cada uno de los tres estimadores del espectro conside-
rados (fDLS, fLS, ﬂ k) influyen parcialmente en el comportamiento del estadistico

discriminante Dy .

= Los peores resultados, en términos de la tasa de mala clasificacidn, se alcanzan
cuando para el céomputo del estadistico discriminante Dy, se utiliza el suavizador log-
periodograma suavizado, frg, al ser este menos eficiente que los otros dos estimadores

del espectro.

» El comportamiento del estadistico discriminante Dy resulta muy similar cuando se
utilizan como estimadores del espectro fprs o fLx, a pesar de que cabria esperar
un mejor comportamiento con el estimador frx, al presentar un menor sesgo que

fpLs en las regiones con picos del espectro.

» De modo general, la distribucién marginal de las series no afecta a las tasas de
mala clasificacidn obtenidas con el procedimiento discriminante propuesto, pese a
la ausencia de resultados tedricos acerca de la distribucién asintdtica del estadistico

diseriminante en este tipo de situaciones.
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3.2. Aplicacion a datos reales: clasificaciéon de fonemas.

Utilizaremos los datos descritos por Hastie, Buja y Tibshirani (1995) para ilustrar la
aplicacién del método discrimninante propuesto en el Capitulo 2 a un conjunto de datos
reales. Las series utilizadas proceden a su vez de una base de datos més amplia (TIMIT
Acoustic-Phonetic Continuous Speech Corpus, NTIS, US Department of Commerce), que
constituye una fuente de datos repetidamente utilizada en estudios de reconocimiento de

patrones de voz.

Se ha utilizado inicamente un subconjunto del total de datos disponibles, de forma
que se seleccionaron cinco fonemas para su discriminacion a partir de registros de voz
digitalizados. Los cinco fonemas utilizados pueden transcribirse como: “sh” (tal y como se
pronunciaria en el término inglés “she”), “dcl” (como en “dark”), “iy”(como en “she”),
“aa” (como la vocal en “dark”™) y “ao” (tal y como se pronuncia la primera vocal en
“water“). Partiendo de los registros de voz de un total de 12 varones, se seleccionaron
4509 series de datos de 32 ms. de duracién cada una, con una tasa de muestreo de 16
kHz (es decir, 1 observacién cada 1/16000=0,0000625 segundos=0,0625 mseg). Cada serie
corresponde a la pronunciacidén de uno de los cinco fonemas anteriores, y consta asi de
un total de 512 observaciones equiespaciadas. Los datos disponibles no corresponden a las
series criginales, sino al logaritmo de los periodogramas correspondientes. La distribucién

de los 4509 registros disponibles, segtin el fonema al que corresponden es como sigue:

Fonema

aa ao dcl iy sh
Numero de series 695 1022 757 1163 872

Para cada una de las series el valor del periodograma (equivalentemente, de su loga-

ritmo} se calcula sobre las frecuencias de Fourier en (0, 7):

n
Z Xte—it)\k
t=1

siendo n = 512 la longitud de las series consideradas. Los datos disponibles consisten asi en

2
Ak = ? k=1,2,..,[n/2,

1
I{h) = oy

4509 log-periodogramas de longitud [n/2]=256, correspondientes a un rango de frecuencias
de 0-8 kHz, de los cuales se conoce ademads la clase (fonema) al que corresponden. En la
Figura 3.18 se representa una muestra aleatoria de 10 log-periodogramas correspondientes
a cada una de las clases de fonemas consideradas. Como se puede observar, existe una
enorme variabilidad entre las series correspondientes a un mismo fonema, que se trasla-
da a los correspondientes periodogramas (Figura 3.19). Obviamente este hecho deberia

dificultar el problema de discriminacion entre los grupos de estudio.
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Figura 3.18: Logaritmo del periodograma correspondiente a una muestra aleatoria de 10

series de cada una de las clases de fonemas sujetas a discriminacién.
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Inicialmente, se exploré el comportamiento del estadistico discriminante Dy utilizando
una muestra de entrenamiento de 250 log-periodogramas seleccionados de forma aleatoria,
50 por cada una de las clases de fonemas disponibles. Siguiendo el procedimiento descrito
en la Seccion 2.4 de la presente memoria, se estimé la densidad espectral correspondiente a
cada una de las series de entrenamiento utilizando los estimadores espectrales propuestos
por Fan y Kreutzberger (1998): fDLS, fLS y fL k. Para cada una de las clases de fonemas
consideradas, la densidad espectral correspondiente a cada clase se estimé promediando

las estimaciones del espectro obtenidas para las series de entrenamiento en dicho grupo.

A su vez, se utilizaron para la clasificacion 50 series por grupo, constituyendo una
muestra test de un total de 250 log-periodogramas. Cada una de las series utilizadas como
test fueron clasificadas en una de las cinco clases de fonemas de acuerdo con la medida de
disparidad espectral

_— ; I N, ‘
Du(Fu ) =3 [ WENF O, i =125, (3.16)

dm J_.
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Figura 3.19: Periodograma correspondiente a una muestra aleatoria de 10 series de cada

una de las clases de fonemas sujetas a discriminacién.
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siendo f,, un estimador de la densidad espectral correspondiente a la serie considerada y
firi = 1,....5 el estimador no paramétrico de la densidad espectral correspondiente a la

clase de fonemas 7. Se utilizé la funcién
W(z) = log(az + (1 — a)) — alog(x) (3.17)

como funcién de divergencia, tomando « = 0,5 en todos los casos. Para el cémputo de los
estimadores no paramétricos de la densidad espectral se utilizé el micleo de Epanechnikov,
y el pardmetro ventana se determing en cada caso minimizando la funcién de validacién
cruzada sobre un rango de valores razonables de h. Para el cémputo del estimador log-
periodograma suavizado basado en el criterio de maxima verosimilitud local, se empleé el

algoritmo iterativo de Newton-Raphson.

Cada serie se clasificé asi en el grupo para el que se minimizaba la distancia (3.16)

entre su densidad espectral y la densidad espectral de cada grupo, estimada ésta a partir
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del promedio de las densidades espectrales correspondientes a las series de entrenamiento
en ese grupo. Con este criterio, se calculd el mimero de series mal clasificadas en cada una
de las clases de fonemas, v se promediaron las tasas de mala clasificacién para obtener
una tasa global de error. La Tabla 3.14 muestra los resultados obtenidos utilizando el
periodograma suavizado por minimos cuadrados locales en la estimacién de la densidad

espectral.

Tabla 3.14: Tasas de mala clasificacién sobre una muestra test de 250 series de fonemas. La
densidad espectral en cada clase se estimd promediando las estimaciones del espectro de
las series de entrenamiento, utilizando el estimador periodograma suavizado por minimos

cuadrados locales, fprs.

Fonema
Fonema “aa” “a0” “dcI” “iy” “sh” Tasa de error
“aa” 30% 68% 2% 0 0 70 %
“ap” 2 90 % 8% 0 0 10%
“del” 0 4 96 % 0 0 1%
“ly™ 0 56%  14%  30% 0 70 %
“sh” 0 4 0 8% 88% 12%

Tasa global de mala clasificacién=33.2 %

Se obtuvo una tasa global de mala clasificacién del 33.2%, que resulta muy elevada
si se compara con la alcanzada con otros procedimientos utilizados con anterioridad para
la clasificacion de este mismo conjunto de datos. Asi, Hastie, Buja y Tibshirani (1995)
refieren tasas de error en torno a un 9% empleando una versidn regularizada del analisis
discriminante lineal (LDA), que denominan analisis discriminante penalizado (PDA}. A
su vez, Ferraty y Vieu {2003), utilizando un enfoque funcional, obtienen tasas de mala

clasificacién que no superan el 13 %.

Como alternativa, se explord la pc;sibilidad de realizar el andlisis discriminante prome-
diando en primer lugar los periodogramas de las 50 series de entrenamiento disponibles en
cada grupo. En este caso, la densidad espectral correspondiente a cada una de las clases
de fonemas consideradas se estimé suavizando el promedio de los periodogramas en cada

clase.

Se utilizaron de nuevo para la clasificacién 50 series por grupo, constituyendo una
muestra test de un total de 250 log-periodogramas. Cada una de las series test fueron
clasificadas en una de las cinco clases de fonemas de acuerdo con la medida de disparidad

espectral (3.16), donde ahora ﬁ,v = 1,...,5 denota al estimador no paramétrico de la
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densidad espectral correspondiente a la clase ¢ obtenido a partir del promedio de los
pericdogramas de las series de entrenamiento. En este caso se utilizé siempre el estimador
pericdograma. suavizado, fDLS, estudiado por Fan y Kreutzberger (1998) (no6tese que al
suavizar el promedio de los periodogramas el estimador log-periodograma suavizado por
minimos cuadrados, fDLs, resulta no ser un estimador insesgado de la densidad espectral
correspondiente. De igual forma, si en lugar de promediar los periodogramas de las series
de entrenamiento, se calculara el promedio de los log-periodogramas correspondientes y
se utilizara éste para obtener estimaciones del espectro de cada clase, €l estimador basado

en maxima verosimilitud, frx, resultaria ser un estimador sesgado).

Manteniendo el resto de pardmetros como en el caso anterior, se calculé el nimero de
series asignadas a cada uno de los grupos de fonemas y la tasa global de mala clasificacién.
La Tabla 3.15 muestra los resultados obtenidos utilizando el periodograma suavizado por

minimos cuadrados locales en la estimacién de la densidad espectral.

Tabla 3.15: Tasas de mal clasificacién sobre una muestra test de 250 series de fonemas. La
densidad espectral en cada clase se estimd suavizando el promedio de los periodogramas

de las series de entrenamiento, utilizando el estimador periodograma suavizado.

Fonema _
Fonema “aa” *“ao” “dci” “iy” “sh” Tasa de error
“aa” 20% 64% 16% 0 0 80 %
“ao” 0 62% 38% 0 0 38%
“dcl” 0 0 100% 0 0 0%
“iy” 0 10% 24% 66% 0 34%
“sh” 0 0 0 8% 92% 8%

Tasa global de mala clasificacién=32 %

La tasa global de error fue as{ de un 32 %, resultando de nuevo muy elevada. en relacidén
a la alcanzada con los procedimientos descritos por Hastie, Buja y Tibshirani (1995)
y Ferraty y Vien (2003). La tasa de mala clasificacién alcanzé el 80% para las series
correspondientes al fonema “aa”, manteniéndose por debajo del 10 % tinicamente para los
grupos “sh” y “dcl”, siendo éste iltimo el 1inico para el cual todas las series se ubicaron

correctamente.

Al examinar con detenimiento los resultados del andlisis discriminante y los periodo-
gramas de las series a clasificar, se sospechd que la elevada tasa de error obtenida podria
deberse a que, al promediar los periodogramas (o, equivalentemente, las densidades es-

pectrales estimadas) de las series de entrenamiento, se ests eliminando gran parte de la
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variabilidad inherente a las series dentro de cada grupo propia del ejemplo que nos ocupa,
tal y como habiamos constatado en las Figuras 3.18 y 3.19. Como ejemplo, en la Figura
3.20 se muestra la densidad espectral estimada de una muestra aleatoria de series corres-
pondientes al fonema “aa”, junto con la densidad espectral estimada para las clases de
fonemas “aa” y “ao”. Tal y como se puede observar, y debido a la enorme variabilidad
que existe entre los periodogramas correspondientes a un mismo fonema, existen series
cuyas densidades se encuentran notablemente mds préximas a la densidad espectral del
grupo “ac” que a la de su propia clase. Este hecho podria justificar los malos resulta-
dos del procedimiento discriminante. Nétese que otros criterios de clasificacién utilizados
con anterioridad para discriminar este mismo conjunto de datos, como el de Ferraty y
Vieu (2003) obviaban este problema “eliminando” aquellas series mas lejanas a la hora
de calcular la distancia de la serie a cada uno de los grupes. De hecho, su procedimiento
se basa en estimar no paramétricamente las probabilidades a posteriori de que una serie
pertenezca a cada una de las clases. Para ello, se introduce un pardametro de suavizado h
de modo que para la estimacién de cada una de las probabilidades a posteriori se utilizan
unicamente aquellas curvas en cada grupo que distan de la serie a ¢lasificar a lo sumo una

cantidad h.

Una forma de solventar este problema consistiria en adoptar otro criterio como medida
de proximidad entre cada serie y cada uno de los grupos de fonemas. Para ello se puede
recurrir a cualquiera de los criterios habitualmente utilizados en el andlisis cluster, como
el del vecino mds préoximo o enlace simple o el método de enlace promedio. Se optd por
calcular la proximidad entre una serie y cada uno de los grupos de fonemas promediando
las distancias espectrales entre dicha serie y las series de entrenamiento en cada grupo.

Asi, la distancia entre cada serie X, y la clase ¢, ¢ = 1,2, ..., 5 se calculé como:
~ 1 -
Dw(fn,Gi) = — > Dw(fn: fiy)
i i=1

siendo fn un estimador de la densidad espectral correspondiente a cada una de las series
a clasificar y ﬁj, g = 1,...,r; la densidad espectral estimada de cada una de las r; series
en la clase de fonemas i—ésima, ¢+ = 1,2, ..., 5. Cada serie se clasificé en el grupo para el
que se minimizaba la distancia anterior, utilizando cada uno de los tres estimadores del

espectro con idénticos parametros que en los casos anteriores.

Con este criterio, se abordé finalmente el problema de discriminacion. Se utilizé una
muestra de entrenamiento de 750 log-periodogramas seleccionados de forma aleatoria, 150
por cada una de las clases de fonemas. A su vez, entre las series restantes, se seleccioné para
su clasificacién una muestra test de 1250 log-periodogramas, 250 series por grupo. Este

procedimiento se repitié 50 veces, de modo que se dispuso de un total de 50 muestras test
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Figura 3.20: Densidad espectral estimada de una muestra aleatoria de series correspondien-

tes a la clase de fonemas “

aa”. Se representan conjuntamente (en grueso) las densidades
espectrales de las clases “aa” y “ao”, estimadas a partir del promedio de los espectros

suavizados de las muestras de entrenamiento.
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diferentes para su clasificacién. En cada iteracion, cada una de las series utilizadas como
test fue clasificada en uno de los cinco grupos de fonemas promediando las distancias entre
su densidad espectral y las densidades espectrales de las series de entrenamiento en cada
grupo. Para ello se utilizaron cualquiera de los tres estimadores espectrales estudiados.
Para el computo del estadistico Dy se utilizo la funciéon de divergencia (3.17) con diferentes
valores de a en todos los casos. En la estimacion de la densidad espectral, y con cualquiera
de los tres suavizadores, se utilizé el micleo de Epanechnikov y el ancho de banda h se
determiné minimizando la funcién de validacién cruzada sobre un rango razonable de

valores de h. Para cada iteracion, se calculd el miumero de series mal clasificadas en cada
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grupo y la tasa global de error. En la Figura 3.21 se muestran los diagramas de cajas para
las tasas globales de mala clasificacién obtenidas en las 50 iteraciones con cada uno de los
tres estimadores espectrales considerados, tomando o = 0,5 para el computo de la funcién

de divergencia en (3.17).

Figura 3.21: Tasas de error sobre 50 muestras test para la clasificacidén de las series de
fonemas. La distancia a cada grupo se calcula como el promedio de las distancias a las
series de entrenamiento en ese grupo, segun Dw(ﬁl, ﬁj), utilizando la funcién (3.17) con

a =0.5. Resultados con los estimadores fD LS» fLS N f}; -
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Tal y como se puede observar, la tasa global de mala clasificacién se situé en torno al
13 %, independientemente del estimador del espectro considerado, si bien de nuevo parece
objetivarse la influencia de las propiedades asintéticas de los suavizadores locales sobre
los resultados en la clasificacién. Asi, los resultados con el estimador log-pericdograma
snavizado tienden a ser ligeramente peores que con los otros dos estimadores del espectro
(Mediana de la tasa de error: 14,6 % para frs versus 13,3% para ToLs v 13,4% para
fLK). Si se analizan las tasas de mala clasificacién segin la clase de origen de las series, los

peores resultaros se alcanzaron para los grupos de fonemas “aa” y “ao”, con tasas de error
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promedio en torno al 27 %, independientemente del estimador del espectro considerado.

Para el resto de las clases, se obtienen tasas de error alrededor del 5 % para la clase “dcl”,

en torno al 6% para la clase “iy” y del 1% para el fonema “sh” (Figura 3.22).

Figura 3.22: Tasas de error sobre 50 muestras test para la clasificacién de cada una de las

clases de fonemas. La distancia a cada grupo se calcula como el promedio de las distancias

a las series de entrenamiento en ese grupo, segiin Dw(ﬁz, f;), utilizando la funcién (3.17)

con ¢ =0.5. Resultados con los estimadores: (a) foLs, (b) frs ¥ (¢) fri-
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Finalmente, se explord la influencia del pardmetro « en (3.17) sobre los resultados

alcanzados (Figura 3.23). Las mayores tasas de érror se alcanzaron para valores extremos

de o, mientras que la minima tasa de error se obtuvo con o =0,55. Con este valor, la

tasa media de error fue de un 12,96 % para el estimador periodograma suavizado, de un

13,82 % para el estimador log-periodograma suavizado y de un 13,03 % para el estimador

basado en maxima verosimilitud.
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Figura 3.23: Tasas de error sobre 50 muestras test para la clasificacion de las series de
fonemas. La distancia a cada grupo se calcula como el promedio de las distancias a las
series de entrenamiento en ese grupo, segin Dw(ﬁ;, ﬁj), utilizando la funcién (3.17) con

distintos valores de o =. Resultados con los estimadores: (a} FoLs, (b) frs v (©) fri.
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Capitulo 4

Analisis cluster de series

temporales

4.1. Introduccidon

El andlisis cluster es un proceso de clasificacién no supervisada cuyoe objetivo se centra
en encontrar similitudes y diferencias entre un conjunto méds o menos grande de obser-
vaciones a fin de poder clasificarlas en un niimero reducido de clases, cada una de ellas
constituida por unidades de caracteristicas similares. A diferencia del andlisis discriminan-
te, las caracteristicas de cada grupo y, en muchos casos, el niimero de clusters que deben

identificarse, se desconocen a priori y deben determinarse a partir de los propios datos.

La mayoria de los trabajos sobre andlisis cluster se han centrado en la clasificacién
de datos estdticos, distinguiéndose generalemente entre dos tipos de algoritmos cluster:
clustering jerdrquico o clustering partitivo (ver, por ejemplb, Jain y Dubes (1988)). Los
métodos jerdrquicos se basan en agrupar los datos de forma secuencial. Generalmente se
distinguen dos tipos de soluciones jerarquicas, y se habla a su vez de métodos aglomerativos
o métodos divisivos. En los métodos aglomerativos, se parte de la solucidén inicial donde
cada individuo es un grupo, de medo que en cada paso dos objetos o grupos de chjetos
se unen dando lugar a un nuevo cluster, hasta llegar a la solucidn final con un sélo grupo
que contiene todas las observaciones. Para los métodos divisivos, se procede de la forma
contraria. Dentro de este tipo de técnicas, existen distintos algoritmos segin cudl sea
el criterio elegido para la sucesiva transicién entre grupos pequefios y otros de mayor
tamaiio: vecino mdés proximo o enlace simple (que maximiza la minima distancia entre
los objetos dentro del mismo grupo), vecino més lejano o enlace completo (que minimiza

la maxima distancia entre los objetos dentro del mismo grupo), agrupacién de medias o

125
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enlace promedio (basado en el promedio de las distancias entre los objetos en diferentes
grupos), método de Ward (basado en minimizar la variacidn intragrupal de la estructura

formada), etc.

Los métodos partitivos requieren a su vez conocer a priori el nimero k de clusters
que se quiere identificar. La forma intuitiva de proceder cousiste en dividir los m datos
observados en k clusters de forma que se optimice algiin tipo de criterio o funcidén de
coste asociada. Entre los métodos cluster partitivos, el mis utilizado es el algoritmo de k-
medias, donde cada cluster se representa por el valor medio de los elementos en ese grupo.
Se trata de un método iterativo que persigne minimizar la distancia entre los clusters. Una.
generalizacién de este método es el algoritmo EM (Expectation Maximizing), que tiene
en cuenta ademds la matriz de covarianzas entre los elementos de cada cluster. Aunque
existen otros métodos, estos algoritmos se encuentran entre los mdés utilizados de entre
los métodos partitivos. Ademds de los métodos jerdrguicos y partitivos, otros algoritmos
cluster, menos utilizados, son los denominados “overlapping clusters”, métodos basados
en densidades, “grid-based methods” y “model-based methods” (Han y Kamber (2001)).

Uno de los puntos clave en el anélisis cluster es la eleccién de una distancia o similitud
adecuada para medir la discrepancia entre cada par de observaciones. La mayoria de los
algoritmos cluster antes mencionados requieren disponer de una matriz de proximidad
que mida el nivel de similitud o disimilitud entre todos los posibles pares de observaciones
disponibles. El calculo de esta matriz es el primer paso del analisis y la eleccién de una
medida de proximidad dependeri, ademds de la finalidad del proceso de clasificacion,
del tipo de observaciones a clasificar. Entre las distancias més habitualmente utilizadas
estan la distancia euclidea, la distancia de Mahalanobis, de Minkowski, el coeficiente de

congruencia, €l coeficiente de correlacion, etc.

El trabajo con series de tiempo resulta de gran interés debido a la preponderancia
de este tipo de datos en dmbitos tan diferentes como la ingenierfa, fisica, finanzas y eco-
nomia, medicina, sismologia, meteorologia, reconocimiento de patrones, robdtica o zoo-
logia. Asi, el cluster de series de tiempo puede resultar de utilidad en estas dreas para
permitir detectar unos pocos patrones representativos de una muestra mds grande, prede-
cir comportamientos futuros, cuantificar la afinidad entre distintas entidades, etc. Algunos
ejemplos en la literatura son: la clasificacién de modelos de series de produccion industrial
(Piccolo (1990)), la comparacién de datos sismoldgicos, como el problema de distinguir
entre las ondas provocadas por terremotos y explosiones nucleares (Kakizawa, Shumway
y Taniguchi (1998)), la organizacién de datos industriales (Galbraith y Jiaqging (1999)), la
clasificacién de nifios de acuerdo con las similitudes en su comportamiento a lo largo del
tiempo (Hirsch y DuBois (1991)), la clasificacién de paises de acuerdo con los registros de

emisiones de C'Os (Alonso et al. (2006)), el cluster de modelos de procesos ecolégicos (Li
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et al. (2001)) o la clasificacién de series de cotizacién bursatil {Coronnello et al. (2005)).

Sin embargo, los trabajos relacionados con el analisis cluster de procesos estocdsticos
resultan escasos si se comparan con la multitud de estudios que se centran en el cluster
de observaciones estaticas. Cabe destacar que las caracteristicas propias de las series tem-
porales hacen que las soluciones clisicas no siempre resulten adecuadas para abordar €l
proceso de clasificacion de este tipo de datos. Tal y como se sefialé antericrmente, uno de
los puntos clave para llevar a cabo un andlisis cluster consiste en determinar una medida
de similitud o de distancia entre dos observaciones, de modo que una vez calculada la
matriz de distancias entre todos los posibles pares de datos, se pueda utilizar cualquie-
ra de los algoritmos cluster tradicionales para agrupar las observaciones. Sin embargo, el
concepto de similitud entre dos series de tiempo no resulta elemental y puede establecerse
de formas muy diferentes. De hecho, una medida de similitud concreta puede resultar o
no mas apropiada que otra dependiendo del objetivo con el que se Heve a cabo el andlisis
cluster o incluso del propio contexto de aplicacidén. Asi, algunas medidas de disimilitud
convencionales {por ejemplo, la distancia Euclidea entre los datos observados) pueden no
comportarse adecuadamente al trabajar con series de tiempo, por estar basadas en la cer-
cania de los valores observados y no en la estructura de autocorrelaciones de los datos. En
definitiva, algunas medidas de proximidad convencionales pueden considerar informacion
que es inherentemente estatica, ¥ que ignora por lo tanto la evolucidén de las series de

tiempo.

Otra caracteristica peculiar de las series temporales es que con frecuencia la longitud
de las series es grande, de modo que la alta dimensionalidad de las observaciones puede
conllevar problemas computacionales que hagan mds complicada la labor de clasificacién.
En particular, este hecho puede dificultar la aplicacidén de los métodos multivariantes
cldsicos en el dominio de tiempo, motivando la necesidad de desarrollar métodos cluster
especificos para la clasificacidn de series temporales, recurriendo ademas al dominio de

frecuencias.

El creciente interés en el cluster de series temporales, debido a sus importantes re-
percusiones pricticas, junto con las peculiaridades anteriormente mencionadas, han hecho
que en los dltimos afos se produzca un incremento de la investigacién en este sentido,
dando lugar a diferentes técnicas disenadas para detectar similitudes en la estructura de
datos de tipo temporal. Una completa revisién de los trabajos realizados en este sentido
se puede encontrar en Liao (2005), quien clasifica los métodos cluster de series temporales
en tres grupos diferentes, segin se basen directamente en los datos observados (“raw-
data-based approach”), en alguna caracteristica obtenida a partir de las series sujetas a
clasificacién (“feature-based approach”) o en un modelo paramétrico ajustado a los datos

{“model-based approach”). Los primeros algoritmos trabajan directamente con las series
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observadas (bien en el dominio de tiempo o en el dominio de frecuencias), reemplazando
las medidas de distancia o similitud habitualmente utilizadas con datos estaticos por una
que resulte apropiada en el contexto de series de tiempo. Los otros enfoques se basan en
obtener a partir de las series observadas, o de un modelo paramétrico ajustado a cada una
de ellas, ciertos pardmetros a partir de los cuales afrontar la clasificacion. En cualquier
caso, la principal aportacién consiste en proponer nuevas medidas de distancia o similitud
(ya sea entre los datos observados o entre algin pardmetro que caracterice a las series) que
tengan en cuenta la naturaleza dindmica de este tipo de datos y, en consecuencia, mejoren
los resultados de la clasificacién. A partir de esta medida de distancia, los diferentes au-
tores han optado por utilizar indistintamente cualquiera de los algoritmos de clasificacion

cluster tradicionales que se han mencionado con anterioridad.

Muchos de los trabajos dedicados al andlisis cluster de series temporales asumen que
los procesos generadores de las series observadas siguen un modelo paramétrico determi-
nado y realizan el andlisis cluster bajo esta hipdtesis. En este sentido, se suelen asumir
para los procesos generadores estructuras ARIMA (Maharaj (1996, 2000), Piccolo (1990),
Tong y Dabas (1990), Kalpakis, Gada y Puttagunta (2001), Baragona (2001), Xiong y
Yeung (2002)), mixturas de polinomios (Gaffney y Smyth (1999,2003), Bar-Joseph et
al. (2002), Bagnall, Janakec y Zhang (2003)), o modelos de cadena de Markov (MC) o
cadenas ocultas de markov (HMM) (Ramoni, Sebastiani y Cohen (20.02), Cadez, Gafl-
ney y Smyth (2000), Oates (1999), QOates, Fironi y Cohen (1999)(2001), Oates, Schmill
y Cohen (2000), Smyth (1997), Zhong (2002), Zhong y Ghosh (2002,2002b, 2002¢,2003)).
La mayoria de los trabajos que optan por este enfoque paramétrico asumen que las series
observadas proceden de un proceso ARIMA, estiman los pardmetros del modelo a partir de
los datos, y proponen realizar el andlisis cluster basdndose en la similitud entre los pardame-
tros de los modelos ajustados. Asi, Piccolo (1890) propone ajustar un modelo ARIMA a
cada una de las series observadas y luego clasificarlas utilizando como medida de distancia
la distancia euclidea entre los coeficientes de las expansiones autorregresivas asociadas.
Maharaj (1996) utiliza la distancia propuesta por Piccolo (1990) para desarrollar un test
de hipétesis con el fin de contrastar si dos series estacionarias son o no realizaciones de
un mismo proceso estocdstico. El estadistico asociado, asi como el p-valor correspondiente
son propuestos como medidas que pueden ser utilizadas a su vez en el andlisis cluster de
series temporales. Posteriormente, la misma autora ha extendido este procedimiento al

caso de trabajar con series no necesariamente independientes entre si (Maharaj (2000)).

Una forma, alternativa de definir la distancia entre las modelizaciones ARIMA de las
series de datos se basa en los residuos del modelo ajustado (Tong y Dabas (1990), Bara-
gona (2001)). Asi, Tong y Dabas (1990) clasifican diferentes modelos ARIMA ajustados a

una misma serie de tiempo en funcién de la distancia entre los residuos obtenidos tras cada
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ajuste, definida de diferentes forinas. Es obvio que un enfoque similar puede utilizarse para
el cluster de modelos ajustados a diferentes series temporales. De hecho, Baragona (2001)
utiliza también una distancia basada en los coeficientes de autocorrelacidn de las series de

residuos para abordar este problema.

Siguiendo en esta misma linea, més recientemente, Kalpakis, Gada y Puttagunta (2001)
han propuesto diferentes algoritmos para el cluster de series de tiempo a partir de mode-
lizaciones ARIMA, transformando los datos observados en los coeficientes cepstral asocia-
dos. Asi mismo, Xiong v Yeung (2002) han desarrollado un nuevo método de clasificacién

basado también en la modelizacidn de los datos mediante mixturas de modelos ARMA.

Ademas de la modelizacién ARIMA, muchos autores abordan el problema del analisis
cluster de series de tiempo asumiendo que las series dentro de cada cluster tienen un mismo
proceso generador que puede ser descrito mediante una cadena de markov (CM) o una
cadena oculta de Markov (HMM). La principal diferencia con el enfoque basado en modelos
ARIMA es que bajo la hipotesis de un modelo ARIMA el ajuste se realiza sobre cada una
de las series de datos antes de realizar el analisis cluster, mientras que aqui se suele obtener
un modelo diferente a partir de los clusters identificados en cada una de la iteraciones del
proceso de clasificacién. Algunas referencias en este sentido son Ramoni, Sebastiani y
Cohen (2002), Cadez, Gaflney y Smyth (2000), Ridgeway (1997), Oates (1999), Oates,
Firoui y Cohen (1999, 2001), Oates, Schmill y Cohen (2000), Smyth (1997), Zhong (2002),
Zhong y Ghosh (2002, 2002b, 2002c, 2003), Li (2000}, Li y Biswas (1999, 1999b, 1999c,
2000), Li et al. (2001) y Alon et al. (2003).

Otra alternativa que puede encontrarse en la literatura consiste en asumir que el modelo
subyacente es una mixtura de funciones polindémicas o mixtura de modelos Gaussianos.
Gaffney y Smyth (1999, 2003) asumen un modelo de regresién de mixturas, utilizando
un algoritmo EM para estimar las probabilidades de pertenencia a cada cluster. En esta
misma linea, Bar-Joseph et al. (2002) adoptan un modelo de mixturas de splines para

datos genéticos, utilizando también el método de clasificacion EM.

Parece logico pensar que el buen funcionamiento de estos procedimientos se basa en
que realmente se verifiquen las hipdtesis sobre las que se asientan, es decir, que las series
de tiempo sujetas a clasificacidn realmente se ajusten a los modelos propuestos, pudiendo
conducir a resultados equivocos en caso contrario. Un enfoque alternativo consiste en no
asumir ningun modelo tedrico para los procesos generadores de las series observadas, y
medir la similitud o discrepancia entre dos series a partir de los propios datos o de alguna
caracteristica que pueda obtenerse a partir de ellos (“model free approaches™). La solucién
mas sencilla consiste en tratar las series de tiempo como si fuesen vectores multidimensio-

nales de datos independientes y utilizar como medida de distancia la distancia Euclidea
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entre los datos observados. Tal y como ya sefialaron Galeano y Pena (2000), esta métrica
resulta invariante a cualquier transformacién que modifique el orden de las observaciones a
lo largo del tiempo, ¥ por lo tanto no toma en cuenta la estructura de autocorrelacion que
caracteriza a las series temporales. Asi, por ejemplo, seria légico considerar similares los
beneficios de dos empresas si siguen una evolucién similar, independientemnente de que el
volumen de ventas de una de ellas duplique las ventas de la otra compaiiia. Una alternativa
consiste en utilizar una métrica que tenga en cuenta dicha estructura, bien a partir de la
correlacién entre cada par de series (Bohte et al. (1980)) o bien a partir de las funciones de
autocorrelacién, autocorrelacién parcial o autocorrelacion inversa de cada una de las series
observadas (Galeano y Pefia (2000), Caiado, Crato y Pena (2006), Caiado y Crato (2003)).
Aunque este tipo de distancias permitiria clasificar de forma eficiente series con diferentes
estructuras de autocorrelacidn, los resultados obtenidos podrian depender del nimero de
coeficientes considerados. Otros autores proponen realizar primerc una transformacién de
los datos y utilizar después una métrica asociada. Asi, por ejemplo, Bagnall, Janakec y
Zhang (2003) sugieren realizar el cluster una vez discretizados los datos. A su vez, Agrawal,
Faloutsos y Swami (1993) proponen como medida de distancia la distancia euclidea entre
los primeros coeficientes de la transformada discreta de Fourier de las series de tiempo,

mientras que Gavrilov et al. (2000) utilizan el andlisis de componentes principales.

Como puede observarse, pricticamente todas las soluciones propuestas para el clus-
ter de series temporales persiguen de un modo u otro reducir la alta dimensionalidad que
caracteriza a este tipo de datos. En este sentido, el enfoque a través del dominio de frecuen-
clas puede resultar especialmente interesante, y ha sido defendido por diversos autores.
Es evidente que en muchas ocasiones las similitudes y diferencias entre series de tiempo
pueden caracterizarse en términos de sus estructuras de covarianzas o, equivalentemente,
de sus densidades espectrales, por lo que es 1dgico que el cluster de series de tiempo pueda
realizarse a partir de distancias definidas en el dominio espectral. Asi, por ejemplo, Shaw y
King (1992) han abordaron el problema del anslisis cluster de series de tiempo utilizando
como medida de distancia la distancia euclidea entre los espectros normalizados de las se-
ries observadas. En esta misma linea, Caiado, Crato y Pefia (2006) han propuesto utilizar
como medida de disparidad la distancia euclidea entre los periodogramas normalizados
(o su logaritmo) asociados a las series de partida. Estos mismos autores proponen tam-
bién utilizar la aproximacién espectral a la medida de informacién de Kullback-Leibler,
reemplazando las matrices de covarianzas por los periodogramas normalizados correspon-
dientes. En este sentido, Kakizawa, Shumway y Taniguchi (1998) propusieron una medida
de disparidad espectral que extiende algunas medidas de disparidad clasicas definidas en
el dominio de tiempo, como la informacién discriminante de Kullback-Leibler o la medida

de informacién de Chernoff.
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Un enfoque distinto para abordar el problema del anslisis cluster de series temporales
es el propuesto recientemente por Alonso et al. (2006), donde se pone de manifiesto ¢émo
el objetivo con el que se lleva a cabo la clasificacién es esencial a la hora de determinar
una medida de disparidad adecuada. Asi, dichos antores abordan el problema del andlisis
cluster de series de tiempo cuando el interés se centra en clasificar las series de acuerdo
con el valor que tomardn en un horizonte de tiempo determinado. Es obvio que en este
caso la proximidad entre series no puede definirse finicamente a partir de su estructura de
autocovarianzas, ni con un enfoque basado en modelos. Los autores proponen asi un nuevo
método cluster basado en las densidades de prediccién de cada una de las series observadas
en un momento dado de tiempo, utilizando estimadores tipo nucleo de la densidad y un
procedimiento “sieve bootstrap”. Las diferencias entre cada par de densidades estimadas
mediante técnicas bootstrap proporcionan una matriz de distancias que se utiliza como

punto de partida para el andlisis cluster.

Finalmente, trabajos recientes han abordado especificamente el problema de la clasifi-
cacién de procesos no estacionarios. En particular, los proceses localmente no estacionarios,
en los que el espectro asociado varia en el tiempo, han sido objeto de diversas investiga-
ciones que han aportado soluciones diversas al andlisis cluster de este tipo de procesos
(Hirukawa {2006), Sakiyama (2002}, Shumway (2003))

A pesar de la preponderancia, en los tltimos afios, de trabajos dedicados al andlisis
cluster de series de tiempo, se ha estudiado con poco detalle el comportamiento de cada
una de estas distancias en diferentes contextos de clasificacién y por lo tanto se desconoce,
en situaciones concretas, cual de los diferentes enfoques proporciona mejores resultados.
Los trabajos de Kaplakis, Gada y Puttagunta (2001}, Boets, De Cock y De Moor (2005)
y Caiado, Crato y Pefia (2006) son los dnicos que conocemos en este sentido, Mientras
que los dos primeros exploran el comportamiento de diferentes medidas de disparidad en
el andlisis cluster de procesos ARMA, el trabajo de Caiado, Crato y Pefia (2006) se centra
en la clasificacién de procesos estacionarios y no estacionarios. En un trabajo anterior,
Caiado y Crato (2005} habian investigado el comportamiento de diferentes métricas para
discriminar entre un proceso lineal determinista y un “paseo aleatorio”. El mismo autor ha
estudiado posteriormente el comportamiento de las mismas distancias para la clasificacién
de procesos estacionarios y no estacionarios con diferentes caracteristicas de persistencia
(Caiado (2006)).

En este capitulo se propondran nuevas medidas, de corte no paramétrico, para abor-
dar el andlisis cluster de series temporales. Algunas de estas distancias se basan en la
medida de disparidad espectral propuesta por Kakizawa, Shumway y Taniguchi (1998),
y extienden al contexto del andlisis cluster el procedimiento discriminante descrito en el

Capitulo 2. Asi, la distancia entre dos series de tiempo se definird en términos de la discre-
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pancia entre las densidades espectrales correspondientes, estimadas no paramétricamente
mediante técnicas de regresién polindmica local. Se propondrdn ademés otras medidas
de discrepancia basadas en estadisticos de corte no paramétrico originalmente desarrolla-
dos para contrastar la igualdad del logaritmo del espectro de dos procesos estocasticos.
Dada la flexahilidad de las técnicas de corte no paramétrico, cabe esperar que con estas
distancias se mejoren los resultados de las medidas basadas en modelos, a la vez que se
contrastard su comportamiento, en diferentes contextos de clasificacion, con el de otras

distancias definidas tanto en el dominio de tiempo como en el dominic espectral.

En la Seccidn 4.2 se realizard una revisién més pormenorizada de algunas de las dis-
tancias entre series de tiempo que han sido propuestas por otros autores para abordar el
andlisis cluster de procesos estocdsticos. En la Seccidn 4.3 se introducirdn nuevas medidas
de corte no paramétrico para evaluar la disparidad entre este tipo de datos, y se indicara su
utilizacién en el andlisis cluster de procesos estocasticos. A continuacidn, en la Seccién 4.4
se describirdn los resultados de un estudio de simulacién llevado a cabo para comparar el
comportamiento de diversas distancias en la clasificacién de series temporales. Esta Sec-
cidn se estructurard em cinco apartados: en primer lugar, se describird el procedimiento
experimental y a continuacion se estudiard la clasificacidn de series de tiempo en tres con-
textos diferentes: (a) clasificacién de procesos como estacionarios y no estacionarios, (b}
clasificacién de diferenies procesos ARMA vy (c) clasificacion de procesos no lineales. Final-
mente, se resumiran algunas conclusiones del estudio de simulacién. La 1iltima seccién del
capitulo se dedicara a analizar el comportamiento de las medidas propuestas para la cla-
sificacién de un conjunto de datos reales referidos a los resultados del electrocardiograma

de una serie de pacientes aquejados de diferente patologia.

Los resultados presentados en este capitulo pueden verse en Pértega y Vilar (2007).

4.2. Algunas medidas de disparidad entre series de tiempo

Tal y como se ha sefialado en la seccidén anterior, uno de los aspectos clave del analisis
cluster es la funcién utilizada para medir la similitud entre cada par de datos que se van a
clasificar. En esta seccidn se describirdn algunas de las medidas de disimilitud entre series
de tiempo que han sido utilizadas en otros trabajos para el analisis cluster de procesos

estocasticos.

Sean X, = (X1,...,Xn) ¢ Y, = (11,...,¥,) realizaciones parciales de dos procesos

escalares X = {X;,t € Z} e Y = {Y},t € Z}, respectivamente.

Una forma sencilla de valorar la discrepancia o distancia entre dos series de tiempo



Capitulo 4. Analisis cluster de series temporales 133

consiste en considerar la distancia Euclidea entre los datos observados:

n 1/2
dg(X,Y) = {Z (X; — Yf} . (4.1)

t=1

La distancia Euclidea se basa en medir directamente la cercania de los valores obser-
vados, independientemente de la estructura de autocorrelacién inherente a las series de
tiempo. Asi, los datos se tratan como si fuesen independientes de modo que dg resulta
ser una medida invariante a permutaciones en el tiempo. Por lo tanto, es obvio que no
puede ser considerada una buena medida de disparidad entre series temporales, tal y como

sefialan Galeano y Pefia (2000).

Una alternativa para tener en cuenta la estructura temporal de las series de tiempo
consiste en medir la discrepancia entre dos series a partir de las funciones de autoco-
rrelacion estimadas (ACFs) (Galeano y Pefia (2000)). Asi, sean px = (p1,x, ...,ﬁL,X)t y
Py = (PLy, ... ﬁLjy)t los vectores de coeficientes de autocorrelacién estimados a partir de
las series de tiempo X, e Y, respectivamente, para algin L tal que g; x = 0y gy = 0,

para 1 > L. De esta forma, se puede definir la distancia entre las series como:
—~ ~ at ~ -~ 1/2
dacr (X,Y) = {(x — By) 2 (Px — Py)} ", (4.2)

donde £2 es alguna matriz de pesos. Algunas posibles elecciones para los pesos en {2 son
(Calado, Crato y Peha (2006)):

(i) Pesos uniformes, tomando 2 = I . En este caso, la distancia dacr consiste simple-

mente en la distancia Euclidea entre las funciones de autocorrelacién estimadas:

5 1/2
dacru (X,Y) = {Z (Pix — ﬁi,y)z} : (4.3)

i=1

(i1) Pesos geométricos, disminuyendo con el retardo de las autocorrelaciones, de modo que

dacrp vendrd dada por:
172
-~ 2
dacra (X, Y) {ZPU -V (Pix — Piy) } ,con0<p<l. (4.4)

(ii) La distancia de Mahalanobis entre los coeficientes de autocorrelacién (dacrar), que
resulta. de tomar © = (cov(p™!)), la inversa de la matriz de covarianzas de los coefi-
cientes de autocorrelacién, calculada segiin la férmula de Bartlett truncada (Brockwell y
Davis (1991)).

Igualmente, se han introducido distancias similares a partir de los coeficientes de auto-

correlacion parcial (PACF) de las series de tiempo consideradas, en lugar de los coeficientes
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de autocorrelacion simnple (Caiado, Crato y Peila (2006)). Asi, se define la distancia entre

dos series de tiempo como:
R Nt N 1/2
dpacr (X,Y) = {(¢X - dy) 2 (dx - qby)} : (45)

donde aii son los coeficientes de autocorrelacién parcial estimados de cada una de las series
de tiempo consideradas y £ es una matriz de pesos que puede ser definida como en el caso
anterior. Asi, en particular, podri considerarse la distancia Euclidea entre los vectores
de coeficientes de autocorrelacién parcial estimados con pesos uniformes (dpacru), 0 con
pesos geométricos (dpacra). De igual forma, se han definido distancias similares entre las
funciones de autocorrelacién inversa propuestas por Cleveland (1972) y desarrolladas por
Chatfield (1979) (Caiado, Crato y Peia (2005)).

Todas las distancias anteriores se definen directamente a partir de los datos cbservados,
sin exigir hipétesis adicionales sobre los procesos generadores. Tal y como se vio en la
seccién anterior, un enfoque alternativo se basa en asumir que cada una de las series de
tiempo es generada a partir de un modelo paramétrico determinado, por ejemplo, a partir
de un modelo ARIMA. Un ejemplo es la métrica propuesta por Piccolo (1990) para la clase
de procesos ARIMA invertibles, definida como la distancia Euclidea entre los coeficientes
de los operadores AR(co) de la estructura ARIMA asociada a cada una de las series de

tiempo consideradas:

e8]
dpic (X,Y) = Z (750 = m)°,
=1

donde mj; y mjy son los coeficientes de los operadores AR(co) de X e Y, respectivamente.
En la practica, en lugar de ajustar el modelo ARIMA correspondiente a cada serie de
tiempo, se puede modelizar la estructura autorregresiva utilizando un criterio como el
criterio de informacién de Akaike (AIC). Asi, la distancia anterior puede calcularse como:

. 1/2

dpre(X,Y) =8> (Fix —Fiv)y (4.6)

j=1
con Ty = (T, o ﬁkl,x)t y Iy = (TL,y, - ﬁkmy)t los vectores de los pardmetros AR(k1)
y AR(ks) estimados de las series observadas X1 e Y7, respectivamente, y k = maz(ky, k2),

donde k1 y k2 son el orden de los modelos AR ajustados a cada una de dichas series.

Basdndose en esta distancia, Maharaj (1996) introdujo posteriormente otras dos me-
didas de disparidad en la clase de procesos ARMA, basindose en un test de hipdtesis
para determinar si dos series de tiempo procedian o no del mismo proceso generador. Més

especificamente, el test propuesto viene dado como:

du(X,Y) =T (ﬁx _ ﬁy)t g (ﬁx - ﬁy) , (4.7)
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con V un estimador de V' = o% R3} (k) + o2 Ry (k), siendo 0% y o2 las varianzas de los
procesos ruido blanco ascciados con X, e Yy, respectivamente, y Rx v Ry las matrices

de covarianza muestrales de ambas series.

Maharaj (1996) demostré que das, bajo la hipétesis nula de igualdad de los procesos
generadores, sigue asintéticamente una distribucién chi-cuadrado con & grados de libertad.
Puesto que djys, y también su p-valor asociado, satisfacen las condiciones de no negativi-
dad y simetria, Maharaj (1996) propone utilizarlas como medidas de disparidad entre los

procesos X e Y en el andlisis cluster de series de tiempo.

Otras medidas de distancia definidas en el contexto del andlisis cluster de procesos
estocdsticos han sido propuestas en el dominio espectral. Sean Ix e Iy los periodogramas de
las series de tiempo X, e Y, respectivamente, evaluadas en las frecuencias de Fourier Ay =
2nk/n, k=1,...,N con N = [(n - 1}/2|. Caiado, Crato y Pena (2006) han considerado
hasta tres distancias diferentes basandose en los datos de los periodogramas. En primer
lugar, proponen utilizar como distancia entre dos series la distancia Euclidea entre las

ordenadas de sus correspondientes periodogramas:

N

dp(X,Y) = % 3 Ix () - Ir(A6))2. (4.8)
k=1

Los citados autores mencionan que si no se estd interesado en la escala de los procesos
que se desea clasificar, sino inicamente en su estructura de autocorrelacién, resulta mas
adecuado trabajar con los periodogramas normalizados, reemplazando el periodograma
I(hg) por NI(Ag) = I{x)/7, donde 7y es la varianza muestral de la serie de tiempo
correspondiente. Asi, proponen tomar como distancia entre cada par de series la distancia

euclidea entre los periodogramas normalizados:

N
dvp(X,Y) = % > (NIx(M) — NIy (A))2 (4.9)

Finalmente, y puesto que la varianza de las ordenadas del periodograma resulta propor-
cional al valor del espectro en las frecuencias correspondientes, Caiado, Crato y Pefia (2006)

precisan que tiene sentido trabajar con el logaritmo del periodograma normalizado:

N
1
dnp(X,Y) = = > (log NIx (M) — log NIy (M), (4.10)
k=1

y, obviamente, también con el logaritmo de los correspondientes periodogramas

N
drp(X,Y) Z log Ix (Ax) — log Iy (Mg))2. (4.11)
k=1
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Dichos autores demostraron que estas métricas estdn relacionadas con las distancias
basadas en los coeficientes de autocorrelacién descritas anteriormente, de forma que se

verifica que:
dvp(X,Y) = (2v/n)dacru(X,Y).

En ocasiones alguna de las distancias entre series de tiempo definidas en el dominio
espectral resultan de una simple aproximacién de medidas que han sido definidas previa-
mente en el dominio de tiempo, y que se utilizan con el fin de evitar los graves problemas
computacionales que pueden surgir al trabajar con series de gran longitud. Asi, Caia-
do, Crato y Pena (2006) proponen utilizar la aproximacién espectral de la informacién
discriminante de Kullback-Leibler:

dirrn(X,Y) = tr(ExZy) — log(|2x|/!Sy|) — n,

donde x, £y denotan las matrices de covarianzas asociadas a lag series X, ¢ Y, res-
pectivamente. Dicha aproximacién espectral se calcula a partir de las coordenadas del
periodograma normalizado de cada una de las series:

~log NIX()\k)

-1
NIy (g NIy (A

N
dirn(X,Y) = Z [NIX()\k)

k=1

En esta misma linea, la medida de disparidad espectral (2.10) estudiada en la Sec-
cién 2 en el contexto del anAlisis discriminante y propuesta por Kakizawa, Shumway y

Taniguchi (1998)
Dwlfx, fr) = 3= | WUV )dA

-

incluye, como casos particulares, a las aproximaciones espectrales de medidas cldsicas de
disparidad entre dos series de tiempo como la informacidn discrininante de Kullback-
Leibler o la informacién de Chernoff. Dichos autores proponen utilizar la distancia desa-
rrollada para el anélisis cluster de series temporales, utilizando una simple transformacién
para garantizar la simetria de la medida propuesta. Asi, la distancia entre dos series de

tiempo X, e Y, puede computarse como:
dw(X,Y) = Dw(fx, fr) + Dw(fv, fx)

donde fx(-), fy() denotan las densidades espectrales estimadas de los procesos X e Y,
respectivamente, y W(.) es una funcién que satisface ciertas condiciones de regularidad ne-
cesarias para garantizar que Dy (-, -) sea una cuasidistancia. En particular:, se exigira que
la funcién de divergencia W(.) sea tres veces continuamente diferenciable en (0, 00) con

un 1inico minimo en 1 tal que W (1) =0.

Cabe senalar que mientras alguna de las medidas anteriores han sido especificamente

disefiadas para procesos estacionarios, como las distancias propuestas por Piccolo (1990)
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y Maharaj (1996), aquellas distancias basadas en los coeficientes de autocorrelacidn o en
el espectro de los series pueden calcularse para cualquier tipo de procesos. Es cierto que
tanto los coeficienfes de autocorrelacion como el espectro se definen habitualmente para
procesos estacionarios, por lo que las métricas basadas en las autocorrelaciones muestrales
y en los periodogramas correspondientes asumen implicitamente que las series sobre las
que se trabaja son estacionarias. No obstante, su definicién puede ser extendida a procesos
integrados (Pefia y Poncela (2006)) y en este sentido, las distancias descritas podrdn

utilizarse también en la clasificacién de otro tipo de procesos.

4.3. Una via no paramétrica para el analisis cluster de series

de tiempo

En esta seccidén se introducirdn nuevas medidas de corte no paramétrico que pueden
utilizarse en el analisis cluster de series temporales y que no han sido consideradas hasta

el momento en este contexto.

En primer lugar, se propondré utilizar la medida de disparidad espectral (2.10) pro-
puesta en el Capitulo 2 en el contexto del anélisis discriminante, y extender su utilizacién
al andlisis cluster de series temporales. Segin esta medida, la diserepancia entre dos series

de tiempo puede evaluarse segin:
1 77 _
Dw(X,Y) = Ef W (fx(A)f5H{A)dA,
-

donde fx(o), fy( -) denotan las densidades espectrales estimadas de los procesos X e Y,
respectivamente, y W(-) es una funcién que satisface las condiciones de regularidad nece-

sarias para que Dy (X,Y) sea una cuasi-distancia.

Puesto que la medida Dw (-, -} no resultar ser, de modo general, una medida simétrica,
se requiere realizar una alguna modificacién para poder ser utilizada como punto de partida

en el andlisis cluster. En particular, si la funcién de divergencia W(-) se modifica segin
Wiz)=W(z) =Wz, (4.12)
la. nueva medida de disparidad espectral basada en W (-) vendra dada por la expresién:

awxy) = 1 [ WFHEWE) =

dr f_,
ki3

= = [ WENRO Y = [ W R0 =

ir |, .

= DW(fX:fY) +DW(fY)fX)1
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resultando asi una medida simétrica que puede utilizarse en el analisis cluster de series de
tiempo. En particular, se propone utilizar los estimadores espectrales desarrollados en Fan
y Kreutzberger (1998) para aproximar la densidad espectral de cada proceso, denotando

la medida de disparidad resultante de la siguiente forma.:

(i) dw(pLs), cuando el espectro se estime utilizando el suavizador lineal local del perio-

dograma, obtenido mediante minimos cuadrados locales (fpLs)

(if) dw(Ls), cuando el espectro se estime mediante la exponencial del suavizador lineal

local del logaritmo del periodograma, utilizando también minimos cuadrados locales

(frs)

(iii) dw(rk), cuando la estimacién de la densidad espectral se realice mediante la expo-
nencial del estimador lineal local del log-periograma, obtenido utilizando el criterio

de méaxima verosimilitud local en lugar de minimos cuadrados locales (frx)

Puesto que la aplicacién de los algoritmos cluster tradicionales nicamente requiere
de la definicién de una medida que pueda resultar apropiada para medir la disparidad
entre dos series de tiempo, de acuerdo con el objetivo de la clasificacién, de modo general
cualquier estadistico originalmente disefiado para contrastar la igualdad de los procesos
generadores de dos series de tiempo podria utilizarse como una medida a partir de Ia
cual abordar el analisis cluster de series temporales, tal y como propone Maharaj (1996,
2000). Sin embargo, se trata de una alternativa poco explorada en la literatura. En este
trabajo, proponemos utilizar como medida de discrepancia en el andlisis cluster de procesos
estocdsticos dos nuevas distancias definidas a partir de estadisticos originalmente disefiados
para contrastar la igualdad de la densidad espectral (mds concretamente, del logaritmo de
la. densidad espectral) de dos procesos. En particular, se plantea el siguiente contraste de
hipétesis:

Hy: mx()=my()
Hy: mx (-} # my()
con my(A) = log (fx(A)} y my(X) = log (fy{A)) el logaritmo de la densidad espectral de

(4.13)

los procesos X e Y, respectivamente.

En primer lugar, nos centraremos en el test de razén de verosimilitud generalizada
propuesto originalmente por Fan y Zhang (2004) para contrastar si la densidad espectral
fx () asociada a una serie de tiempo X,, pertenece o no a una determinada familia pa-
ramétrica {fz(-),8 € ©}. Dichos autores abordan por lo tanto el problema del contraste
de hipdétesis:

Ho: fx()=fe()
Hy:o fx()# fol),
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que puede ser expresado de forma equivalente a través del logaritmo de la densidad espec-
tral correspondiente:

Ho: mx(:) =me()

Hi: mx()# ma().

Si X es un proceso lineal Gaussiano, las ordenadas del periodograma evaluadas sobre
las frecuencias de Fourier satisfacen, como vimos en (1.23), el siguiente modelo de regresién
heterodedastico:

Ix (M) = fx(Me)Vi + B,

donde B, ;. denota un término asintéticamente despreciable y las V, son variables aleatorias
independientes e idénticamente distribuidas segun una distribucién exponencial estandar

para todo k # 0. Por lo tanto, tomando logaritmos:
Yi = logIx(Ae) = mx(Ae) +ex + 1,

donde ahora mx (Ax) = log(fx (Ax)), ek = log(Vy) son variables aleatorias i.i.d. con funcién
de densidad f.(z} = exp(—exp(z) + z) y r&x = log(l + Ri/f(M)) denota un término

asintoticamente despreciable.

La funcién de log-verosimilitud asociada resulta ser, por lo tanto:

N

> {—exp(Yi — m(Ag)) + Yi — m(Ae) Hew, (A — A),
k=1

obtenida utilizando una funcién nucleo K y ventana h,.

Asi, el estimador de méxima verosimilitud local para el logaritmo de la densidad es-
pectral, mrx (), vendrd dado por el valor @ para el que se maximiza la expresién:

N
> {~exp(¥i ~ a — (A — A)) + Yk — a — b(A — ALK, (A — A)-
k=1

Bajo la hipdtesis nula, la funcién de log-verosimilitud asociada es igual a:

N
> {—exp(Yi — mp( M) + Vi — mg (M)},
k=1
de modo que el estimador de mdxima verosimilitud de # serd el valor ) que maximiza la

expresidn anterior.

El test de razén de verosimilitud generalizada propuesto por Fan y Zhang (2004) se
define entonces como el cociente de la verosimilitud bajo cada una de las hipdtesis:

N

Tk = Z{exp(yk — mg{Ag)) + Mg — exp(Yy — mrLi (M) — mrr (M)},
k=1
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de modo que la hipdtesis nula se rechazard para valores grandes del estadistico Ty k.

Una ligera modificacién de dicho estadistico permite ajustar el procedimiento al caso
del contraste de la igualdad del logaritmo de los espectros dado en (4.13). En este caso,

se verifica que:
Zy, = log(Ix () — log(Iy (M) = p(he) + Ry + 1,

donde ahora u(A) = mx () —my()), R} denota una secuencia de variables aleatorias i.i.d.
con funcién de densidad h(z) = exp(z)/(exp(z) + 1) y r} es un término asintéticamente

despreciable.

La funcién de log-verosimilitud generalizada asociada al modelo de regresién anterior

viene dada por:

N
> A2k — u(Ae) — 2log(exp(Z — p(W)) + 1)},
k=1
que, bajo la hipdtesis nula resulta igual a
N
> {2, - 2log(exp(Zx) + 1)}.
k=1

De forma. que el contraste (4.13) puede resolverse mediante el estadistico basado en la
razon de verosimilitudes:

dori(X,Y) = i[zk_”(xk _21og( +e{zk—n(xk)})]_
lc=1

- E Zy, — 2log (1 +e%)], (4.14)
k=1

donde Zy = log(Ix (Ak)) —log(Iy (Ax)), p(Akx) = mx (k) — my(Ar) y fi(Ag) es el estimador

de méxima log-verosimilitud local de u(A;) obtenido mediante un ajuste lineal local.

Finalmente, el contraste de hipétesis {4.13) puede abordarse también mediante un
procedimiento cldsico, a partir del estadistico basado en la distancia funcional de tipo
Cramér-von-Mises entre los estimadores no paramétricos del logaritmo de los espectros,

mx{A) y my(}). En particular, se considerard la distancia dada por
dem(X,Y) = ] (Fx (V) — Ay (A))? ), (4.15)

donde .x (A) y My (A) denotan un estimador del logaritmo del espectro de cada uno de
los procesos. En particular, se podrdn utilizar cualquiera de los estimadores espectrales

propuestos en Fan y Kreutzberger (1998).

Los estadisticos anteriores (4.14) y 4.15) satisfacen las condiciones generales de una
distancia y, por lo tanto, pueden ser consideradas como punto de partida para el andlisis

cluster de un conjunto de series temporales.
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4.4. Estudio de simulaciéon

En este capitulo se presentan los resultados de un estudio de simulacién llevado a
cabo para analizar ¥ comparar el comportamiento de las medidas de similitud descritas
en la Seccidn 4.3 al trabajar sobre muestras finitas, cuando éstas son utilizadas en el
analisis cluster de diferentes clases de procesos estocasticos. Asimismo, se compararan los
resultados obtenidos con los alcanzados con otras medidas utilizadas en la literatura para

el andlisis cluster de series de tiempo, segin los descrito en la Seccién 4.2.

Es logico que si una medida de disparidad guarda relacién con alguna de las propie-
dades de los procesos que se quieren clasificar se espere que los resultados obtenidos tras
realizar el andlisis cluster a partir de esta medida sean mejores que los obtenidos al utilizar
cualquier otra distancia. Es importante tener en cuenta ademds que el andlisis cluster es
un proceso de clasificacion no supervisada, de forma que en la prictica el andlisis cluster
se lleva a cabo sin conocer el grupo de pertenencia de las series con las que se trabaja. Por
lo tanto, es esencial analizar el comportamiento de las distintas medidas de disimilitud
en diferentes contextos de clasificacion, a fin de poder valorar la idoneidad de los resulta-
dos que podamos obtener en un future. En particular, se han considerado tres contextos
de clasificacién diferentes: (i) en primer lugar, se planted el problema de distinguir entre
procesos estacionarios frente a procesos no estzicionarios, (ii) en segundo lugar, se estu-
dié la clasificacién de diferentes tipos de procesos ARMA estacionarios, (iii) finalmente, se
abordé el problema de clasificar diferentes modelos de series de tiempo no lineales. Consi-
deramos gue estos tres contextos de clasificacién son adecuados para valorar de una forma
completa el comportamiento de las medidas de disparidad propuestas, por su generalidad
y capacidad para representar un amplio espectro de las situaciones que se pueden dar en

la. practica.

Esta seccidn se estructura a lo largo de cinco apartados. En primer lugar, se ofrece
una descripcion general del estudio de simulacidn que se ha llevade a cabo. A continua-
cidn, se procede a describir los resultados de las simulaciones para cada wno de los tres
contextos analizados. Finalmente, se realizara una discusién de los resultados alcanzados

v se expondran las conclusiones que se han derivado de este estudio de simulacién,

4.4.1. Procedimiento experimental

En cada uno de los tres contextos de clasificacién estudiados se signié un mismo es-

quema para llevar a cabo las simulaciones, tal vy como se detalla a continnacién:
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1. Especificacion de los procesos a clasificar.

Para cada uno de los tres contextos considerados, se determinaron una serie de pro-
cesos que se sometieron a clasificacién. En general, se han seleccionado modelos que
dificulten las labores de clasificacién, es decir, modelos con indices de separabili-
dad bajos. Asi, se ha decidido utilizar modelos previamente considerados en otros

trabajos siguiendo los argumentos que se indican en cada seccidn.

2. Generacion de las series de tiempo.

Una vez determinados los modelos, se obtuvieron s > 1 realizaciones de longitud n
de cada uno de ellos, tomando n diferentes valores. Este paso se repitid un nime-
ro T de veces, de forma que de cada proceso de disponia de T x s realizaciones

convenientemente etiquetadas segiin el proceso de origen.

3. Cdileculo de la matriz de distancias.

A partir de cada conjunto de datos, en cada iteracién se obtuvieron una serie de
matrices de disimilitud entre las series observadas (una matriz por cada una de las
distancias consideradas). Para ello, la disparidad entre cada par de series de tiempo

se calculd utilizando diferentes métricas que se resumen a continuacién:

(a) Distancia Euclidea entre los datos observados, dg, dada en (4.1).

(b) Distancias basadas en los coeficientes de autocorrelacién: la distancia Euclidea
entre los vectores de coeficientes de autocorrelacion, dacry, dada en (4.3), v la
distancia Euclidea entre los coeficientes de autocorrelacion con pesos geométri-
cos disminuyendo con cada retardo, dscrg, dada en (4.4). En ambos casos el

nimero de autocorrelaciones consideradas fue L = 10.

{(c) Distancias basadas en los coeficientes de autocorrelacién parcial, dpacry y
dpacra, calculadas como dacry v dacro a partir de los coeficientes de auto-
correlacién parcial en lugar de los coeficientes de autocorrelacién. También en
este caso se tomd L = 10. Los pesos utilizados para el cé6mputo tanto de dacra

como de dpacra se tomaron con p = 0,05.

(d) Distancias propuestas por Piccolo (1990) y Maharaj (1996), dpic y das, descri-
tas en (4.6) y (4.7). En ambos casos, cada una de las series de tiempo generadas
se ajusté mediante un modelo autorregresivo AR(k}, seleccionando el orden k
(hasta un maximo k = 10) de acuerdo con el Criterio de Informacién de Akaike.
Los estimadores de los parametros autorregresivos se utilizaron para el cémputo

de ambas distancias.

(e) Distancias basadas en los periodogramas. En particular, se consider la distancia

Euclidea entre: las ordenadas de los periodogramas (dp), las ordenadas de los
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periodogramas normalizados {dyp), €l logaritmo de los peridogramas (dpp) y

el logaritmo de los peridogramas normalizados (drnvp).

(f) Medidas de disparidad espectral definidas como dw en (4.13), donde las densida-
des espectrales se estimaron mediante el periodograma suavizado por minimos
cuadrados locales (dyw(prs)), el log-periodograma suavizado por minimos cua-
drados locales (dw(rs)) v el log-periodograma suavizado mediante maxima ve-
rosimilitud local (dw(rx)). La funcién de divergencia W se tomé siempre igual
a Wi(z) = log(a + (1 — @)} — alog(z), con & = 0,5 y modificada de acuerdo
con (4.12) para obtener una versién simetrizada de la medida de disparidad.
En todos los casos, se utilizd el micleo de Epanechnikov y, en la estimacién del
espectro de cada una de las series de tiempo, la ventana se determiné mediante

validacion cruzada sobre un rango adecuado de valores,

(g) Distancia basada en la razén de verosimilitud generalizada, dgrx y distancia
funcional tipo Cramer-von-Mises, deas, definidas en (4.14) y (4.15), respectiva-
mente. Igual que con las distancias basadas en dw, se utilizaron los estimadores
espectrales de méaxima verosimilitud local para el computo tanto de dgrx co-
mo dgas, con ¢l nicelo de Epanechnikov v el selector de ventana basado en la

funcién de validacion cruzada.

4. Aplicacion de un algoritmo cluster.

A continuacién, la matriz de distancias obtenida con cada una de las métricas uti-
lizadas se procesé mediante un algoritmo cluster jerarquizado para obtener el co-
rrespondiente dendograma. Este paso se realizé con cada uno de los conjuntos de
datos utilizando cuatro métodos diferentes: enlace completo, enlace simple, enlace

promedio v método de Ward.

5. Evaluacidn de los resultados de clasificacidn.

Los resultados del andlisis cluster se evaluaron comparando las soluciones cluster
obtenidas experimentalmente con las verdaderas clases de pertenencia. Esta com-
paracién se realizé de diferentes modos dependiendo del contexto de clasificacién

considerado y serd detallado por lo tanto a lo largo de las siguientes secciones.

4.4.2. Clasificacidon de series como estacionarias o no estacionarias.

En un estudio reciente, Caiado, Crato y Pena (2006) han descrito los resultados de un
estudio de simulacién disefiado para comparar el comportamiento de diferentes medidas
de similitud a la hora de clasificar series de tiempo como estacionarias o no estacionarias.

El primer objetivo de nuestro estudio de simulacidn consistié en extender el trabajo de
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Caiado, Crato y Peia (2006) incluyendo, ademds de las medidas alli consideradas, las

medidas de similitud no paramétricas propuestas en la Seccion 4.3 de esta memoria.
Considérese un proceso ARIM A(p, d, q) definido segiin
#(B)(1— B)2M, = 8(B)w, t=0,%1,...,

donde B es el operador retardo tal que B"M; = My_,, ®(B) =1-§ B — - - — §,BP
es el operador autorregresivo de orden p, #(B) =1—-6;B — --- — 0,87 es el operador de
medias méviles de orden ¢, d es el orden de diferenciacién (de modo que d = 0 si el proceso
es estacionario y d > 1 si el proceso es no estacionario) y w; es una secuencia de varia-
bles aleatorias incorreladas con media y varianza constante. Se asume que cada proceso
N(t) = (1 B)%M, es causal e invertible. Al igual que en Caiado, Crato y Peiia (2006), se
obtuvo una realizacién de cada uno de los siguientes doce procesos ARIMA, seis de ellos

estacionarios ((a)-(f)) y seis no estacionarios ((g)-(1)):

(a) AR(1) $1 =109 (g) ARIMA(1,1,0) ¢;=-0,1

(b) AR(2) $1 =095, ¢o = ~0,1  (h) ARIMA(0,1,0)

(c) ARMA(1,1) ¢ = 0,95 6 = 0,1 (i) ARIMA(0,1,1) 6, =0,1

(d) ARMA(1,1) ¢1=-0,1,0,=-095 {j) ARIMA(0,1,1) 6;=-0]1

(e) MA(1) 6 =-09 (k) ARIMA(1,1,1) ¢1 =01, 6; = -0,
(f) MA(2) 8, =095, 6, = 0,1 (1) ARIMA(1,1,1) ¢ =0,05, 6, = —0,05

En todos los casos el proceso de error se considerd ruido blanco con media cero y
varianza unidad. Tal y como indican Caiado, Crato y Pefia (2006), la eleccién de tales
procesos se realizé con la finalidad de dificultar la clasificacién de las series de tiempo en
estacionarias o no estacionarias, al tener todos ellos valores de los pardmetros préximos
a los de un proceso ruido blanco. En la Figura 4.1 se observa la forma tipica de una

realizacion aleatoria de dichos modelos.

Una vez generadas las doce series de tiempo, se procedid al andlisis cluster, segin lo
descrito en la Seccién 4.4.1, considerdndose en cada dendograma la solucién final de dos
grupos. Uno de ellos fue definido como el “cluster estacionario” (aquel que englobaba a un
mayor niimero de realizaciones de procesos estacionarios) y et otro como “no estacionario”.
Como criterio de evaluacién del cluster se tomd el porcentaje de éxitos en la clasificacién,
es decir, el porcentaje de series de tiempo clasificadas en el cluster correcto de acuerdo con
su procedencia. Este proceso fue replicado T = 300 veces, de modo que el porcentaje de

éxitos se promedié a lo largo de todas las iteraciones. Los resultados obtenidos utilizando
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Figura 4.1: Series de tiempo generadas de los procesos estacionarios y no estacionarios
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el método del enlace completo con series de longitud n, para diferentes valores de n (50,
200 y 500} se muestran en la Tabla 4.1.

Centraremos la atencién, en primer lugar, en los resultados obtenidos al clasificar series
de longitud n = 200. Como puede observarse, existe una serie de métricas con un compor-
tamiento claramente superior al del resto de distancias. Este grupo estaria formado por
las distancias basadas en los coeficientes de autocorrelacion, dagry y dacra, v aquellas
basadas en el periodograma normalizado, dyp ¥ drnp, todas ellas con porcentajes de
éxito por encima del 80 % (entre el 82% y el 84 %). En este mismo grupo podrian incluir-
se las distancias no paramétricas evaluadas sobre el rango de frecuencias mds bajas, con
porcentajes de éxito en torno al 80 %. Tal y como era de esperar, las distancias euclideas
entre los datos observados, dg y entre las coordenadas de los periodogramas, dp, mos-

traron los peores resultados, con porcentajes de éxito inferiores al 67 % en ambos casos.
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Tabla 4.1: Porcentaje de éxito en la clasificacién de las series (a)-(1) como estacionarias
y no estacionarias en T = 300 iteraciones. n es la longitud de las series. Las frecuencias
bajas corresponden a las ordenadas 1 a \/n. Las frecuencias altas a las ordenadas y/n + 1

n n

Medida 50 200 500 Medida 50 200 500
Distancie Euclidea No paramétricas

de 65.90 66.90 68.20 dw(pLs) 73.50 71.00 7240
Autocorrelaciones Freq.bajas 78.06 R0.92 8265
dacru 75.40 84.10 83.50 Freq. altas 62.28 6592 7T1.43
dacra 76.00 83.20 82.10 dw(Ls) 67.10 70.70 72.60
dpacry 74.40 75.00 75.00 Freq. bajas  71.83 79.81 80.10
dracFc 74.40 7500 75.00 Freq. altas 64.42 6744 7T1.94
Periodogramas dw (LK) 69.30 71.50 71.90
dp 66.60 65.80 65.50 Freq. bajas  75.80 79.50 84.00
drp 66.00 73.10 74.80 Freq. altas 63.50 68.10 72.60
dnp 72.00 81.80 82.80 doLk 63.80 70.72 73.60
drnp 70.00 8420 94.40 Freq. bajas) 63.83 79.08 80.8
Freq. bajas 64.70 73.80 78.60 Freq. altas 62.50 68.00 72.60
Freq. altas 6920 83.80 95.10 donm 69.50 72.00 74.50
Basadas en modelos Freq. bajas  75.80 79.89 B5.80
dprc 69.60 74.90 75.00 Freq. altas 63.11 68.809 72.10
das 71.80 75.00 75.00

Esta baja tasa de éxito viene a corroborar la importancia de la eleccién de una medida de
disparidad adecuada para la clasificacién de series de tiempo. Finalmente, todas las otras
distancias consideradas proporcionaron resultados similares entre ellos, con porcentajes de
éxito entre el T0% v el 75 %.

En general, los porcentajes de clasificacién correcta aumentaron cuando se considera-
ron series de mayor longitud (n = 500). Los resultados obtenidos con la distancia euclidea
entre el logaritmo de los periodogramas normalizados, drn p, fueron especialmente buenos,
alcanzando una tasa de éxito del 95%. También las distancias no paramétricas dw(pLs),
dwrk) ¥ dom evaluadas sobre el rango de frecuencias mds bajas mejoraron sustancial-
mente, obteniendo porcentajes de éxito de un 82,65 %, 84 % y un 85,9 %, respectivamente
(los mejores tras dryp). Por el contrario, las distancias basadas en los coeficientes de
autocorrelacién (dacry y dacrg) obtuvieron tasas de éxito ligeramente inferiores que
las obtenidas con n = 200. Esto puede ser debido a que el nimero de autocorrelaciones
consideradas se mantuvo en L = 10, y los coeficientes autorregresivos de los modelos con-

siderados (tanto de los estacionarios como de los no estacionarios) son similares para los
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primeros retardos.

A su vez, los resultados alcanzados con n = 50 fueron bastante peores para todas
las distancias, con porcentajes de éxito por debajo del 79% en todos los casos. Destacar
que las distancias no paramétricas dw(prs), dw(Lk) ¥ donm (evaluadas sobre el rango de
frecuencias mas bajas) se situaron de nuevo entre las métricas con mejores resultados, con

porcentaje de éxito por encima de dacru ¥ dinp.

Los resultados obtenidos tras el estudio de simulacidn son consistentes con lo reflejado
por Caiado, Crato y Pena (2006). En su estudio, la distancia entre el logaritmo de los pe-
riodogramas normalizados, drpyp, obtuvo muy buenos resultados, al igual que las métricas

basadas en los coeficientes de autocorrelacién tomando L = n/10.

Resulta especialmente interesante analizar lo que ocurre con las distancias de corte no
paramétrico, asi como con la distancia pfopuesta por Maharaj (1996), ya que ninguna de
ellas fueron consideradas en el trabajo de Caiado, Crato y Pena (2006). Tal y como cabia
esperar, la distancia de Maharaj, das, no proporciona buenos resultados en este contexto
de clasificacién, obteniendo porcentajes de éxito que no superaron el 75 % independiente-
mente de la longitud de las series consideradas. Este mal comportamiento puede deberse a
las caracteristicas particulares de los procesos que se han considerado. Los modelos ARMA
etiquetados como (a), (b) y (¢) y los modelos ARIMA (g)-(1) tienen secuencias autorregre-
sivas m; muy similares para los primeros retardos. De este modo, es légico que la distancia
de Maharaj, que se basa en estimacicones de estas secuencias, sea incapaza de discriminar
entre estos dos grupos de modelos. Tras inspeccionar los dendogramas obtenidos utilizando
la distancia das en cada una de las iteraciones esta explicacion parece plausible, ya que los
resultados muestran tipicamente una solucién de tres clusters: {{d),(e),(f)}, {{a),(b),(c)}
y el cluster no estacionario {{g)-(1}}. Esta peculiaridad fue también reflejada por Caiado,

Crato y Pefia (2006) en relacién con la distancia propuesta por Piccolo (1990).

Ninguna de las medidas de corte no paramétrico se comporté de forma plenamen-
te satisfactoria. Las densidades espectrales de los procesos considerados resultaron ser
altamente asimétricas, tomando valores muy altos en un pequefio rango de frecuencias
menores, v valores mas bajos para frecuencias altas. Asi, los estimadores no paramétricos
del espectro parecen tender a sobresuvizar la densidad espectral justo en el rango de fre-
cuencias bajas, donde se concentran las principales diferencias. Este argumento justifica
ademas el buen comportamiento de estas distancias cuando se evaluaron tinicamente sobre

las frecuencias menores.
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4.4.3. Clasificacién de procesos ARMA

A continuacién se realizé un nuevo estudio experimental disefiado para explorar el
comportamiento de las diferentes medidas de disparidad consideradas en el andlisis cluster
de procesos ARMA estacionarios. Para ello se consideraron los siguientes procesos (todos

ellos con error ruido blanco de media cero y varianza unidad):

(i) AR(1) ¢1 =058

(i) MA(1) 61 =07

(i) AR(2) $1 = 0,6, d2 = 0,2
(iv) MA(2) 01=08, 02 = —0,6

(v) ARMA(L 1) =08, 6 =0,2

Este conjunto de modelos han sido utilizados en otro trabajo por Maharaj (1996)
para estudiar el comportamiento de la distancia das definida en (4.7) en el anélisis cluster
de procesos ARMA. Es por ello que se considerd un ejemplo adecuado para explorar el
comportamiento de otro tipo de distancias en este contexto. En la Figura 4.2 se muestra

el aspecto tipico de las realizaciones de cada uno de estos modelos.

Se generaron s = 4 series de longitud n = 200 de cada uno de los procesos anteriores.
Se realizd un analisis cluster a partir de las veinte asi generadas, utilizando cada una de las
medidas de disparidad especificadas en la Seccién 4.4.2. Este esquema se repitié 1" = 100
veces y, en cada iteracién, se examinaron las soluciones obtenidas con cuatro y cinco
clusters. En esta ocasion, la evaluacién de los resultados del andlisis cluster se hasé en
el indice propuesto por Gavrilov et al. (2000), definido como el promedio de la maxima

similitud de cada clase de procesos con cada uno de los clusters identificados en el analisis:
18
) == ; :  Cy 4.16
sim(G,C) = ¢ Z; [max Sim(Gy,C), (4.16)
p=

donde C = {C1,...,C5} denota al conjunto de las 5 clases de procesos que existen en
realidad, G = {G1, ..., Gk}, k = 4,5 a la solucién de k clusters obtenida tras el analisis, y
2|1G; NGy
G5l +1Cil

con |-| indicando el niimero de elementos en cada conjunto, de modo que la similitud de

Sim (G;,C;) = (4.17)

una determinada clase de procesos con cada cluster sea tanto mayor cuanto mayor sea el

nimero de elementos que fienen en comuin.

El indice de evaluacion definido en {4.16) puede tomar asi valores entre 0 y 1, de modo
que Sim(G,C) = 1 para una solucién cluster completamente correcta, empeorando la

calidad de los resultados conforme disminuye el valor de Sim(G, C).
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Figura 4.2: Ejemplo de series de tiempo generadas de los procesos ARMA (i)-(v).
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En la Tabla 4.2 se muestra el indice de evaluacién promedio (a lo largo de las T = 100
iteraciones) para las soluciones de & = 4,5 clusters obtenidas con el método del enlace

completo y utilizando cada una de las medidas de disparidad consideradas.

Tal y como se puede observar, los mejores resultados corresponden a las distancias
basadas en los coeficientes de autocorrelacién parcial v a la métrica propuesta por Maha-
raj (1996), con indices por encima de 0.8 en todos los casos. El buen comportamiento de
estas medidas no resulta sorprendente puesto que, por un lado, las funciones de autoco-
rrelacién parcial de los procesos considerados son muy diferentes entre si y, por otro, la
distancia propuesta por Maharaj (1996), d;s, ha sido especificamente definida para clasifi-
car procesos ARMA. Este también es el caso de la distancia propuesta por Piccolo (1990),

dpic, que ha mostrado sin embargo un peor comportamiento.

Las distancias no paramétricas dw(prs), dw( L8) ¥ dw(Lk) se sitdan en una posicién
intermedia en cuanto a los indices de evaluacién obtenidos, alrededor de 0.8. Mientras que
dwi(pLs) ¥ dw LK) han alcanzado resultados muy parecidos, el peor comportamiento se ha
registrado para la distancia construida a partir del logaritmo del periodograma suavizado

mediante minimos cuadrados locales, dw(rs). Este hecho viene a corroborar, en el caso
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Tabla 4.2: Cluster de los procesos ARMA (i)-(v): Indice de evaluacién definido en (4.16)
para la solucién de k clusters, con k& = 4, 5. Longitud de las series: n = 200. Numero de

iteraciones: T = 100. Método de enlace completo.

k k
Medida 4 5 Medida 4 5
Distancia Euclidea Basadas en modelos
dg 0.457 0.475 dprc 0.706 0.703
Autocorrelaciones dar - 0.825 0.807

dacFru 0.716 0.751 No paramétricas

dacro 0.732 0.765 dW(DLS) 0.783 0.793
dpacry 0.820 0.816 dw(rs) 0.762 0.774
dpacrg 0828 0.820 dw (LK) 0.778 0.790

Periodogramas dari 0.730 0.732
dp 0.552 0.583 don 0.769 0.786
drp 0.684 0.704
dnp 0.612 0.648

drnp 0.703 0.740

de trabajar con muestras finitas, la ineficiencia asintética que se habia probado para el
estimador ﬁgs con respecto tanto a fDLS como a fLK~ A su vez, la distancia de tipo
Cramer-von-Mises, deas, también ha alcanzado unos resultados razonablemente buenos,
por encima de la distancia dy(15) ¥ muy cercana a dw(DLS) ¥ dW( LK. Por el contrario,
entre las distancias de corte no paramétrico, la métrica basada en el test de la razén de
verosimilitudes generalizadas fue la que peores resultados obtuvo, con indices que apenas

superaron el valor de 0.73.

El resto de las medidas consideradas proporcionaron peores resultados, incluyendo
aquellas que habian mostrado un mejor comportamiento a la hora de clasificar series como
estacionarias o no estacionarias en el apartado anterior: dacry, dacrag, dvp v dinp. En
particular, la distancia Euclidea entre los log-periodogramas normalizados, dpyp, (que
habia resultado ser la mejor en ese contexto) obtuvo, en el mejor de los casos, un indice

de calidad de 0.74.

Aunque la solucién adecuada al problema que se ha planteado es la formada por 5
clusters, los indices de evaluacién obtemidos con la solucién de 5 clusters son tan sdlo
ligeramente mejores que los calculados para la solucién con 4 clusters, independientemente
de la medida considerada. De hecho, los scores de aquellas métricas para las cuales se han
observado los mejores resultados, dyr, dpacry ¥ dpacrg. resultan incluso més bajos

para la solucién con 5 clusters que para la solucién con 4 clusters. Tras examinar los
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dendogramas obtenidos para algunas de las iteraciones, se observé que lo que ocurria
habitualmente era que uno de los grupos correctamente identificados en la solucién de
4 clusters se dividia en dos nuevos grupos en la solucién de 5 clusters correspondiente.
Es decir, alguno de los clusters que coutenfan series procedentes de diferentes procesos

resultaba mas compacto que otro cluster correctamente identificado.

Para entender mejor los resultados obtenidos, se analizd ademas el nimero medio
de veces que cada proceso fue correctamente identificado tras utilizar cada una de las

distancias. Lia Tabla 4.3 muestra esta informacién para la solucién de 4 clusters.

Tabla 4.3: Porcentaje de veces que se identificd correctamente cada uno de los procesos
ARMA (i)-(v) en la solucién de 4 clusters. Longitud de las series: n = 200. Niimero de

iteraciones: T' = 100. Método de enlace completo.

Medida AR{1) AR(2) MA(1) MA(2) ARMA(,1)

Distancia Fuclidea

de 0.0 0.0 0.0 0.0 0.0
Autocorrelaciones

dacru 36.0 2.0 12.0 12.0 1.0
dacre 42.0 2.0 17.0 17.0 1.0
dpacFu 33.0 1.0 99.0 97.0 0.0
dpacrc 39.0 0.0 99.0 97.0 0.0
Periodogramas

dp 0.0 0.0 0.0 2.0 0.0
drp 0.0 0.0 69.0 66.0 0.0
dnp 2.0 0.0 0.0 0.0 1.0
dLnp 2.0 0.0 66.0 63.0 0.0
Basadas en modelos

dpic 0.0 0.0 76.0 78.0 0.0
dar 34.0 0.0 100.0 100.0 0.0
No paramélricas

dwiprsy 24.0 1.0 96.0 95.0 0.0
dw(Ls) 12.0 1.0 98.0 93.0 0.0
dw(Li) 24.0 0.0 98.0 95.0 0.0
dory 3.0 0.0 90.0 89.0 0.0
dom 20.0 0.0 97.0 94.0 0.0

Como puede observarse, aquellas medidas que proporcionaron los mejores resultados
(las basadas en los coeficientes de autocorrelacién parcial, la métrica propuesta por Maha-
raj (1996) y las distancia no paramétricas) identificaron correctamente los procesos MA(1)

y MA(2) en casi todas las iteraciones. Por el contrario, las series generadas a partir de
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procesos AR(2) y ARMA(1,1) no fueron correctamente clasificadas en ninguna de las ite-
raciones, pero esto ocurrid con todas las medidas consideradas. Estas mismas medidas
fueron capaces de clasificar correctamente a las series procedentes de procesos AR(1) en-
tre un 20 % y un 40 % de las ocasiones, salvo las distancias dw (1) y dork. En particular,
esta tltima medida casi nunca identifics las series AR(1), de ahi el peor indice de calidad

que reflejaba con respecto a las otras medidas no paramétricas consideradas.

Con respecto a aquellas distancias que mostraron un pecr comportamiento, resulta in-
teresante observar su escasa capacidad para identificar las realizaciones de procesos MA(1}).
Asi, por ejemplo, la distancia Fuclidea entre el logaritmo de los periodogramas normali-
zados, dy np, linicamente agrupé correctamente las series MA alrededor de un 65 % de las
ocasiones y casi nunca identificé correctamente los proceos AR(1). De la misma forma,
resulta sorprendente que la distancia de Piccolo (1990) no lograse identificar los procesos

AR(1) en ninguna de las iteraciones.

Como un criterio de evaluacién alternativo, se ha considerado también el nimero medio
de clusters correctamente identificados en cada iteracién. Mds concretamente, para cada
iteracién se ha calculado: a) El ntimero de clusters correctamente identificados (CC), b)
El niimero de clusters incompletos (CI), en el sentide de que estdn formados por series
pertenecientes a un mismo proceso generador pero no incluye al total de cuatro series
generadas de ese modelo, y ¢) El niimero de clusters con series mezcladas (CM), es decir,
clusters que engloban al menos dos series de distintos procesos generadores. Estos valores,
promediados a lo large de 100 iteraciones, y para la solucidén de 4 clusters, se muestran en
la Tabla 4.4.

Los mejores resultados, en términos del niimero medio de clusters correctamente iden-
tificados (CC), corresponden a las medidas con mejor comportamiento segiin el indice de
calidad en la Tabla 4.2, con valores entre 2 y 2.35 clusters correctos en cada iteracidn.
Ninguna de las otras medidas utilizadas en la clasificacién es capaz de detectar una media
de dos clusters correctos. Ademads, sélo las métricas basadas en los coeficientes de au-
tocorrelacién, la medida propuesta por Maharaj (1996) y Jas distancias no paramétricas
resultaron capaces de identificar correctamente 3 clusters en un porcentaje significativo
de las iteraciones. Esto puede verse en la Figura 4.3, donde se muestra la distribucion
del numero de clusters correctamente identificados en cada iteracién. De dicha figura se
deduce que la distancia entre el logaritmo de los periodogramas normalizades no iden-
tificé ningin cluster en aproximadamente un 32% de las ocasiones, confirmando su mal

comportamiento en este contexto de clasificacion.

De formna andloga, se puede analizar con mas detalle lo que ocurre cuando se considera

la solucién con 5 clusters. En la Tabla 4.5 se muestra el nimero medio de veces que cada
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Tabla 4.4: Resultados del cluster de los procesos ARMA (i)-(v) para la solucién con 4

clusters. Los resultados muestran el niimero de: clusters correctamente identificados (CC),

clusters incompletos que no incluyen series de diferentes procesos (CI) y clusters con series

de distintos procesos generadores (CM). Longitud de las series: n = 200. Numero de

iteraciones: T = 100. Método de enlace completo.

Medida CC IC MC Medida cc IC McC
Distancia Fuclidea Basadas en modelos

dp 0.00 1.63 2.37 dprc 1.54 110 1.36
Autocorrelaciones dng 234 032 1.34
dacFu 0.63 0.69 2.68 No paramétricas

dacFra 0.79 0.62 2.59 dw(prs)y 216 042 1.42
dpacru 2.30 0.26 1.44 dw(Ls) 2.04 049 1.47
dpacre 235 0.22 1.43 dw (1K) 217 053 1.30
Periodogramas dorLk 1.82 0.43 1.75
dp 0.02 1.61 237 dom 2.11 060 1.29
drp 1.35 089 1.76

dnp 0.03 1.07 290

drnp 1.31 0.73 1.96

Figura 4.3: Cluster de los procesos ARMA (i)-(v): Distribucién del niinero de clusters

correctamente identificados en cada iteracién para la solucién de 4 clusters. Longitud de

las series: n = 200. Niunero de iteraciones: 7' = 100. Método de enlace completo.
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uno de los procesos fue correctamente identificado, para la solucién de 5 clusters.

Tabla 4.5: Porcentaje de veces que se identificé correctamente cada uno de los procesos
ARMA (i)-(v) en la solucién de 5 clusters. Longitud de las series: n = 200. Nimero de

iteraciones: T = 100. Método de enlace complefo.

Medida  AR(1) AR(2) MA(1) MA(2) ARMA(L1)

Distancia Fuclidea

de 0.0 0.0 0.0 0.0 0.0
Autocorrelaciones

dacru 39.0 2.0 29.0 26.0 1.0
dacra 42.0 2.0 33.0 29.0 1.0
dpacFu 32.0 1.0 93.0 75.0 1.0
dpacrc 35.0 0.0 97.0 75.0 0.0
Periodogramas

dp 0.0 0.0 0.0 2.0 1.0
drp 2.0 0.0 70.0 65.0 0.0
dnp 9.0 0.0 0.0 0.0 1.0
dLvp 6.0 1.0 73.0 67.0 0.0
Basadas en modelos

dpic 2.0 0.0 52.0 54.0 0.0
das 14.0 0.0 75.0 83.0 0.0
No paramétricas

dwprs;  30.0 3.0 90.0 80.0 0.0
dw (L) 17.0 0.0 89.0 79.0 0.0
dw (LK) 35.0 0.0 87.0 76.0 0.0
dori 6.0 0.0 73.0 74.0 0.0
dons 33.0 0.0 86.0 75.0 0.0

Tal y como puede observarse, las medidas con un mejor comportamiento (las basadas
en los coeficientes de autocorrelacién parcial, la distancia propuesta por Maharaj (1996}
y las distancias no paramétricas) identifican correctamente los procesos MA(1) y MA(2)
en un porcentaje de ocasiones menor que cuando se consideraba la solucién de 4 clusters.
En particular, la distancia de Maharaj ha pasado de identificar correctamente los procesos
MA en todas las ocasiones a hacerlo en, a lo sumo, el 83% de las iteraciones. El resto
de estas distancias identifican correctamente los procesos MA(2) en un porcentaje que no
supera el 80% de las iteraciones. Estas mismas medidas siguen sin identificar en la solu-
cién de 5 clusters las series procedentes de los modelos AR(2) y ARMA(1,1) y clasifican
correctamente las realizaciones de procesos AR(1) sélo entre un 6 % y un 42 % de las oca-
siones. Con respecio a aquellas distancias que mostraron un peor comportamiento, pese a

alcanzar resultados ligeramente mejores, siguen sin ser capaces de clasificar correctamente
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las realizaciones de procesos AR y han logrado identificar los procesos MA en a lo sumo

un 73 % de las iteraciones.

También para la solucién de 5 clusters se ha considerado el nimero medio de clusters
correctamente identificados en cada iteracién (CC), el nimero de clusters incompletos (CI)
y el ndmero de clusters que incluian series de distintos procesos generadores (CM) (Tabla
4.6). De nuevo, los resultados son ligeramente peores que los obtenidos para la solucién de
4 clusters. Los mejores resultados, en términos del nimero medio de clusters correctamen-
te identificados (CC) vuelven a corresponder a las medidas con mejor comportamiento
segun el indice de calidad (4.16), si bien s6lo las distancias basadas en los coeficientes
de autocorrelacidn parcial, dpacry ¥ dpacFag, ¥ una de las distancias no paramétricas,
dw (pLs), alcanzan un promedio de 2 clusters correctos en cada iteracién. De nuevo, las
distancias basadas en los coeficientes de autocorrelacién y las de corte no paramétrico son
las que proporcionaron en un mayor nimero de ocasiones una selucidn con tres clusters

correctos (Figura 4.4).

Tabla 4.6: Resultados del cluster de los procesos ARMA (i)-(v) para la solucién con 5
clusters. Los resultados muestran el nimero de: clusters correctamente identificados (CC),
clusters incompletos que no incluyen series de diferentes procesos (CI) y clusters con
series de distintos procesos generadores (CM). Longitud de las series n = 200. Ntmero de

iteraciones " = 100. Método de enlace completo.

Medida CC IC MC Medida CC IC MC
Distancia Euclidea Basados en modelos

de 0.00 074 4.26 dpic 1.10 0.85 3.05
Autocorrelacidn simple o parcial dar 1.82 0.94 2.24
dacru 097 1.17 2.86 No pareméiricas

dacra 1.07 1.25 2.68 dwprs) 2.03 1.04 1.93
dpacruy 202 0.85 2.13 dW(LS) 1.85 1.00 215
dpacra 2.07 0.84 2.09 dwLgy 198 099 2.03
Periodogramas dorLi 1.53 0.8 2.89
dp 0.03 1.59 3.38 doa 194 099 207
drp 1.37 0.78 2.85

dnp 0.10 1.68 3.22

drnp 147 0.94 2.59

Tal y como se mencioné previamente, los dendogramas obtenidos en cualquiera de
las iteraciones pueden resultar de ayuda en el anilisis de los resultados alcanzados en
esta seccidn. Asi, por ejemplo, en la Figura 4.5 se muestran los dendogramas obtenidos

mediante el método de enlace completo a partir de las distancias das, dw(pLsy ¥ dLNP.
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Figura 4.4: Cluster de los procesos ARMA (i)-(v): Distribucién del mimero de clusters
correctamente identificados en cada iteracion para la solucion de 5 clusters. Longitud de

las series: n = 200. Niimero de iteraciones: T = 100. Método de enlace completo.
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Como puede observarse, tanto la distancia propuesta por Maharaj (1996) como dy (pLs)
llegan a identificar correctamente tres clusters (aquellos que corresponden a los procesos
AR(1), MA(1) y MA(2)). Por el contrario, con la distancia dyyp no se consigue identificar

ningun cluster correcto tanto en la solucién de 4 como de 5 clusters.

4.4.4. Clasificacion de procesos no lineales

Por ltimo, se desarrollé un experimento de simulacién para evaluar el comportamiento
de las diferentes medidas consideradas en la Seccién 4.4.1 para la clasificacién de procesos
no lineales. En este caso, se consideraron cuatro modelos diferentes, de cada uno de los
cuales se generaron s = 4 series de longitud n = 200. Mas concretamente, los procesos

considerados fueron:

(1) Modelo TAR (Threshold Autoregressive):

Xi = 0,5X¢g11r (ngl < 0) —2Xi T (Xt—l > 0) + &

(2) Modelo EXPAR (Exponential Autoregresive):

X;=(0,3—10exp {—X7 1}) Xe—1 + &t
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Figura 4.5: Cluster de los procesos ARMA (i)-(v): Dendogramas obtenidos mediante el
método de enlace completo a partir de (a) dar, (b) dw(prs) ¥ (¢} dLyp para una iteracién

particular. Longitud de las series: T = 200.
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(3) Modelo MA(1) lineal (MA):

Xt =&+ 0,4£t_1

(4) Modelo MA(1) no lineal (NLMA):

X; =&y — 0,560_1 + 0,852 |

En todos los casos el proceso de error &; consistié en variables Gaussianas de media
cero y varianza unidad. Estos modelos han side utilizados previamente para estudiar las
propiedades de diversos estadisticos disefiados para testar la no linealidad de series de
tiempo (ver Tong y Yeung (1991)). Nuestra intencién consistié basicamente en discriminar
entre diferentes formas lineales y examinar el comportamiento de las diferentes distancias
en este contexto. Una realizacion arbitraria de cada unc de estos procesos se muestra en

la Figura 4.6.

En este caso, la evaluacién de los resultados del andlisis cluster se realizé con el mismo
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Figura 4.6: Ejemplo de series de tiempo generadas de los procesos (1)-(4).
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criterio que en la seccién anterior, segiin se definié en (4.16), donde ahora
1A
Sim (G,C) = Z;fgﬁé(k Sim (G5, Cs), (4.18)

siendo C = {C1,...,C4} el conjunto de 4 clases de procesos que existen en realidad, G =
{G1, ..., Gt} la solucién de k clusters obtenida tras el anilisis, y donde la medida de

similitud se define como en (4.17).

Al igual que en la seccién anterior, los valores de este indice se promediaron a lo largo

de 100 iteraciones, dando lugar a los resultados que se muestran en la Tabla 4.7.

Definitivamente, y tal y como cabia esperar, los mejores resultados en este confexto
se obtuvieron con las medidas de disimilitud de corte no paramétrico. Todas ellas pro-
porcionaron indices de calidad alrededor de 0.9, excepto la métrica basada en el cociente
de verosimilitudes generalizadas, dgrx. Sin embargo, incluso esta distancia, con un indice
de calidad de 0.818 ha mostrado un comportamiento claramente superior al de resto de
medidas consideradas. A su vez, las distancias paramétricas propuestas por Piccolo {1990)
y Maharaj (1996) han visto afectado su rendimiento por la mala especificacién de los pro-
cesos generadores v se han situado en una posicién intermedia (con indices de calidad en
torno a 0.78), junto con las medidas basadas en los coeficientes de autocorrelacién y drp.
El resto de distancias se han situado basante por debajo, con indices de calidad en torno
sélo a 0.57. En particular, la distancia Euclidea entre los logaritmos del periodograma nor-
malizado, que habia resultado ser la mejor métrica en el caso de clasificar procesos como

estacionarios o 1o estacionarios, ha obtenido un indice de calidad muy bajo, de 0.574.
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Tabla 4.7: Cluster de los procesos (1)-(4): Indice de evaluacién definido en (4.18) para la
solucién de 4 clusters. Longitud de las series: n = 200. Nimero de iteraciones: T' = 100.

Método de enlace completo.

Medida  Indice Medida fndice

Distancia Buclidea Basadas en modelos
dr 0.537 dpic 0.769
Autocorrelaciones dn 0.781
dacFu 0.752 No paramétricas
dacre 0.777 dw(pLs) 0.920
dpACFU 0.784 dW(LS) 0.895
dpacra  0.795 dw (L) 0.912
Periodogramas dari 0.818
dp 0.485 don 0.913
drp 0.786

dnp 0.576

drnp 0.574

Al igual que en la seccidn anterior, y para valorar de una forma mds detallada los
resultados alcanzados, se ha computado también. el nimero medio de veces que se ha
identificado correctamente cada una de las clases de procesos y el niimero medio de clusters
correctamente identificados en cada iteracién. Estos datos se muestran en las Tablas 4.8

v 4.9, respectivamente.

Los resultados en la Tabla 4.8 permite concluir que las series generadas de los proce-
sos EXPAR y MA forman los clusters mds homogéneos. Cuando se utilizan las mejores
medidas no paramétricas (dw(prs), dw (k) ¥ doa), en términos de los indices de calidad
obtenidos, las series de este par de procesos se agrupan correctamente en su correspondien-
te cluster alrededor del 91 % de las ocasiones. Con las métricas basadas en los coeficientes
de autocorrelacién, o con aquellas propuestas por Piccolo y Maharaj se obtuvieron peo-
res resultados, especialmente para las series EXPAR, con tasas de éxito alrededor del
25%. Las distancias basadas en las coordenadas de los pericdogramas, excepto dzp, son
incluso incapaces de separar correctamente la clase MA de procesos lineales. Ha resulta-
do mucho mads dificil agrupar correctamente las series generadas a partir de los modelos
TAR y NLMA con cualquiera de las distancias consideradas. Este hecho se corrobora tras
observar los datos de la Tabla 4.9, donde se observa que las distancias no paramétricas
permite identificar correctamente entre dos y tres clusters en cada iteracién (la media
mas alta de nimero de procesos correctamente identificados fue de 2.56, correspondiente

a dw(pLs))- Ninguna de las otras métricas fue capaz de identificar un promedio de dos
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Tabla 4.8: Porcentaje de veces que se identificd correctamente cada una de las clases de
procesos (1)-(4) en la solucién de 4 clusters. Longitud de las series: n = 200. Nimero de

iteraciones: T' = 100, Método de enlace completo.

Medida TAR EXPAR MA NLMA

Distancia Fuclidea

de 0.0 00 00 2.0
Autocorreluciones

dacry 0.0 17.0 350.0 9.0
dacre 1.0 22.0 39.0 14.0
dpacru 2.0 25.0 69.0 12.0
dpacra 3.0 27.0 75.0 13.0
Periodogramas

dp 0.0 00 0.0 0.0
drp 4.0 72.0 36.0 11.0
dnvp 0.0 20 90 4.0
dinp 0.0 1.0 8.0 2.0
Buasadas en modelos

dprrc 1.0 18.0 59.0 10.0
das 0.0 21.0 74.0 10.0
No paramétricas

dw(prs) 340 93.0 95.0 34.0
dwrs) 24.0 95.0 81.0 27.0
dW(LK) 32.0 94.0 910 33.0
dork 7.0 73.0 954.0 13.0
dom 34.0 94.0 910 35.0

clusters correctos. Por lo tanto, excepto para las medidas no paramétricas, ninguna de
las métricas estudiadas parecen resultar apropiadas para realizar el cluster de procesos no
lineales. Esta apreciaciénu se observa graficamente en la Figura 4.7, donde se muestra la
distribucién de probabilidad del nimero de clusters correctamente identificados en cada
iteracién para cada una de las medidas consideradas. Se observa que las métricas no pa-
ramétricas proporcionan una solucién completamente correcta cerca del 40 % de las veces.
Cabe destacar, ademas, el alto porcentaje de ocasiones en las que las medidas basadas en
los periodogramas, y en particular diyp, resultan incapaces de identificar correctamente

ni uno sdlo de las clases consideradas.
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Tabla 4.9: Resultados del cluster de los procesos (1)-(4) para la solucién con 4 clusters.

Los resultados muestran el niimero de: clusters correctamente identificados (CC), clusters

incompletos que no incluyen series de otros procesos (CI) y clusters con series de distintos

procesos generadores (CM). Longitud de las series: n = 200. Niimero de iteraciones: T =

100. Método de enlace completo.

Medida CC IC MC Medida cCc IC MC
Distancia Fuclidea Basadas en modelos

dg 0.02 254 1.44 dpic 0.88 1.37 1.75
Autocorrelaciones dar 1.06 1.05 1.90
dacru 0.76 146 1.78 No paramétricas

dacra 0.96 1.36 1.68 dwiprs)y 2.56 0.68 0.76
dpacry 108 113 179  dwrs) 227 080 0.93
dpacre 118 1.15 1.67 dwry 250 0.67 0.83
Periodogramas dari 1.47 0.87 1.66
dp 0.00 3.00 1.00 den 2.54 065 0.81
drp 1.23 1.08 1.69

dnp 0.15 1.95 1.90

dinp 0.11 1.46 2.43

Figura 4.7: Cluster de procesos (1)-(4): Distribucién del nimero de clusters correctamente

identificados en cada iteracién para la solucién de 4 clusters.
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Conclusiones

Mediante este experimento de simulacién, se ha examinado el comportamiento de di-

versas medidas de disparidad paramétricas y no paramétricas en diferentes contextos de



162 Capitulo 4. Andlisis cluster de series temporales

clasificacién. Més concretamente, se consideraron tres problemas diferentes: la clasifica-
cién de procesos como estacionarios y no estacionarios, el cluster de procesos ARMA y la
clasificacién de procesos no lineales. En cada uno de estos escenarios, se disend un estudio

de simulacién para evaluar los resultados obtenidos tras utilizar las diferentes distancias.

Los resultados obtenidos muestran que el comportamiento de una determinada métrica
depende en gran medida del tipo de procesos que se quieren clasificar. Asi, una determina-
da medida puede proporcionar resultados muy buencs en un contexto de clasificacién y no
resultar apropiada en otro. Por ejemplo, a partir de los resultados que se muestran en esta
seccidn se concluye que tanto las distancias basadas en los periodogramas normalizados
como las métricas basadas en los coeficientes de autocorrelacidn proporcionan tasas de
éxito muy elevadas para la clasificacién de procesos como estacionarios y no estacionarios
(confirmando asi los resultados ya obtenidos por Caiado, Crato y Pefia (2006)). Sin em-
bargo, estas medidas proporcionan unos de los peores resultados cuando se utilizan para la
clasificacién de diferentes procesos ARMA o procesos no lineales. De igual forma, aquellas
medidas basadas en asumir un modelo generador determinado pueden llevar a resultados
poco adecuados si el modelo que se asume no se adapta al contexto considerado. Este
es €l caso de las distancias propuestas por Piccolo (1990) o Maharaj (1996), disefiadas
especificamente bajo la hipdtesis de modelos ARMA o ARIMA. Asi, mientras que pro-
porcionan buenos resultados en el experimento disenado para la clasificacién de procesos
ARMA (especialmente la distancia propuesta por Maharaj (1996), que resulté la mejor
en este contexto), resultaron entre las peores cuando se utilizaron para la clasificacién de

procesos no lineales.

Entre todas las medidas de disparidad consideradas, se incluyeron cinco distancias de
corte no paramétrico. Basicamente, consistieron en medidas de disparidad entre los espec-
tros (o el logaritmo de los espectros) suavizados previamente. Tal y como cabia esperar,
estas medidas proporcionaron resultados razonablemente buenos en los tres contextos de
clasificacién considerados, confirmando su robustez frente al resto de distancias conside-
radas. Mds concretamente, todas las medidas no paramétricas proporcionaron resultados
sustancialmente mejores a los obtenidos con el resto de distancias para la clasificacion de
procesos no lineales, alcanzaron resultados muy proximos a los mejores para la clasifica-
cidn de procesos ARMA y las tasas de éxito obtenidas para la clasificacidn de procesos
como estacionarios o no estacionarios resultaron competitivas cuando se evaluaron sobre
el rango de frecuencias més bajas. Entre las distancias de corte no paramétrico considera-
das, dw(pLs), dw(rk) ¥y dom obtuvieron el mejor comportamiento y por lo tanto pueden

considerarse las “ganadoras” del estudio de simulacién que se ha llevado a cabo.

Finalmente, debe senalarse que los peores resultados se alcanzaron con la distancia

Euclidea entre las series de tiempo observadas (dg), las ordenadas de los periodogramas
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(dp) v entre el logaritmo de las ordenadas del periodograma (di,p). Esto permite concluir
que estas medidas no resultan adecuadas para determinar la afinidad entre series de tiempo,
y recalcar la importancia de la eleccién de una medida de disparidad adecuada a partir de

la que realizar el analisis cluster de procesos estocdsticos.

4.5. Aplicacion a datos reales: clasificacion de registros elec-

trocardiograficos.

Para ilustrar la aplicacién prictica de los procedimientos cluster desarrollados en la
seccion anterior, se ha recurrido a un conjunto de datos reales cbtenidos de la base de datos
de electrocardiogramas mantenida por PsysioNet!, servicio piblico del Instituto Nacional
de Imagen Biomédica y Bioingenieria (NIBIB) y del Instituto Nacional de Ciencias Médi-
cas Generales (NIGMS). Estos datos han sido previamente utilizados en la literatura para
valorar los resultados de otros procedimientos de cluster de series temporales. En par-
ticular, Kalpakis et al. (2001) los han empleado para evaluar el comportamiento de un
procedimiento de clasificacidn que ellos proponen basdndose en la distancia euclidea entre

los coeficientes cepstrales de dos series de tiempo.

El conjunto de datos utilizados incluye los registros electrocardiograficos de tres grupos
de pacientes diferentes. El primer grupo incluye 22 series de tiempo de longitud n = 1000
correspondientes a los registros electrocardiografices, durante un periodo de 2 segundos,
de otros tantos pacientes a los que se les ha diagnosticado una arritmia ventricular. La
arritmia se define como cualquier trastorno o irregularidad en el ritmo o frecuencia cardiaca
natural del corazén. La arritmia ventricular es aquella que se origina en los ventriculos y
es el tipo de arritmia m&s severo que se conoce, resultando en algunos casos de peligro
vital para el paciente. El segundo grupo incluye los registros, de 2 segundos de duracién,
de 18 pacientes sanos. La tasa de muestreo en este caso es menor, dando lugar a series
de longitnd n=512. Finaimente, el tercer grupo incluye los registros electrocardiograficos
de 24 pacientes con arritmia supraventricuiar (n=>512). Este tipo de arritmia se origina
en las cAmaras superiores del corazén o auriculas y no resulta habitualmente peligrosa
para la vida de los enfermos. En la Figura 4.8 se muestra un ejemplo de los registros

electrocardiogréaficos de pacientes en cada uno de estos grupos.

En primer Iugar, se procedié a la clasificacién de los procesos correspondientes a los
grupos 1 y 2 antes descritos. Es decir, se procedid a examinar el comportamiento de
los procedimientos cluster propuestos en la Seccidn 4.3 para la clasificacién de los regis-

tros electrocardiogréficos de pacientes con diagndstico de arritmia ventricular y pacientes

'Physiobank Archive. www.physionet.org/physiobank /database.
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Figura 4.8: Ejemplo de los registros electrocardiogréaficos de los pacientes en cada uno de

los tres grupos de estudio.
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sanos. Tras examinar con detenimiento los datos, se constatd que existia una alta varia-
bilidad entre los registros de los pacientes dentro de un mismo grupo. Asi, en la Figura
4.9 se muestran 9 de los 22 registros disponibles de pacientes con arritmia ventricular.
Tal y como se puede apreciar, los patrones observados pueden resultar sustancialmente
diferentes incluso en pacientes aquejados de una misma patologia. De la misma forma, se
observan diferencias importantes entre los registros de pacientes sin ninguna alteracién

electrocardiografica (Figura 4.10).

Puesto que los datos correspondientes a los registros de pacientes con arritmia ventri-
cular eran claramente no estacionarios, se procedié a diferenciar las series para conseguir
la estacionalidad en media. Tanto a las series correspondientes a pacientes sanos como
aquellas series correspondientes a pacientes con arritmia ventricular (éstas una vez di-
ferenciadas) se les resté la media muestral para conseguir series estacionarias de media

Cero.

A continuacién, se emplearon las medidas propuestas en la Seccién 4.3 para calcular
la. matriz de distancias entre las series chservadas, a partir de la cual realizar el analisis
cluster de los datos. En particular, se utilizaron las medidas de disparidad espectral defi-
nidas como dy en (4.13), utilizando para la estimacién del espectro cada uno de los tres
suavizadores propuestos por Fan y Kreutzberger (1998) (dw (pnrs), dw(pLs) ¥ dw(pLs)):
y la distancia funcional de tipo Cramer-von-Mises, d¢as, dada por (4.15). Para el cémpu-
to de las distancias se utilizaron los mismos parametros que en el estudio de simulacién

anterior. Notese que en este caso concreto no se pudo emplear la distancia basada en el
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Figura 4.9: Ejemplo de registros electrocardiograficos de pacientes diagnosticados de arrit-

mia ventricular.
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test de razdén de verosimilitud generalizada, dgrx, definida en (4.14), por tener las series
en ambos grupos diferente longitud, y no poder por lo tanto evaluar los periodogramas

correspondientes sobre las mismas frecuencias.

La matriz de distancias obtenida con cada una de estas métricas se procesd mediante
un algoritmo cluster jerarquizado (método de enlace completo) para obtener el correspon-
diente dendograma, considerdndose la solucién final de dos grupos. Para cada distancia,

los resultados del andlisis cluster se evaluaron utilizando los siguientes indicadores:

1. El porcentaje de series mal clasificadas en la solucién de 2 clusters.

2. El indice propuesto por Gavrilov et al. (2000), segin se definié en (4.16), donde
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Figura 4.10: Ejemplo de registros electrocardiogrificos de pacientes sin ninguna patologia.
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siendo ¢ = {C},Ca} los dos grupos de procesos que existen en realidad, G =
{G1, G2}, la solucién de 2 clusters obtenida tras el andlisis, y donde la medida de

similitud se define como en (4.17).

3. Los valores silueta, s(4), definidos tal y como se explica a continuacién.

Para cada una de las series 4 consideradas, denotaremos por A el cluster al que
pertenece dicha serie 7 y por a{z) al promedio de las distancias entre la serie ¢ y cada
una de las otras series clasificadas en el mismo cluster A. Para cada uno del resto de
clusters identificados en el andlisis C, sea D(i, C) el promedio de las distancias entre

la serie ¢ y todas las series clasificadas en C. Sea b(i) = mingzaD(i,C), es decir,
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b(:) puede verse como la distancia entre la serie 1 y su cluster “vecino” (el segundo

mejor cluster para ). El valor silueta s(i) puede definirse entonces como

N bli) —afi)
s(2) = max{a(i),b()} (4.19)

El valor s(i) se encuentra siempre, por lo tanto, entre -1 y 1 de forma que:
- Las series con un valor grande de s(¢) (més cercano a 1) seran series bien clasificadas,

- Las series con valores pequefios de s(4) (préximos a 0) serdn series que se encuentran

entre dos clusters

- Las series con valores negativos de s(z) (préximos a -1) estardn probablemente mal
clasificadas

Una forma 1til de representar grificamente la solucién de k& grupos obtenida tras un
analisis cluster es mediante el grafico de silueta, en el que se representan los valores
silueta (i) para cada una de las series. Fl grafico de silueta proporciona asi una
herramienta para valorar la estabilidad de la solucién cluster obtenida y la calidad
del anilisis que resulta de gran utilidad en situaciones en las que, como en esta, se

desconoce la solucidn correcta.

En la Tabla 4.10 se muestran los resultados obtenidos, en términos de los indicadores
anteriores, para la clasificacién de los registros electrocardiogrificos del grupo de pacientes
sanos y pacientes con arritmia ventricular, con cada una de las distancias empleadas. En
la misma tabla se¢ muestran ademas los resultados obtenidos en el estudio de Kalpakis et
al. (2000) sobre el mismo conjunto de datos, utilizando diferentes medidas de proximidad
para la clasificacidén: la distancia euclidea entre los coeficientes cepstrales de las series de
tiempo (LPCCEP), la distancia euclidea entre los coeficientes de la transformada finita de
Fourier de las series (FFT), la distancia euclidea entre los coeficientes de la transformada
finita de Fourier de las funciones de autocorrelacién (FFT(ACF)), la transformada wavelet

discreta (DWT) o el andlisis de componentes principales (PCA).

Tal y como se puede observar, la distancia FFT(ACF) es la que proporciona mejores
resultados en términos del indice (4.16), si bien el ancho del grafico de silueta es el menor
de los obtenidos con todos los procedimientos testados, indicando la escasa, estabilidad de
la solucién obtenida. El porcentaje de series mal clasificadas, asimismo, fue menor con una
de las distancias no paramétricas testadas, doays, siendo sélo de un 7.5 %. De modo general,
las distancias no paramétricas proporcionaron resultados similares a los alcanzados en el
estudio de Kalpakis et al. (2000) con la distancia basada en los coeficientes cepstrales,
que habia resultado ser la mejor entre todas las distancias que habian considerado en su

trabajo. De nuevo, se observa la influencia de las propiedades tedricas de los estimadores
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Tabla 4.10: Resultados del cluster de los registros electrocardiograficos correspondientes a

pacientes sanos y pacientes con arritmia ventricular.

Método Tasa de error  Sim(G,C)  Anchio silueta
dw(DLS) 20% 0.798 0.670
dwLs) 37.5% 0.625 0.690
dw (LK) 20% 0.798 0.680
dor 7.5% 0.744 0.770
LPCCEP 20% 0.771 0.502
FFT - 0.629 0.539
FFT (ACF) 10% 0.881 0.299
DWT — 0.587 0.523
PCA — 0.587 0.377

del espectro sobre los resultados de la clasificacién, obteniéndose con drg una mayor
tasa de error y peores indices de fiabilidad que con el resto de las distancias de corte no
paramétrico. Si bien con la distancia de tipo Cramer-von-Mises se obtiene una tasa de
mala clasificacién més baja y un ancho de silueta mayor, con las distancias dprs y drx
se alcanzan los mayores indices de fiabilidad segin la medida Sim(G,C), en torno a 0.8.
Los resultados de la clasificacién con las distancias drgx v doas se muestran en las Figuras
4.11 v 4.12.

A continuacién se procedid a utilizar las mismas distancias para clasificar las series
correspondientes a los registros electrocardiogrificos de pacientes sanos y pacientes con
arritmia supraventricular. Las series de sujetos con arritmia supraventricular fueron tam-
bién diferenciadas con el objetivo de trabajar con series estacionarias de media cero. Los
resultados obtenidos, con el método de enlace completo, se muestran en la Tabla 4.11,
junto con los reportados por Kalpakis et al. (2000) para las distancias mencionadas con
anterioridad. En esta situacién, los resultados alcanzados por las distancias no paramétri-
cas propuestas en la presente memoria son lgeramente peores que los obtenidos con la
distancia basada en los coeficientes cepstrales, LPCCEP, si los comparamos segin el indice
Sim(G,C), con indices de estabilidad similares en términos del valor silueta promedio. En
cualquier caso, su comportamiento resulta claramente superior al del resto de medidas
analizadas. Las elevadas tasas de error, por encima del 25 % en todos los casos, no reflejan
adecuadamente las soluciones cluster alcanzadas. A la vista de los dendogramas obtenidos
se observa como con estas medidas se logra separar adecuadamente las series correspon-
dientes a sujetos sanos y a enfermos con arritmia supraventricular, si bien la solucion con
dos clusters no parece ser la solucién natural que surge de estos resultados, observindose

en general una solucién con tres clusters en las que las series correspondientes a pacientes
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Figura 4.11: Cluster de los registros electrocardiograficos correspondientes a pacientes

sanos y pacientes con arritmia ventricular. Resultados con la distancia dj k.
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con arritmia supraventricular quedan divididas en dos grupos (Figuras 4.13, 4.14).
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Figura 4.12: Cluster de los registros electrocardiogréaficos correspondientes a pacientes

sanos y pacientes con arritmia ventricular. Resultados con la distancia dopg.
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Tabla 4.11: Resultados del cluster de los registros electrocardiograficos correspondientes a

pacientes sanos y pacientes con arritmia supraventricular.

Método Tasa de error Sim(G,C) Ancho silueta
dw(DLS) 33.3% 0.654 0.470
dw(Ls) 59.5 % 0.606 0.510
dw (LK) 28.6 % 0.708 0.480
dem 28.6 % 0.708 0.540
LPCCEP — 0.779 0.519
FFT = 0.579 0.649
FFT (ACF) = 0.593 0.425
DWT o 0.561 0.635

PCA . 0.601 0.521
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Figura 4.13: Cluster de los registros electrocardiograficos correspondientes a pacientes

sanos y pacientes con arritmia supraventricular. Resultados con la distancia dj k.
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Figura 4.14: Cluster de los registros electrocardiograficos correspondientes a pacientes

sanos y pacientes con arritmia supraventricular. Resultados con la distancia depyg.
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Capitulo 5

Analisis de las series de cotizacion
bursatil del sector bancario en

Espana

5.1. Introduccidén

Es conocide que los métodos de estimacion no paramétrica de curvas proporcionan una
herramienta estadistica muy potente para explorar la estructura subyacente a un conjunto
de datos. Estos métodos se caracterizan, frente a otros procedimientos mas tradicionales,
por no requerir de ninguna hipdtesis paramétrica acerca de los datos, lo que las convierte
en técnicas extremadamente versitiles que pueden ser aplicadas en multitud de situaciones

practicas y en diferentes contextos.

A lo largo de la presente memoria se han desarrollado algunos procedimientos nove-
dosos para el andlisis discriminante y el analisis cluster de series temporales, desde una
perspectiva no paramétrica. Estos procedimientos se fundamentan en general en la defi-
nicién de una distancia entre series de tiempo definida a partir de sus correspondientes
densidades espectrales, que son estimadas a su vez mediante técnicas de regresién polinémi-
ca local. Ya se ha recalcado en diversas ocasiones a lo largo de este trabajo la multitud
de situaciones practicas en las que pueden tener aplicacién este tipo de técnicas. Nétese
que, cuando varias series temporales se analizan conjuntamente, ademds de obtener un
modelo que las ajuste correctamente para comprender cémo se comportan dichas series,
puede resultar también interesante investigar el grado de similitud entre ellas. Las técnicas
aqui propuestas resultardn de utilidad, por lo tanto, en este tipo de anilisis y pueden ser

utilizadas junto con otras técnicas paramétricas o no paramétricas para realizar un andlisis

173
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exhaustivo de un conjunto de series temporales.

En este capitulo se propone una estrategia de analisis general, basada en técnicas de
corte no paramétrico, para investigar el grado de afinidad entre un conjunto de series de
tiempo. Dicha estrategia consiste en estudiar separadamente las tendencias y las compo-
nentes estocasticas de cada una de las series observadas, utilizando para ello técnicas tipo
niicleo. Mas especificamente, el procedimiento de anilisis que se propone consta de las

siguientes etapas:

(i) En primer lugar, la tendencia de cada una de las series temporales es estimada me-

diante técnicas de regresién polindmica local asumiendo que se trata de funciones suaves.

(ii) En segundo lugar, las tendencias asi ajustadas se clasifican en grupos similares

utilizando para ello técnicas cluster habituales.

(iii) Para cada uno de los grupos de tendencias identificados en el analisis cluster, se
contrasta la hipétesis de igualdad de tendencias mediante tests de corte no paramétrico

gue tomen en cuenta la estructura de dependencia de los datos.

(iv) Finalmente, y una vez completado el analisis de las tendencias, se desarrolla un
andlisis cluster de las series de residuos no paramétricos correspondientes utilizando, para

ello, las técnicas cluster introducidas en el Capitulo 4 de la presente memoria.

Para ilustrar la aplicacién de la metodologia propuesta se utilizard un conjunto de
datos reales correspondiente a las series de cotizacién bursatil del sector de la banca en
Espafia, durante los afios 2001 y 2002. El andlisis del sector bancario resulta especialmente
interesante desde un punto de vista econémico, dada su gran importancia en el mercado
bursatil (su valor bursatil representa un porcentaje importante del valor de la bolsa en
Espafia) y la gran heterogeneidad de las compafifas de este sector, en cuanto a tamano,
expectativas de crecimiento, riesgos y estrategias de negocio. En cualquier caso, el objetivo
de este capitulo no consiste en estudiar las implicaciones econémicas o financieras que
puedan derivarse del analisis, sino el demostrar la versatilidad y la potencia de las técnicas
no paramétricas para estimar, comparar y clasificar las series observadas. De hecho, esta
misma estrategia de analisis podra aplicarse a cualquier otro conjunto de datos temporales,

siguiendo los mismos pasos.

Este capitulo se estructurard de la siguiente forma. En la Seccidén 5.2 se presentaran
la series de cotizacidn bursitil que se analizaron. En la Seccién 5.3 se expondran los
resultados del analisis de las componentes deterministas de las series. La estimacién de
las tendencias se abordard mediante técnicas de regresién polinémica local, para realizar
posteriomente un andlisis cluster de las mismas. Se contrastard asimismo la igualdad de las

tendencias de las series consideradas, v de aquellas series agrupadas en un mismo cluster.



Capitulo 5. Andlisis de las series de cotizacidn bursatil del sector bancario en Espaila 175

Puesto que los tests estadfsticos empleados estdn basados en técnicas no paramétricas, su
distribucién es en general desconocida y se considerardn tanto aproximaciones asintdticas
como bootstrap de la misma. En la Seccidén 5.4 se abordard el andlisis cluster de las
series de residuos, utilizando para ello las técnicas descritas en el Capitulo 4 de este
trabajo. Se realizara un andlisis exhaustivo de los resultados alcanzados segin la medida
de disparidad utilizada para evaluar la discrepancia o distancia entre las series. En la
Seccion 5.5 se demostrard la utilidad general de la estrategia de anilisis propuesta a
través de su aplicacién a un conjunto de datos simulados, comparando el comportamiento
de los procedimientos cluster propitestos en esta memoria con los alcanzados con otros
criterios desarrollados con anterioridad en la literatura. Finalmente, se expondran algunas

conclusiones en la Seccién 5.6.

Los resultados expuestos en este capitulo han sido condensados en Vilar, Vilar y Pérte-
ga (2004, 2007).

5.2. Presentacion de las series de cotizacion bursatil

Se analizan quince series de datos financieros que recogen el precio semanal (expresado
en euros por accidn) de otros tantos bancos que cotizan en el mercado bursatil espafiol
durante un periodo de dos afios (2001 y 2002). Las quince series corresponden a las si-
guientes entidades bancarias: Andalucia, Atlantico, BBVA, Banesto, Bankinter, BSCH,
Castilla, Crédito-Balear, Galicia, Guipuzcoano, Pastor, Popular, Valencia, Vasconia y Za-
ragozano. Dichos bancos representan la totalidad del sector de la banca en Espafia que
cotiza en bolsa y cinco de ellos (Banesto, Bankinter, BBVA, BSCH and Popular) perte-
necen al IBEX-35, que agrupa a las 35 compafifas de mayor peso en el mercado bursatil

espaniol. Los datos han sido obtenidos de la pdgina web www.joramon.com.

Cada una de las series de tiempo X; = (Xj1,...,Xin), ¢ = 1,..,15 fue evaluada
en los mismos momentos de tiempo. Mds especificamente, cada serie consta de n=103
observaciones semanales correspondientes a los precios por accién, en euros, registrados
todos los jueves durante los afios 2001 y 2002. En aquellas semanas en las que el jueves
fuese dia festivo la observacién correspondiente fue reemplazada por el precio por accién
del miércoles anterior, dado que en otros estudios donde el precio se registrd los viernes

han obtenido conclusiones erréneas debido al llamado efecto fin de semana.

A efectos de comparacidn, todas las series han sido estandarizadas de forma que pre-
sentasen media cero y varianza unidad. Las series resultantes se muestran en la Figura
5.1. Como se puede apreciar, existe un gran parecido entre alguna de las series obser-

vadas (por ejemplo, las correspondientes a los bancos BBVA y BSCH muestran ambas
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patrones claramente descendentes a lo largo de todo el periodo de estudio), mientras que
otras muestran una evolucién claramente diferente (por ejemplo, las correspondientes al
banco Andalucia y el BBVA). Utilizando un paquete estadistico estandar se ha podido
comprobar que cada una de las series observadas puede ser modelizada razonablemente
bien mediante un modelo autorregresivo o un modelo de medias méviles. Sin embargo, en
el presente trabajo, el interés no se centra en ajustar un determinado modelo a cada una
de las series sino en clasificarlas en grupos similares. Por lo tanto, el objetivo final consiste
en encontrar similitudes y diferencias entre las series observadas con el fin de clasificarlas
en un numero pequeno de grupos. Dicha clasificacién puede ser de utilidad para detec-
tar unos pocos patrones representativos, predecir comportamientos futuros, cuantificar el

grado de afinidad, etc.

Figura 5.1: Precios semanales estandarizados (en euros por accién) del sector bancario

espanol en bolsa durante los anos 2001-2002.

Andalucia Atlantico BBVA Banesto Bankinter

BSCH Castilla Credito-Balear Galicia Guipuzcoano

Pastor Popular Valencia Vasconia Zaragozano

0 wa

0 50 100 0 50 100 0 50 100 0 50 100 0 50 100

Las técnicas cluster habituales no resultan adecuadas para afrontar este proceso de
clasificacion, ya que no toman en cuenta la caracterizacion probabilistica de las series
de tiempo. Dado que de la Figura 5.1 se deduce claramente la existencia de un patrén
o tendencia subyacente a cada una de las series observadas, para un analisis adecuado,
v tal y como ya se comentd, se dividira cada serie en su componente determinista y su

componente aleatoria, que seran analizadas de modo independiente.
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5.3. Analisis de las tendencias

El primer paso del analisis consistid en estimar la tendencia individual correspondiente

a cada serie, para después clasificar y comparar dichas tendencias entre si.

Puesto que todas las series han sido evaluadas en los mismos puntos, los datos pueden

ajustarse a un modelo de regresién de disefio fijo, esto es
Xl,t =i (zt) + ELts t':]-aza o eeaIly 121,2,- ce 5k1 (51)

donde n=103 es la longitud de las series, k=15 el nimero de series consideradas, ()
es la tendencia de la l-ésima serie, z» = t/n y e, denota a la componente aleatoria

correspondiente.

Para estimar cada una de las tendencias individuales (¢ a partir de los datos obser-
vados se han utilizado técnicas de regresidén polindmical local. Este tipo de suavizadores
presentan ventajas importantes frente a otros métodos de estimacién tipo nicleo, como:
mejor comportamiento en las fronteras, permiten estimar ademds las derivadas de la fun-
cién de regresidn, son mds sencillos de obtener en términos computacionales y presentan

buenas propiedades minimax (ver Fan y Gijbels (1996)).

Tal y como se expuso en la Seccién 1.1, el estimador polindmico local se obtiene a-
justando localmente un polinomio de grado p a los datos mediante el método de minimos
cuadrados locales ponderados. Dada cada una de las series {(z, X;+)}};, que se conside-
ran generadas a partir del modelo (5.1) para [ € {1,...,k}, y asumiendo que existen las
primeras (p + 1) derivadas de la funcién ¢;(z) y son continuas, las técnicas de regresién
polinémica local permiten estimar el vector 8y(z) = (80(2), B1(2), ..., Bip(2))}, donde
Ho(z) = (,ol(j)(z),j = 0,1, ..., p, minimizando la funcién

2

T

P
¥(B,(2)) = Z Xt~ Zﬁl,j(z)(zt — 2y | g, (5.2)
=0

t=1

donde los pesos w;; vienen dados como wis = (nh) " K((z — z)/h), con K(.) una fun-
cién nucleo que corresponde a una funcién de densidad unimodal y simétrica en torno a
cero, y hy = hyn el parametro de suavizado o ventana. El estimador de 3;(z), obtenido
como solucién al problema de minimos cuadrados locales ponderados dado en (5.2), suele

denominarse estimador nicleo polindmico local o suavizador polinémico local.

El ancho de banda h; se determiné en todos los casos mediante un algoritmo plug-in
especificamente disefiado para solventar el problema de dependencia de los datos (Francis-

co, Opsomer y Vilar (2004)). La clave de este algoritmo consiste en estimar un modelo de
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correlacion paramétrico que se asume para el proceso de errores y “colocar” ese estimador
en la expresién asintética del error cuadrdtico medio integrado del suavizador. De forma
mas detallada, se trata de buscar la ventana h; para la cual se minimiza el error cuadrético

medio integrado asintdtico, dado por

opt __ I 2;?
hie, = Cp(K) (nf(tpz(p-i-ll}(z))zdz) , (5.3)

donde Cy,(K) es un nimero real que depende del niicleo K (+) elegido, y Ty = 3 oo _ _ wi(7),
cont v(7) = E(e1 46144+ ). Por lo tanto, la ventana plug-in E,{}n puede obenerse directamente

reemplazando las cantidades desconocidas I'; y :,ol(p 1) en (5.3) por estimaciones apropiadas.

Existen diversos enfoques para estimar I'; y (pl(p +1). En lo que atafie a I, una primera
alternativa consiste en asumir una estructura paramétrica de dependencia para el proceso
de errores que involucre a un nimero pequefic de parametros (por ejemplo, un modelo
ARMA). En ese caso, los pardmetros del modelo podrdn ser estimados a partir de los
residuos no paramétricos £; = Xit — @iy . (2t), generados tras utilizar una ventana
piloto hypiee. Un enfoque alternativo consiste en estimar I'; directamente a partir de
los datos utilizando métodos basados en diferencias. Asi, Miiller y Stadtmiiller (1988}
propusieron un estimador para I'; basado en las diferencias de primer orden de X;, para
errores m-dependientes. En la misma linea, Hermann, Gasser y Kneip (1992) sugirieron
un estimador basado en las diferencias de segundo orden de X;; asumiendo que los errores

satisfacen algunas condiciones mixing.

En lo que respecta a la estimacion de Lp§p+1), basicamente puede utilizarse un enfoque

paramétrico o no paramétrico. La primera alternativa consiste fundamentalmente en asu-

mir que la funcién de regresién puede ajustarse mediante un polinomio de grado (p + 3),

@1, y estimar posteriormente <p£(p+1) calculando la derivada de orden (p + 1) de la cur-
va. ajustada, fﬁgp +1}(3:). El enfoque no paramétrico se basa en estimar lpt(p—'_l) utilizando

regresién polindmica local tal y comno se explicéd anteiormente.

Una explicacién mas detallada del problema de seleccidn de la ventana en el contexto
de datos dependientes, incluyendo el algoritmo plug-in anterior, puede verse en Francisco-
Ferndndez y Vilar-Ferndndez (2001, 2004).

De acuerdo con todo lo expuesto, para la estimacién de cada una de las tendencias
¢ correspondientes a las series estudiadas se utilizé un suavizador polinémico local con
p = 1 (suavizador lineal local). En todos los casos, la ventana utilizada se estimé utilizando
el algoritmo plug-in descrito anteriormente. En particular, I'; se estimé asumiendo una

estructura ARMA para los procesos de errores, cuyos pardmetros se estimaron a partir de
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los residuos no paramétricos correspondientes. Las ventanas asi obtenidas se muestran en

la Tabla 5.1.

Tabla 5.1: Ventanas utilizadas para estimar la tendencia de las series, calculadas mediante

un algoritmo plug-in.

Banco | Andalucia | Atlantico BBVA Banesto Bankinter
h 0,134229 | 0,087754 0,167225 0,175560 0,175827
Banco BSCH Castilla | Crédito-Balear | (Galicla | Guipuzcoano
h 0,178553 | 0,111946 0,080087 0,092995 0,114639
Banco Pastor Popular Valencia, Vasconia | Zaragozano
h 0,115431 0,136151 0,158361 0,112908 0,167420

Ademsds de cada una de las tendencias individuales ¢y, se estimé la tendencia media del
conjunto de 15 series, que se denotara por ¢.. La curva ¢, representa asi la evolucién de
los precios semanales promedio (en euros por accidn) del sector bancario espafiol durante
los afios 2001 y 2002, y se estimd también no paramétricamente a partir de la nube
de puntos {(z,X.;),t=1,...,103} mediante un suavizador lineal local, donde X ; =
(1/15) Etlil Xt La Figura 5.2 muestra un grafico con cada una de las series observadas,

junto con el estimador lineal local de las tendencias individuales y de la curva promedio

Pe-

La Figura 5.2 sugiere que no puede asumirse que exista una tendencia comiin a todas las
series, sino que existen diferencias importantes entre las tendencias individuales de todas
ellas. Desde un punto de vista formal, cabe plantearse entonces el siguiente contraste de
hipétesis:

Ho: @1 =...= 15 = @, versus

Hy : Existen (I, j) tales que ¢; # ¢;, [,7 €{1,...,15}. (5.4)

El problema de contraste de igualdad de k funciones de regresién mediante técnicas no
paramétricas ha sido ampliamente abordado en la literatura estadistica durante los dltimos
afios. Algunas referencias importantes a este respecto son Hardle y Marron (1990), Hall
y Hart (1990), King, Hart y Werhly (1991), Kulasekera (1995), Koul y Schick (1997),
Kulasekera y Wang (1997, 1998), Dette y Neumeyer (2001) y Neumeyer y Dette (2003),
entre otras. Sin embargo, todos estos trabajos se centran en el caso de que las observaciones

disponibles sean independientes, hipétesis que no se verifica en el contexto aqui planteado.

En un trabajo reciente, Vilar-Ferndndez y Gonzalez Manteiga (2004) han abordado el

problema de contraste de la igualdad de k funciones de regresién con crrores dependientes
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Figura 5.2: Graficos de las series observadas junto con el el suavizador lineal local corres-
pondiente a cada tendencia individual ¢y, I = 1,..., 15, (linea rosa) y a la tendencia media

e (linea azul).
Andalucia Atlantico BBVA Banesto Bankinter

BSCH Castilla Credito—-Balear Galicia Guipuzcoano

Pastor Popular Valencia Vasconia Zaragozano
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week

en un contexto muy general. Para ello, proponen utilizar como test estadistico una distan-
cia funcional entre los estimadores no paramétricos de las diferentes funciones de regresién
1. Hasta el momento, no se dispone de otros trabajos que hayan abordado este problema
en contextos de dependencia. En la presente memoria, utilizaremos el estadistico propues-
to por dichos autores para abordar el contraste de hipétesis en (5.4), proporcionando a

continuacién una breve descripeién del procedimiento utilizado.

De acuerdo con Vilar-Ferndndez y Gonzilez Manteiga (2004), se propone realizar el
contraste de igualdad de k > 2 curvas de regresion mediante un test estadistico basado
en una distancia funcional del tipo Crdmer-von-Mises entre los estimadores ntucleo de
cada una de las funciones de regresiéon desconocidas ;. De modo mas detallado, dicho

estadistico vendra dado por:

k 1-1

A =3 [ (@ (2~ bon () () (5.5)

=2 s=1
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donde w(z) es una funcién peso definida en el soporte de las variables del disefio, C = [0, 1],
y,paracadal =1,... k, ¢ es un estimador tipo nicleo de ¢; calculado con una ventana

Iy funcién kernel K.

Puede demostrarse que QSS} es un estimador consistente de

e

-1

k
2=Y3 [-vw
=2 s=1

de modo que se rechazara la hipétesis nula de igualdad de las funciones de regresién sélo
si @ > 0.

Diversos autores han estudiado el comportamiento asintético del estadistico Q%l} en
un contexto de independencia. Algunas referencias interesantes son King, Hart y Wehrly
(1991), Kulasekera (1995) o Kulasekera y Wang (1997, 1998) para el caso en el que k = 2.
Mis recientemente, Dette y Neumeyer (2001) han estudiado el caso mds general en el que
k > 2 bajo condiciones de heterocedasticidad y diferentes tipos de disefio en cada grupo,
ademds de demostrar la normalidad asintética del estadistico en (5.5). La consistencia de

una versién bootstrap del mismo test ha sido también establecida en dicho trabajo.

Para el contexto de datos dependientes, Vilar-Fernandez y Gonzalez-Manteiga (2004)
han estudiado también el comportamiento asintético del estimador (5.5) para k > 2 fun-
ciones de regresion y condiciones generales sobre el disefic en cada uno de los grupos. En
particular, st la funcién de antocovarianzas de cada uno de los procesos de error en (5.1),

v (1) = E (e1,461,44-) satisface

o0
Z |7| |l (7)| < 00, paral=1,...,k,
T=—00
el Teorema 3 en Vilar-Ferndndez y Gonzélez-Manteiga (2004) establece que, bajo la hipéte-
sis nula de igualdad de las curvas de regresidn, el estadistico (5.5) tiene una distribucién

asintética normal segin:

n
=1

k
- k-1
nh (Q,‘P - —=1LCx ), n) 2N (0.0%0), (5.6)

o0
conI[; = Z w(r),paral=1,... & I, = fw(z)dz, Cx = [ K*(z)dz y

T=—00

Ué(l)=2(/(K*K)2) (fwz) (k—l)zgl"g%i Zk: ;T

J=li=1l#5

donde * denota al operador convolucidén.
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Los pardmetros T en la expresién asintética (5.6) son desconocidos por lo que, en
la practica, debe obtenerse alguna estimacion de dichos pardmetros, I';, a partir de las
muestras observadas. Si se consideran estimaciones adecuadas fg, entonces la convergencia
en (5.6) se mantiene cuando I'; es reemplazado por r,i=1,... .k, (ver Teorema 2 en
Vilar-Ferndndez y Gonzalez-Manteiga (2004)). Por lo tanto, la hipétesis nula de igualdad

de las k curvas de regresion se rechazard con un nivel de significacién « cuando

k
_ o k-1 .
ngl) = Vn2h JQ(I) (Qg) - W-[w Ck Z FI) > Za, (5'7)
=1
donde z, es tal que @ (z,) = 1 — o, denotando ®() a la funcidén de distribucién de una

variable normal estdndar.

Se empled el criterio (5.7) para contrastar la igualdad de las tendencias de las quince
series estudiadas. En particular, para estimar cada una de las tendencias individuales ¢
se empled el estimador de Nadaraya-Watson (correspondiente a un suavizador polinémico
local con p = 0) y nicleo Gaussiano. Se tomé como funcién peso w(z) = 1/0,8 en [0,1,0,9]
y 0 en otro caso. Los residuos no paramétricos obtenidos de la forma &1, = X4 — @ n(2)
se utilizaron para estimar I';, [ = 1,...,13, y el estadistico @,(Ql) se calculé para distintos
valores de la ventana k. Los resultados obtenidos se muestran en la Figura 5.3 y la Tabla
5.2. La Figura 5.3 muestra los valores de QQ) x 1072 y los p-valores asociados a cada QS)
como funcién de la ventana h. A su vez, en la Tabla 5.2 se muestran los resultados para

algunos valores concretos de h.

Tabla 5.2: Test de igualdad de las tendencias de las quince series observadas segin el

estadistico Q,&l) para algunos valores especificos de h

.| o0100] 0200/} 0,300 0,350 | 0,400 | 0,500
A | 68,126 | 32,574 | 13,001 | 8,085 | 5,005 | 3,135
p-value | 0,000 | 0,000 | 0,000 | 0,001 | 0,081 | 0,390

Tal v como cabia esperar, en la Figura 5.3 se aprecia cémo la ignaldad en las tendencias
se rechaza para un amplio rango de valores razonables de la ventana h. A medida que
el ancho de banda h aumenta, se tiende a aceptar la hipdtesis nula de igualdad. Este
comportamiento resulta légico, pues cuanto mayor sea la ventana, se introducird un mayor
grado de suavizacién y las tendencias individuales estimadas seran mas parecidas, aproxi-
méndose al promedio de las observaciones. Es mds, por otro lado, y puesto que las series
han sido estandarizadas previamente, la curva promedio coincide con la linea Y = 0, por
lo que el test QE) en (5.7) tiende a cero a medida que la ventana h se incrementa. En

consecuencia, para valores grandes de h la hipdtesis nula se acepta con mayor facilidad y
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Figura 5.3: Grafico de ~£;1) x 1072 (linea rosa) y los p-valores asociados con @,(ql) (linea

azul) en funcién del ancho de banda h.
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el test pierde potencia. En definitiva, el ancho de banda h ejerce una gran influencia en
las decisiones que se puedan derivar de dicho test, de modo que una eleccién adecuada del

parametro ventana es esencial para obtener un test con un poder estadistico aceptable.

Tras rechazar la hipdtesis nula de igualdad de las tendencias de las quince series se
procedié a realizar un analisis cluster sobre las tendencias individuales correspondientes,
estimadas no paramétricamente, con el fin de analizar el grado de afinidad entre ellas y
agruparlas en un nimero reducido de clases. Para ello, se realizaron diferentes analisis de
cluster jerarquico utilizando como medida de proximidad entre dos patrones de comporta-
miento el cuadrado de la distancia euclidea. De un modo més detallado, la distancia entre
dos tendencias estimadas, d (¢, @s,h, ), Paral,s € {1,2,...,15}, vendrd dada por

103

d(@upy Poha) = 3 [Brmy (22) — o, (2)]°
t=1

Se emplearon diferentes criterios para la sucesiva agrupacion de las tendencias en cada
paso del proceso jerarquico, incluyendo el método de Ward y los métodos de enlace simple,

enlace completo y enlace promedio. En todos los casos se obtuvieron resultados simila-
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res, que pueden ser resiimidos graficamente mediante los correspondientes dendogramas.
Las Figuras 5.4 y 5.5 muestran los dendogramas correspondientes al proceso de cluster

empleando el método de enlace promedio y el método de Ward, respectivamente.

Figura 5.4: Dendograma del andlisis cluster sobre los suavizadores lineales locales de las
tendencias de cada una de las quince series financieras. Resultados con la distancia euclidea

al cuadrado y el método de enlace promedio.
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Los dendogramas que se muestran en las Figuras 5.4 y 5.5 identifican un total de
cinco clusters. Existe un primer grupo, formado por los bancos BBVA, BSCH, Bankinter,
Atlantico y Banesto, claramente diferenciado del resto. Dentro de este primer grupo, C1 =
{BBVA, BSCH, Bankinter, Atlantico} forman un cluster compacto, con una tendencia a
la baja a lo largo de todo el periodo de estudio y sin muchas oscilaciones, mientras que
C2 = {Banesto} se mantiene aislado hasta las tltimas etapas del proceso cluster, debido
probablemente a que su cotizacién se mantiene mas o menos constante hasta aproxima-
damente las ltimas veinticinco semanas de estudio, momento en el que se registra una
notable caida en los precios por accién. Con respecto al resto de las series, se observan
tres clusters diferenciados: C3 = {Andalucia, Valencia, Galicia}, €4 = {Guipuzcoano,
Zaragozano} y C5 = {Castilla, Popular, Crédito-Balear, Pastor, Vasconia}. En oposicién
al primer cluster C1, la cotizacién de los bancos incluidos en €3 muestran una tendencia
creciente en su cotizacién bursdtil durante todo el periodo de estudio. Para el grupo Cs,
el patrén es una curva oscilante que presenta dos modas en torno a las semanas 25 y 70.

Finalmente, el patrén en el cluster Cy es similar al del grupo Cs pero aqui desaparece la
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Figura 5.5: Dendograma del andlisis cluster sobre los suavizadores lineales locales de las
tendencias de cada una de las quince series financieras. Resultados con la distancia euclidea

al cuadrado y el método de Ward.
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primera moda, de modo gue la cotizacién es mas o menos constante en el periodo inicial
de estudio, y la segunda moda es todavia mds pronunciada. Cabe destacar que, a pesar de
que el banco Popular pertenece al IBEX-35, no aparece incluido en el primer chuster, C7,
en el que si se incluyen el resto de los bancos del IBEX-35 (BBVA, BSCH, Bankinter and
Banesto), excepto en el caso del Banesto que, en cualquier caso, se encuentra préximo a

este grupo.

Llegados a este punto, es importante recordar que los resultados del andlisis cluster
1o son necesariamente unicos, dado que dependen de la medida de distancia utilizada,
del método cluster y del propio investigador. Asi, puede ser necesario estudiar con mayor
detenimiento hasta qué punto son similares las series clasificadas en un mismo grupo, antes
de concluir que cualquiera de ellas puede ser representativa de todas las series en ese cluster.
Con esa finalidad, una vez analizados los resultados del andlisis cluster, se procedié a
contrastar la igualdad de las tendencias de las series que han guedado clasificadas en
cada uno de los grupos. Para ello se utilizé de nuevo el test estadistico QQ) en (5.7) para
contrastar la igualdad de las tendencias incluidas en cada uno de los clusters: C1, C3,
C4 y C5. De nuevo, la Figura 5.6 muestra un gréfico con los p-valores obtenidos para

cada grupo como funcién de la ventana h utilizada para suavizar las tendencias. De dicha,
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figura se concluye que la hipétesis de igualdad puede aceptarse en cualquiera de los cuatro
clusters para cualquiera de los anchos de banda considerados. En todos los casos, ademads,

el p-valor asociado al contraste ha resultado mayor de 0.7.

Figura 5.6: Grafico de los p-valores asociados a QS’ como funcién de h para el contraste de

igualdad de las tendencias incluidas en cada uno de los grupos identificados en el andlisis

cluster.
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Puede resultar también interesante contrastar la igualdad dos a dos de las tendencias
agrupadas o no dentro de un mismo cluster. Nuevamente, desde un punto de vista mas

formal, tomando & = 2 en (5.4), se trata de abordar el contraste de hipétesis:
Hy: g —ps,=0 versus Hi: @ —ps7#0. (5.8)
paral,s € {1,...,k}, 1 #s.

Existen diversos métodos basados en estimaciones no paramétricas para contrastar la
igualdad de k& = 2 curvas de regresién aunque, tal y como ya se ha indicado, han sido
estudiados generalmente bajo condiciones de independencia. Ademds, incluso bajo condi-
ciones de independencia, la distribucién muestral de estos estadisticos resulta dificil de
obtener v solamente se dispone de aproximaciones asintéticas a las mismas. Puesto que

dichas aproximaciones con frecuencia involucran a parametros poblacionales desconocidos
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(como ocurria,por ejemplo, en el caso del estadistico é,(,l)), ¥ presentan tasas de conver-
gencia bastante lentas, algunos autores han propuesto la utilizacién de procedimientos de
remuestreo para poder aproximar la distribucién muestral de dichos estadisticos. En este
sentido, se han desarrollado algunos algoritmos bootstrap también bajo condiciones de

dependencia.

En este trabajo se han empleado hasta cuatro tests estadisticos diferentes de tipe no
paramétrico para abordar el contraste de hipétesis (5.8) en el que se investiga la igualdad
de cada uno de los pares de tendencias de los cinco bancos incluidos en el IBEX-35: BBVA,
Banesto, Bankinter, BSCH y Popular. Ademds del estadistico Q,(,,l) dado en (5.7), se han
empleado otros tres estadisticos que se denotaran por Q(z) QE) ¥y le) ¥ que se describen

a continuacion.

a) El primero de dichos estadisticos, que se denotard por Qn , se calcula como la
diferencia entre una estimacién no paramétrica de la varianza de la muestra conjunta, &?p,
y una combinacidn convexa de estimaciones no paramétricas de la varianza de cada una

de las muestras individuales. De un modo més detallado, Q,Sf) vendrd dado por

- . 1 ,. N
ng) = 0‘% ~ 5 (0‘12 + 03) . (5.9)
n
con
5 1S ; - ;
6= o {Z (Xt~ bpg ()P + D [Xse = Bpg (zmz}
t=1 t=1
y, para j =1, s,
21 . — Gin (2 )]2
] " 2 ¥i,h; \ 2t )

donde @5, ; denota al suavizador nicleo con ancho de banda g de las dos muestras com-
binadas y $; s, denota al snavizador nicleo con ventana h; de cada una de las muestras
individuales para j = I, s. Bajo condiciones de independencia, el estadistico Q,{f) ha sido
estudiado por Dette y Neumeyer (2001).Previamente, el estimador de la varianza habia

sido propuesto por Hall y Marron (1990).

53)

b) El segundo test estadistico que se utilizard, y que denotaremos por , es de tipo

ANOVA y vendra dado por

(3) =9, {Z [@p.g (2) — G, (Zt)]g + Z [@p.g (2t) — Ps,ha (%)]2} ' (5.10)

t=1

siendo @p,g, DLk, ¥ Ps,h, 10s suavizadores tipo micleo utilizados para calcular C}E). Este
test habia sido propuesto por Young y Bowman (1995) a partir del cl.isico ané.lisis de la

varianza de un factor. Notese que existe una clara relacién entre Q(z} ¥ Q
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¢) Finaliente, se empleard para el contraste el estadistico Q#), propuesto por Neumeyer
y Dette (2003). Dicho test se basa en la diferencia de dos procesos "marked empirical”,
contruidos a partir de los residuos obtenidos bajo la hipdtesis nula de la igualdad de
ambas tendencias. De este modo, bajo la hipétesis nula, los residucs se obtendrdn como
é?,t =Xt~ @pg (%), 1 =1,s, y la diferencia entre los correspondientes “marked empirical

processes” viene dada por

R 1 n n
R(T):""l Gl (<) =Y 8 I(m <),
t=1 t=1

donde r € [0,1] e I(-) denota a la funcién " indicador“. Entonces Qa,(f) puede definirse como

1
QY = / R*(r) dr. (5.11)
0

El comportamiento asintdtico bajo condiciones de independencia del estadistico le) ha
sido estudiado en Neumeyer y Dette (2003). En particular, en dicho trabajo se demuestra
la capacidad de dicho test para detectar hipdtesis alternativas que tienden a la hipdtesis

nula a una tasa n=? y se desarrolla un versién "wild bootstrap“ de dicho método.

Con cualquiera de los cuatro tests propuestos, el criterio a seguir consistird en rechazar
la hipétesis nula de igualdad de cada par de tendencias para valores grandes del estadistico
correspondiente. En la prictica, se necesitard conocer la distribucién muestral de QS),
para ¢ =1,2,3,4, a fin de obtener los valores criticos del test. Desafortunadamente, tal y
como hemos comentado, resulta extremadamente complicado determinar la distribucién
de dichos estadisticos bajo condiciones de dependencia. En algunos casos, como para €l
test Q,(,,l}, ha side posible derivar su distribucion asintética en el caso de trabajar con
observaciones dependientes (Vilar-Fernandez y Gonzélez-Manteiga (2004)). En la practica,
sin embargo, un procedimiento alternativo para solventar este problema consiste en estimar
los parametros desconocidos que aparecen en esa distribucién estimandolos de algin modo
a partir de la muestra, y luego considerar una versién plug-in del test. De cualquier modo,
es bien sabido que la tasa de convergencia de la distribucién del test resulta normalmente
muy lenta y se necesita un tamafo muestral considerable para obtener valores criticos del

test razonables.

Una forma alternativa y sencilla de aproximar la distribucién de cualquiera de los es-
tadisticos Qﬁ”, para &+ = 1, 2, 3,4, es mediante técnicas bootstrap. IEn un trabajo reciente,
Vilar, Vilar y Gonzdlez (2007) han comparado en un estudio de simulacién el comporta-
miento de tres métodos bootstrap diferentes para aproximar la distribucién de los tests
estadisticos que aqui consideramos, teniendo en cuenta ademaés las condiciones de depen-

dencia. La idea fundamental de los métodos bootstrap en el contexto de series temporales
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radica en asunir que existe alguna estructura paramétrica subyacente a la dependencia
de los datos (por ejemplo, un modelo ARMAY), hecho que debe tomarse en cuenta en el
algoritmo de remuestreo. Asi, un primer método bootstrap, que sera el utilizado en el pre-
sente trabajo, consiste en asumir una estructura paramétrica determinada para el proceso
de errores (en este caso, un modelo autorregresive) y replicar asi la estructura de depen-
dencia de los datos. Existen otros algoritmos de remuestreo, mas generales, en los que no
se asume un modelo de dependencia paramétrico. En dicho caso, el método bootstrap se
centra en replicar la dependencia remuestreando un bloque entero de observaciones. Una
revision més detallada de las diferentes técnicas puede verse en Vilar, Vilar y Gongzdlez
(2007).

En particular, en la presente memoria, la distribucién muestral de cada uno de los
tests estadisticos @#), para i = 1,2, 3,4, se aproximard mediante un algoritmo bootstrap

siguiendo los siguientes pasos:

Paso 1. Se calcula el test estadistico Q~,(rf), para i = 1,2, 3,4, a partir de la muestra
inicial dada por {{z, Xy,t, Xs0)}p ;-

Paso 2. Bajo la hipdtesis nula de igualdad de las dos funciones de regresidn, se esti-

maran los residuos no paramétricos segin
94 =Xjs— @pg(z), parat=1,... nyj=1s,
donde @y 4() denota el suavizador nicleo del total de la muestra conjunta con ventana g.

Paso 3. Se obtendra una muestra bootstrap de los residuos estimados en el Paso 2,
asumiendo que el proceso de errores sigue una estructura autorregresiva. De un modo mas

detallado, se proceders como sigue:

Paso 3.1. En base a los residuos estimados, s‘?)t, j =1, s, se estimardn los vectores de

parametros, ¢;, j =1, s, asociados a la estructura autorregresiva del proceso de errores.

Paso 3.2. Puesto que la representacién autorregresiva de los procesos de error se asume
invertible, pueden obtenerse estimaciones {é;, t > p;} del ruido de los modelos autorre-
gresivos a partir de {é?t} ¥y @;, j = 1,5 Las series de ruido estimadas serdn centradas

A8 Brs = Bay — P ; - | n 5.
para obtener las secuencias €;; = é;; — &;., para t > p;, donde é;. = oy Zz=pj ~1 6t

para j=1,s.
Paso 3.3. Se deriva la distribucién empirica de é;; para j =1, s como

1 n
Fy(z) = —— Pi = Fas
)
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Paso 8.4. Se obtiene una muestra de variables aleatorias independientes e identicamente

distribuidas {e;"_M, . e;,pj}, con M > 0 a partir de ﬁj, j=1s.

* * *
1€5,-1€5,00€4,15

La secuencia {e}‘ﬁt}fi_ ar se utiliza junto con las estimaciones de los pardmetros au-
torregresivos ¢; para generar una muestra bootstrap del proceso de error, {E;-:t}, para

i=ls.
n
Paso 4. Se obtiene una muestra bootstrap {(zt, X5 X;,J)} . seguin
1 ¥ t=

X.;:t = @p:g(zt) +E.;f,tyt = 1,...,n’j = Ls

El test estadistico QSJ) se computa entonces sobre la muestra hootstrap.

Paso 5. El Paso 3.4 y el Paso 4 se repiten un ntumero B grande de veces, de forma que
se obtenga una secuencia de valores del estadistico Q(U) Qfﬂ*, Q(U)* Se tomard enton-

ces como regién critica del test a un nivel de siguificacién o la definida por

v = (0%
Q% > Qnif-aB)

B B

donde {-] denota la parte entera de un nimero real y {Q -, es la muestra {Q -1

n, (z
ordenada de menor a mayor valor.

En la Tabla 5.3 se incluyen los p-valores asociados a las comparaciones dos a dos de
cada uno de los cinco bancos incluidos en el IBEX-35 (BBVA Banesto Bankinter, BSCH y
Popular), utilizando cada uno de los estadisticos Q;&l) (2) y Qa(m ), definidos en (5.7),
(5.9), (5.10) y (5.11), respectivamente. Los p-valores fueron obtenldos, en todos los casos,
mediante la aproximacién bootstrap descrita anteriormente (columnas 3 a 6}, aunque para,
el estadistico @Ll) se obtuvieron ademds los p-valores asociados utilizando su distribucion

asintética (columna 2).

A partir de la Tabla 5.3 puede concluirse que no existen diferencias significativas en-
tre las tendencias de los precios semanales por accién de los bancos BBVA, Bankinter
y BSCH, puesto que con todos los procedimientos se obtienen valores grandes de signi-
ficacién al comparar dichos bancos dos a dos. Estos resultados apoyan la homogeneidad
del grupo C; que se habfa identificado previamente en el analisis cluster. Dado que los
tres bancos pertenecen al IBEX-35, cualquiera de sus tendencias podria ser elegida como
patrén representante de la cotizacién bancaria del IBEX-35 en el periodo de estudio. Por
otro lado, las filas 4, 9 ¥ 11 en la Tabla 5.3 establecen que la tendencia de los precios
semanales por accién del banco Popular difieren significativamente de aquellas del BBVA,
Bankinter y BSCH. De hecho, este resultado se concluye de todos los procedimientos uti-
lizados. Por lo tanto, resulta claro que aunque el banco Popular pertenece al IBEX-35,

su comportamiento es significativamente distinto al del resto de los bancos en este grupo
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Tabla 5.3: p-valores de las comparaciones dos a dos de los bancos incluidos en el IBEX-35
utilizando los estadisticos c}ﬁ“), k= 1,234, v aproximando su distribucién muestral

mediante técnicas bootstrap. En el caso de Q,(,” , los p-valores se calculan ademds a partir

de su distribucién asintética.

"%1) “%1) *1(12) ”7(13) "T(:ﬂ
asintética bootstrap bootstrap bootstrap bootstrap

BBVA /Banesto 0,103 0,048 0,008 0,024 0,258
BBVA /Bankinter 0,738 0,782 0,332 0,924 0,934
BBVA /Popular 0,000 0,000 0,000 0,000 0,016
BBVA/BSCH 0,854 ,960 0,644 0,994 (0,998
Banesto/Bankinter 0,072 0,034 0,004 0,022 0,192
Banesto/Popular 0,436 0,204 0,014 0,132 0,190
Banesto/BSCH 0,208 0,094 0,028 0,078 0,282
Bankinter/Popular 0,000 0,002 0,000 0,000 0,008
Bankinter/BSCH 0,718 0,702 0,434 0,850 0,932
Popular/BSCH 0,000 0,002 0,000 (0,000 0,024

y su ubicacidn en el grupo Cs, el cluster més alejado del C1, estd completamente justifi-
cada. Por iltimo, con respecto a los datos de cotizacion del Banesto, los diferentes tests
de hipdtesis empleados no permiten llegar a resultados concluyentes, No existe evidencia
suficiente para rechazar la hipdtesis nula o, al menos, dicha evidencia no es sustentada
de modo undnime por los distintos procedimientos utilizados. Las comparaciones dos a
dos han sido también realizadas sobre el resto de series bancarias, siendo los resultados

congruentes con aquellos alcanzados tras el analisis cluster.

5.4. Analisis cluster de las componentes aleatorias

Como siguiente paso en el andlisis, se procedié a eliminar las tendencias estimadas
mediante regresién lineal local del modelo (5.1) para obtener y analizar posteriormente las

secuencias de ruido, esto es, los residuos no paramétricos €;; dados por

é‘\,g’t = _Xu - @l,h;(zt)m t= 1,2, ey Ty = 1,2, ey 15. (512)

En la Figura 5.7 se muestran las quince series correspondientes a los residuos aef esti-

mados.
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Figura 5.7: Grafico de las series de residuos no paramétricos £;; obtenidos para cada una

de las series de acuerdo con (5.12).
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La principal conclusién que se puede extraer de la Figura 5.7 es que todas las series
de residuos son, aparentemente, series estacionarias de media cero aunque no parece ob-
servarse un patron comun que pueda describir la estructura de dependencia de las quince
series en su conjunto. Para corroborar este hecho, se han calculado también las funciones
de autocorrelacion muestral de las quince series y las funciones de autocorrelacion parcial,
que se muestran en las Figuras 5.8 y 5.9, respectivamente. De la observacién de dichas

figuras pueden extraerse conclusiones andlogas.

Mediante paquetes estadisticos estandar se ha comprobado que todas las series de re-
siduos pueden ser modelizadas razonablemente bien mediante un modelo autorregresivo
o un proceso de medias méviles. No obstante, tal y como ya se ha apuntado, el objetivo
en este ejemplo no se centra en ajustar un modelo que describa la estructura de depen-
dencia de las series de residuos, sino mas bien en clasificarlas en grupos similares. En este
caso, las técnicas de andlisis cluster estdndar no proporcionaran resultados adecuados al
menos que la medida utilizada para valorar la similitud entre las series tome en cuenta la

caracterizacion probabilistica de las mismas.

En este capitulo, se utilizardn las técnicas descritas en el Capitulo 4 de la presente

memoria para llevar a cabo un andlisis cluster de las quince series de residuos. Para ello,
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Figura 5.8: Funciones de autocorrelaciéon muestral de las quince series de residuos no

parameétricos, £;¢.
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se siguieron los siguientes pasos:

Paso 1. Se obtuvieron los valores de los periodogramas asociados a cada una de las
series de residuos sobre las frecuencias de Fourier. Esto es, para la l-ésima serie, | =
1,...,15, se calculd la funcién
2

B o[ A)= , AE |—m, 7],

> Ereexp (—idt)
=1

1
2mn
t

sobre las frecuencias Ay = 27k/n,conk = —N,...,N, N = [(n —1)/2], siendo n = 103 la

longitud de cada una de las series consideradas.

Paso 2. A continuacién se estimé la densidad espectral de cada una de las series de
errores, fi(\), para [ = 1,...,15 utilizando cualquiera de los tres estimadores propuestos

en Fan y Kreutzberger (1998):

i) El suavizador lineal local del periodograma , donde el ajuste lineal local se realiza de

la manera habitual mediante minimos cuadrados locales ponderados (ﬁ, prs,l=1,...,15).

(i1) El exponencial del suavizador lineal local mediante minimos cuadrados ponderados

del logaritmo del periododama de cada una de las series de residuos, ﬁ, Tig; =115 5 5 16s
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Figura 5.9: Funciones de autocorrelacién parcial estimadas de las quince series de residuos

no paramétricos, £; ;.
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(iii) El estimador ﬁ i, 1 =1,...,15, obtenido de modo similar a ﬁ Ls, excepto en
que el ajuste lineal local del logaritmo del periodograma se hace en este caso utilizando un
criterio de maxima verosimilitud local en lugar del de minimos cuadrados. Puesto que en
este caso el suavizador debe obtenerse mediante algiin procedimiento numérico, se utilizé el

algoritmo de Newton-Raphson para este propdsito.

Paso 3. La distancia entre cada par de series residuales, {&;:} v {¢5:}, 1,5 € {1,...,15},
se calculé mediante la medida de disparidad espectral dy (-, ) introducida en la Seccién

4.3, segin:

dw(éie.6s¢) = Dw(fi, fs) + Dw(fs fi) =
1 A fs()
= e W = L% —— d)\, 5-13
Ir { (fs(/\)) " (fz()\))} 249

donde f, es cualquiera de los tres suavizadores lineales locales indicados en el Paso 2 para

estimar el r-ésimo espectro, 7 = [, s, y W(-) es una funcién de divergencia que, en este

caso, se tomo igual a
4= 1

W (z) = log 2

1
~3 log . (5.14)
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Paso 4. Utilizando la matriz de distancias entre las series de errores obtenida basdndo-
se en dy se han utilizado diferentes métodos (Ward, enlace promedio, enlace completo)

para llevar a cabo un procedimiento cluster jerarquico con el fin de clasificar las series.

En la Figuras 5.10, 5.11 y 5.12 se muestran los dendogramas obtenidos tras realizar
el andlisis cluster con diferentes métodos de clasificacidn jerdrquica y los estimadores es-
pectrales ﬁ, DLS, ﬁ, LSy ﬁ LK, respectivamente. Dichos dendogramas muestran soluciones
cluster muy sirnilares, que de modo general proporcionan una sclucién con tres clusters,
aunque con ligeras discrepancias a la hora de clasificar las series de residuos correspon-
dientes a los bancos Banesto, Galicia y Guipuzcoano. Estas pequenas diferencias pueden
justificar una solucidén con un mayor niimero de grupos. Independientemente del estimador
espectral y de la medida de similitud entre grupos utilizados, los bancos 51={Vasconia,
Castilla, Crédito-Balear, Popular} conforman uno de los grupos identificados. También
en todos los casos las series de residuos correspondientes a los bancos 52 ={Valencia,
Andalucia, Atldntico} se clasifican conjuntamente en un mismo grupo, al que se afadiria
el Galicia o el Banesto dependiendo del suavizador espectral empleado (ﬁ,LS ) ﬁ,LK,
respectivamente). Finalmente, un tercer cluster estarfa formado por las entidades §3 =
{Zaragozano, Pastor, Bankinter, BBVA, BSCH}, en el que se incluirian también el Banes-

to, Galicia o banco Guipuzcoano en funcidén del estimador espectral utilizado.

Para evaluar la calidad de las soluciones cluster asi obtenidas se utilizaron los valores
silueta, s(i),7 = 1,..., 15, definidos tal y como se explicé en (4.19). La Figura 5.13 muestra
los graficos de silueta obtenidos al utilizar el método de clasificacién descrito con cada
unc de los tres estimadores espectrales y el método de enlace completo. Como se puede
observar, en todos los casos aquellas series con un valor silueta més bajo fueron las corres-
pondientes a Banesto, Galicia y Guipuzcoano, seflalando la dificultad para ubicarlas en
cualquiera de los clusters identificados. También la serie correspondiente al banco Atlantico
presenta valores silueta asociados bajos, lo que sugiere que su clasificacién junto con los
bancos Valencia y Andalucia quiza no sea adecuada. El resto de las series parecen estar
correctamente clasificadas en cada uno de los tres clusters identificados, con valores silueta,

s(i) que se encuentran, en general, por encima de 0.5.

Puesto que algunos de los dendograinas obtenidos sugerfan una solucién con un namne-
ro mayor de clusters se optéd por obtener los gréficos de silueta bajo la solucién de k = 5
clusters, que se muestran en la Figura 5.14. Los resultados obtenidos corroboran la dificul-
tad para la clasificacion de la serie correspondiente al Banesto y sugieren la identificacién
de un nuevo cluster formado por los bancos S4={Galicia, Guipuzcoano }. Los grificos
de silueta para el resto de soluciones de cluster jerdrquico (enlace promedio, método de

Ward) permiten extraer conclusiones analogas.
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Figura 5.10: Dendograma del anélisis ciuster de las 15 series de residuos utilizando ﬁ,D LS
y dw como estimador espectral y medida de similitud entre series, respectivamente. Re-

sultados con el método de enlace promedio (a}, enlace completo (b) y método de Ward
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Figura 5.11: Dendograma del analisis cluster de las 15 series de residuos utilizando _)"E LS
¥y dw como estimador espectral v medida de similitud entre series, respectivamente. Re-

sultados con el método de enlace promedio (a}, enlace completo (b) y método de Ward
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Figura 5.12: Dendograma del andlisis cluster de las 15 series de residuos utilizando ﬁ‘ LK
y dw como estimador espectral y medida de similitud entre series, respectivamente. Re-

sultados con el métode de enlace promedio {a), enlace completo (b) y método de Ward
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Figura 5.13: Graficos de silueta para la solucion de 3 grupos del andlisis cluster de las
15 series de residuos utilizando dy y el método de enlace completo como distancia entre
series y entre grupos, respectivamente, a partir cada uno de los estimadores espectrales:

(a) fipLs, (b) firx v (¢) firk-
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Figura 5.14: Gréficos de silueta para la solucién de 5 grupos del analisis cluster de las
15 series de residuos utilizando dy v el método de enlace completo como distancia entre

series v entre grupos, respectivamente, a partir cada uno de los estimadores espectrales:

(a) fiprs, (b) furk ¥ (€) furk-
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Se compard ademds la solucién obtenida con el algoritmo cluster propuesto con las
soluciones alcanzadas en caso de utilizarse otros criterios para evaluar la discrepancia,
entre series de tiempo. En particular, se evaluaron las medidas de disparidad entre series
de tiempo consideradas en la Seccidn 4.2. Mas concretamente, se realizd el cluster de las

series de residuos utilizando como medidas de distancia entre ellas:

(a) La distancia euclidea entre las series, dg.

(b) La distancia euclidea entre los L = 10 primeros coeficientes de autocorrelacién

muestral, dacrp.

(c) La distancia euclidea entre los L = 10 primeros coeficientes de autocorrelacién

parcial, dpAcFu-
(d) La distancia propuestra por Piccolo (1990), dpjc, dada por (4.6).
(e} La distancia propuesta por Maharaj (1996), das, definida en (4.7).

(f) La distancia euclidea entre las ordenadas de los periodogramas, dp, del logaritmo
de los periodogramas, drp, de los periodogramas normalizados, dyp y del logaritmo de

los periodogramas normalizados, dyyp.

(g) La distancia basada en la razén de verosimilitud generalizada, dgzx, definida en
(4.14).

(h) La distancia funcional tipo Cramer-von-Mises, doas, definida en (4.15).

En la Tabla 5.4 se muestran los valores silueta promedio correspondientes a las solu-
ciones con k =3,4 6 5 clusters obtenidas con cada una de las anteriores distancias, junto
con los valores asociados a la distancia dy. Tal y como se puede observar, los valores silue-
ta més altos correspondieron a la distancia no paramétrica dw, calculada con cualquiera
de los tres estimadores espectrales y a las otras dos distancias de corte no paramétrico
consideradas, dgrx ¥ doas, con valores silueta promedio en torno a 0.50 para la solucién
con k =3 clusters. De hecho, la distancia funcional de tipo Cramer-von-Mises, d¢ay, fue la
que proporciond mejores resultados, con un valor silueta promedio de 0.56, mientras que la
distancia basada en la razén de verosimilitud generalizada, dgrx, presentd un valor silueta
promedio de 0.49 para la solucién con 3 clusters. En la Figura 5.15 se muestran los dendo-
gramas obtenidos con cada una de estas dos distancias y el método de enlace completo. La
distancia dgrx coincide en identificar los clusters S1={Vasconia, Castilla, Crédito-Balear,
Popular}, §2 ={Valencia, Andalucia, Atlintico} y $3 = {Zaragozano, Pastor, Bankinter,
BBVA, BSCH}, incluyendo al Banesto en este tltimo y agrupando en S1 a las series co-

rrespondientes a Galicia y Guipuzcoano para la solucién con 3 clusters. Por su parte, la
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distancia deps proporciona una solicion ligeramente diferente, disgregrando el primero de
los clusters en los grupos {Vasconia, Popular} y {Castilla, Crédito-Balear} y asignando
los bancos Galicia y Guipuzcoano a $2. Si analizamos el gréfico de silueta asociado a la
solucién de tres clusters(Figura 5.16) observamos que, pese a alcanzar un valor silueta
promedio alto, la solucién obtenida con la distancia dops parece clasificar incorrectamente

a las series correspondientes a Castilla v Crédito-Balear, confirmando su pertenencia a S1.

Tabla 5.4: Cluster de las series de residuos. Silueta promedio para las soluciones con k =3,

4 y 5 clusters. Método de enlace completo.

Medida Silueta promedio Medida Silueta promedio
k=3 k=4 k=5 k=3 k=4 k=5
Distancia Euclidea Basadas en modelos
dg 021 0.12 012 dpro 020 019 017
Autocorrelaciones - das 036 030 028
dacru 026 020 021 No paramétricas
dpacry  0.16 014 0.14 dW(DLS) 046 048 0.45
Periodogramas w (L5) 052 047 041
dp 036 030 031 dw (LK) 051 046 0.55
drp 0.17 016 0.14 dork 049 039 024
dnp 0.17 016 0.21 dom 056 044 035

drnp 0.10 0.10 0.09

Con respecto al resto de distancias, todas ellas obtuveron valores silueta promedio por
debajo a 0.50, lo que sugiere soluciones cluster menos estables que las obtenidas a partir
de las distancias de corte no paramétrico. Los dendogramas obtenidos con cada una de

estas distancias se muestran en las Figuras 5.17, 5.18, 5.19 y 5.20.
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Figura 5.15: Dendograma del andlisis cluster de las 15 series de residuos no paramétricos

€1+ Resultados con el método de enlace completo y la distancia basada en la razén de

verosimilitud generalizada, dpx (a) y la distancia funcional de tipo Cramer-von-Mises,

dom (b).
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Figura 5.16: Graficos de silueta para la solucién de 3 grupos del andlisis cluster de las

15 series de residuos utilizando el método de enlace completo como distancia entre gru-

pos y como distancia entre las series: (a) Distancia basada en la razén de verosimilitud

generalizada, (b) Distancia funcional de tipo Cramer-von-Mises.
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Figura 5.17: Dendograma del andlisis cluster de las 15 series de residuos no parameétricos

&1,¢- Resultados con la distancia euclidea entre las series, dp y el método de enlace completo.
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Figura 5.18: Dendograma del andlisis cluster de las 15 series de residuos no paramétri-
cos £;4. Resultados con el método de enlace completo y la distancia euclidea entre los

coeficientes de autocorrelacién, dacry (a) y autocorrelacién parcial, dpacry (b).

o] ib)
N
-
5
e |
T o |
]
= 4 o
g-. S ]
=
3
o o
3
e
3
o
3 1 -
5
a |
2
feriEssoaEggrpee EBEE88%G $Efzt
SRR EREER RN EEERNERSERRNEN
gk T8 i = b @23y s
3 5 T 5]
.3 <) k4
Q (5]



Capitulo 5. Andlisis de las series de cotizacién bursdtil del sector bancario en Espana 205

Figura 5.19: Dendograma del analisis cluster de las 15 series de residuos no paramétricos
€1,¢- Resultados con el método de enlace completo y las distancias propuestas por Piccolo,

dpro (a) y Maharaj, das (D).
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Figura 5.20: Dendograma del anélisis cluster de las 15 series de residuos no paramétricos
€1¢. Resultados con el método de enlace completo y la distancia enclidea entre las ordenadas
del periodograma, dp (a), log-periodograma, drp (b), periodograma normalizado, dyp (c)

v log-periodograma normalizado, dryp.
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5.5. Aplicacién a datos simulados

El proceso utilizado para el andlisis de las series de cotizacién bursatil del sector ban-
cario espaiol puede ser utilizado para otro conjunto cualquiera de series signiendo exac-

tamente los mismo pasos:
(i) Estimacién no paramétrica de las tendencias

(ii) Analisis cluster de las tendencias estimadas

(iii) Analisis cluster de las series de residuos

Con el fin de poder evaluar el posible comportamiento del procedimiento de anélisis
propuesto en otras situaciones diferentes a la aqui planteada, se llevd a cabo un estudio de
simulacién. Se generd un conjunto de series temporales de acuerdo con el modelo (5.1), de
modo que cada serie X ; consiste en una componente determinista de tendencia (¢;(z)) v
una componente aleatoria (g;;). Se escogieron tres tendencias diferentes y tres estructuras
de error que se combinaron para obtener nueve clases de series de tiempo distintas, con

igual tendencia y componente aleatoria. Las tendencias consideradas fueron:

(i) ¢1(z) = sin(1,57z),
(i) @2(z) = 5(z + 0,1)(z — 0,6)(z — 1.6),

(iii) @3(2) = 3(z + 0,2)(z — 0,6)(z — 1,5),
v los tres modelos de dependencia utilizados para los procesos de error:
(i) Un proceso de medias mdviles MA(1) lineal
g1t =11, — Oydim 41,
(i) Un proceso de medias méviles MA(1) no lineal
€2t =12t — 0,592,021 + O,SWE,t—la
(ifi) Un proceso exponencial autorregresivo (EXPAR)

e3¢ = (0,3 — 10exp(—e3,_1))ezs—1 + 3¢,
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donde 7, ; para i = 1,2, 3 son variables independientes con distribucién Normal de media

cero y varianza unidad.

Con el objetivo de dificultar el proceso de clasificacién, todas las secuencias de error
£it,J = 1,2,3 fueron reescaladas apropiadamente para tener desviaciéon estdndar 0.3. En
las Figuras 5.21a y 5.21b se pueden observar cada una de las tres tendencias consideradas
v una realizacién de cada uno de los procesos de error considerados, respectivamente. En
ambos casos se puede apreciar la similitud entre los datos, lo que sugiere un escaso indice

de separabilidad entre las series de tiempo sujetas a clasificacion.

Figura 5.21: (a) Grifico de las tendencias consideradas en el estudio de simulacion: ¢y (x)
(rojo), w2(z) (verde) y 3(z) (azul). (b) Realizaciones de los procesos de error: MA(1)
lineal (rojo), MA(1) no lineal (verde) y EXPAR (azul), adecuadamente reescaladas para

tener una desviacién estandar igual a 0.3.
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Se generaron dos series de longitud n = 200 de cada uno de los nueve modelos resul-
tantes. De este modo, el conjunto de datos considerado consistié en 18 series de forma que
existian tres grupos de seis series con la misma tendencia y tres grupos de seis series con
el mismo proceso de error asociado. Una realizacion de cada uno de los nueve modelos
considerados se muestra en la Figura 5.22. De nuevo, dicha figura sugiere la dificultad del

proceso de clasificacion de las series consideradas.
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Figura 5.22: Series de longitud n=200 generadas a partir del modelo X; = ¢i(2) + <+,
con i,j € {1,2,3} y £;+ convenientemente reescalado, junto con las tendencias correspon-

dientes, estimadas mediante regresion lineal local.
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De acuerdo con el procedimiento propuesto, el primer paso del andlisis consistié en
estimar la tendencia de cada una de las series de tiempo consideradas utilizando, igual que
con el ejemplo anterior, técnicas de regresion lineal local. Las tendencias asi estimadas se
muestran conjuntamente con cada una de las realizaciones de cada grupo en la Figura 5.22.
Se realizé un andlisis cluster de las tendencias asi estimadas mediante técnicas jerdrqui-
cas, clasificindose correctamente en tres grupos de seis series, a pesar de la gran similitud
observada. El dendograma obtenido con el método de enlace promedio y la distancia
Euclidea al cuadrado como medida de distancia entre los datos se muestra en la Figura
5.23. Estos resultados vienen a corroborar el buen funcionamiento del snavizador lineal
local, a pesar de haberse obtenido sin ninguna hipdtesis adicional sobre la forma funcional

de las tendencias consideradas. Se obtuvieron resultados andlogos con otros métodos de
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clasificacion jerarquica.

Figura 5.23: Dendograma resultado del anélisis cluster de las tendencias de las 18 series
simuladas, estimadas mediante regresion lineal local. La distancia Euclidea al cuadrado y
el método de enlace promedio se utilizaron como matriz de proximidad inicial y medida

de similitud entre grupos, respectivamente.
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A continuacién, las tendencias estimadas mediante regresion lineal local se restaron de
las series simuladas para obtener las series de residuos no paramétricos correspondientes.
Procediendo igual que en el caso de las series de cotizacién bancaria, las series de residuos se
clasificaron de acuerdo con el algoritmo descrito en el Capitule 4. Asi, la similitud entre dos
series de residuos ! y s se evalué mediante la distancia dw (g1,€5) = Dw(ﬁ, fs) +DW(};, ﬁ),
siendo ﬁ v f; estimadores de las densidades espectrales f; y fs, respectivamente. El anélisis
cluster se realizd con cada uno de los tres estimadores no paramétricos fp LS, ng y f},K,
igual que en la seccién anterior. Los dendogramas obtenidos, utizando cada uno de estos
tres estimadores espectrales, y el método de enlace completo, se muestran en la Figura
5.24.
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Figura 5.24: Dendogramas del andlisis cluster de las series de residuos de las 18 series
simuladas. Resultados con el método de enlace completo utilizando como distancia entre

series dw, a partir de los estimadores espectrales: (a) ﬁ,D LS, (b) ﬁ i v () ﬁ,LK.
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Tal y como se puede observar, los resultados obtenidos con la distancia dy v cada uno
de los tres estimadores espectrales considerados sugiere una solucién con tres clusters. Los
mejores resultados correspondieron a la distancia calculada a partir de los estimadores
fDLs ¥ fLK, tal y como cabria esperar si teneinos en cuenta sus propiedades asintdticas.
Con estos dos estimadores, las 18 series de residuos se agrupan correctamente de acuerdo

con su proceso generador {salvo una de ellas en el caso de trabajar con el estadistico
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fri). Si se emplea la distancia dy computada a partir del estadistico log-periodograma

suavizado, frg, el porcentaje de series mal clasificadas aumenta.

Si se evalian estos mismos resultados mediante los correspondientes gréificos de silueta
para la solucién con k=3 clusters (Figura 5.25), observamos que los clusters se encuentran
bien delimitados cuando dy se calcula a partir del estimador periodograma suavizado,
excepto para una de las series MA no lineales, muy préoxima a clasificarse incorrectamente
como EXPAR. Resultados analogos se observan con fLK, clasificindose en este caso de
forma incorrecta una serie EXPAR en el grupo de MA no lineales. El valor silueta promedio
fue, en estos casos, de 0.51 y 0.45, respectivamente. Cuando se utilizé el estimador fLs el

valor silueta promedio fue de 0.39.

Figura 5.25: Gréficos de silueta para la solucién de k =3 grupos en el anilisis cluster
de las series de residuos de las 18 series simuladas. Resultados con el método de enlace
completo utilizando como distancia entre series dyy, a partir de los estimadores espectrales:
() fioLs, (b) firx v (c) fiLk.
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La clasificacion de las series de residuos se llevé a cabo utilizando también otras me-
didas de distancia entre las series, al ignal que se hizo en la seccién anterior. El objetivo
consistié en comparar los resultados del procedimiento de clasificacién no paramétrico ba-
sado en la distancia dw con los obtenidos utilizando otras métricas propuestas en la litera-
tura en el contexto del andlisis cluster de series temporales, en particular: (i) la distancia
Euclidea entre las series dg, (ii) la distancia Euclidea entre los coeficientes de correlacién
(dacry) v los coeficientes de autocorrelacién parcial (dpacry), (iii) las distancias entre
sereis de tiempo propuestas por Piccolo (1990) (dprc) y Maharaj (1996) (dar), (iv) la
distancia euclidea entre las ordenadas del periodograma (dp), del periodograma, normali-
zado (dyp), del log-periodograma (drp) y del log-periodograma normalizado (dpyp), (v)
la distancia basada en el test de razén de verosimilitud generalizada de Fan, dgpg v (vi)

la distancia de tipo Cramer-von-Mises, d¢ag.

Las Figuras 5.26 a 5.29 muestran los graficos de silueta obtenidos cuando las 18 series de
residuos se clasificaron utilizando las diferentes distancias consideradas, tomando en todos
los casos la solucién correspondiente a & =3 clusters y el método de enlace completo.
Ademsds de los valores silueta, definidos como en (4.19), la calidad de la solucién cluster
obtenida con cada una de las distancias se evalud teniendo en cuenta el indide propuesto
por Gavrilov, definido de forma similar a como se hizo en (4.16). Los valores silueta
promedio para la solucién de k& =3 clusters, junto con el indice de evaluacién (4.16),
correspondiente al andlisis cluster con cada una de las distancias consideradas y el método

de enlace completo se muestra en la Tabla 5.5.

Tabla 5.5: Cluster de las series de residuos. Indice de evaluacién definido en (4.16) y silueta

promedio para la solucidén de 3 clusters. Longitud de las series: T = 200. Método de enlace

completo.

Medida fndice Silueta Medida Indice Silueta
de evaluacién  promedio de evaluacién  promedio

Distancia Euclidea Basadas en modelos
dr 0.463 0.02 dprc 0.765 0.26
Autocorrelaciones das 1.000 0.55
dacFu 0.822 0.33 No paramétricas
dpACFU 1.000 0.30 dW(DLS) 1.000 0.51
Periodogramas dw(Ls) 0.768 0.39
dp 0.765 0.12 dwiLK) 0.944 0.45
drp 0.653 0.06 dork 0.831 0.34
dyp 0.886 0.10 dons 0.944 0.46

drnp 0.659 0.06
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Se obtuvo una solucion completamente correcta con tres de las distancias consideradas
(dpacru, dyp y dw(prs))- Sin embargo, la solucién cluster proporcionada resulté ser mas
compacta con las distancias dyr y dw(prs), que con la distancia dpacpy, con indices
silueta promedio de 0.55, 0.51 y 0.30, respectivamente. Las distancias no paramétricas,
salvo dyy(g), obtienen indices de evaluacion altos, por encima de 0.8, y lo mismo ocurre con
la distancia entre los periodogramas normalizados y la distancia entre los coeficientes de
autocorrelacion muestral. Sin embargo, estas distancias proporcionan una solucién cluster
mucho mas inestable, con valores silueta promedio de, a lo sumo, 0.33. En conclusion, las
distancias no paramétricas, junto con la distancia de Maharaj proporcionan en este caso la
solucion mas adecuada, tanto en términos de la clasificacién final como teniendo en cuenta

la estabilidad de la solucién alcanzada.

Figura 5.26: Gréficos de silueta para la soluciéon de & =3 grupos en el andlisis cluster
de las series de residuos de las 18 series simuladas. Resultados con el método de enlace
completo utilizando como distancia entre series la distancia euclidea entre los coeficientes

de autocorrelacion (a) y entre los coeficientes de autocorrelacién parcial (b).
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Figura 5.27: Gréficos de silueta para la solucién de k =3 grupos en el analisis cluster de las

series de residuos de las 18 series simuladas. Resultados con el método de enlace completo

utilizando como distancia entre series la propuesta por Piccolo (a) y Maharaj (b).
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Figura 5.29: Graficos de silueta para la solucion de k =3 grupos en el analisis cluster de las
series de residuos de las 18 series simuladas. Resultados con el método de enlace completo
utilizando como distancia entre series la distancia euclidea entre periodogramas (a), log-

periodogramas (b), periodogramas normalizados (¢) y log-periodogramas normalizados

(d).
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5.6. Conclusiones

El principal objetivo de este capitulo era el de demostrar ¢émo la metodologia no
paramétrica proporciona un amplio espectro de procedimientos que permiten realizar un
andlisis exhaustivo y conipleto de un conjunto de series de tiempo, incluyendo los procesos
de estimacion, contraste de hipétesis y andlisis cluster. Ademas de que permiten obviar
cualquier tipo de hipétesis paramétrica sobre los datos, las técnicas no paramétricas pueden
ajustarse perfectamente al trabajo con datos dependientes, tal y como se ha demostrado

a lo largo de este capitulo.

Para ilustrar su utilidad en la préctica, se ha analizado un conjunto de series de tiempo
consistente en los datos de cotizacién semanal de las entidades del sector de la banca en
Espafia que cotiza en bolsa, durante los afios 2001 y 2002. El principal objetivo fue el
de clasificar las entidades bancarias en un ndmero reducido de categorias, de forma que
las series en una misma categoria presenten un patrén de comportamiento similar. Por
lo tanto, el objetivo no consistia en tratar de ajustar un modelo determinado a cada
una de las series, sino en encontrar similitudes y diferencias entre las series observadas.
Para alcanzar tal objetivo, se propone analizar independientemente las tendencias y las

componentes estocdsticas de cada serie.

La estimacién mediante técnicas de suavizacién lineal local de las tendencias de las
series nos permite obtener una visién general del conjunto de componentes determinis-
tas, sugiriendo, en el ejemplo propuesto, que probablemente existan patrones de com-
portamiento distintos entre las tendencias. Un test no paramétrico recientemente pro-
puesto permite rechazar la hipdtesis nula de igualdad de las tendencias, confirmando
asi desde un punto de vista estadistico las diferencias observadas. Un andlisis cluster
estdndar de las tendencias estimadas sugiere una solucién con los siguientes cinco clusters:
C1={BBVA, BSCH, Bankinter, Atlantico}, C2={Banesto}, C3={Andalucia, Valencia,
Galicia}, C4={Guipuzcoano, Zaragozano}, C5={Castilla, Popular, Crédito-Balear, Pas-
tor, Vasconia}. Los resultados del andlisis cluster y las estimaciones no paramétricas de las
componentes deterministas permiten describir el patrén de comportamiento que caracte-
riza a cada uno de los grupos durante el periodo de estudio. Finalmente, se han realizado
comparaciones dos a dos de las series agrupadas dentro de un mismo cluster utilizando
para ello hasta cuatro tests estadisticos diferentes. En todos los casos los resultados permi-
ten corroborar la solucién proporcionada por el andlisis cluster y confirmar el esquema de
clasificacién anterior. Cualquiera de los cuatro tests estadisticos empleados son de corte
no paramétrico y su distribucién muestral fue aproximada mediante técnicas bootstrap

especificamente disefiadas para trabajar con datos dependientes.
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Una vez clasificadas y caracterizadas las componentes deterministas de las series, la
atencidén se concentré en el andlisis de las series de residuos no paramétricos correspon-
dientes. El problema se centrd asi en la clasificacién de series estacionarias de media
cero, de forma gue las similitudes y diferencias entre ellas deben ser determinadas me-
diante algtin tipo de distancia que tome en cuenta su estructura de dependencia. En
particular, se utilizé la distancia dw definida en el Capitulo 4 y calculada a partir de
cualquiera de los tres estimadores de la densidad espectral propuestos por Fan y Kreutz-
berger (1998). Los resultados del anélisis cluster sugieren la identificacién de cinco grupos:
S1={Vasconia, Castilla, Crédito-Balear, Popular}, $2={Valencia, Andalucfa, Atldntico},
$3={Zaragozano, Guipuzcoano}, S4={Banesto} y §5={Galicia, Guipuzcoano}. Tal clasi-
ficacién resulta consistente con los correspondientes procesos ARMA ajustados, de forma
que el procedimiento cluster propuesto resulta capaz de identificar la series de acuerdo con
su estructura de dependencia. Este hecho resulta especialmente importante, ya que no se
ha exigido ninguna hipétesis previa sober la estructura de dependencia de los datos, en
contraposicién con otros métodos descritos en la literatura especificamente diseiiados para

trabajar con series de tiempo con una estructura en particular.

Finalmente, el procedimiento cluster fue comparado con otros procedimientos alter-
nativos especificamente disefiados para el trabajo con series de tiempo. La comparacién
se realizé mediante un conjunto de datos simulados y los resultados alcanzado muestran
como los procedimientos de corte no paramétrico propuestos en este trabajo proporcio-
nan resultados mds adecuados. En definitiva, puede concluirse que, ademas de presentar
adecuadas propiedades tedricas, el enfoque no paramétrico propuesto se comporta razona-
blemente bien y puede aplicarse con resultados satisfactorios a otras situaciones practicas

diferentes a la aqui planteada.



Apéndice: Resultados auxiliares

Teorema (Cramer-Wold)

. , ., d . oy
Sean X, X1, X, ... vectores aleatorios de dimensidn k. Entonces, X — X si y sélo si

para todas las elecciones de a = (a(1),...,a(k)) € R¥:

k k

S a@)Xa() 2 S al) X ().

=1 i=1

Teorema (Convergencia dominada)

Sea (2, A, f) un espacio de medida y {fn} una sucesion de funciones medibles, tales

que |fo| < g Vn, (siendo g medible e integrable), y fn = f. Entonces f es integrable y

lim / fndp = / fdu,
nooefa £1)
siendo [, fdp la integral de f respecto de la medida p.

ademds

Teorema (Teorema central del limite de Lindeberg)

Sean { Xy} ey variables aleatorias independientes de media my y varianza a,% finitas.

Seac? =31, of y sea Fy(-) la funcion de distribucién de Xy. Sie > 0 se cumple

=Y [ (2 — mi) dFi() n = 00 0,

2
O = Y {2/ lo—my|>ecn}
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Teorema (Fuller (1976))

Sea { X,,} una secuencia de variables aleatorias k-dimensionales de elementos {X;n, 7 =1,2,...,k},
y sea {r,} una secuencia de vectores k-dimensionales con elementos reales y positivos
{rin,j =1,2,...,k} tales que
Xin = Op(rjn), 7=1,2,..,1
Xjn = OP(T‘jn), j=t+1,..,k

Sea g,(x) una secuencia de funciones reales (Borel-medibles) definidas en un espacio
Euclideo k-dimensional, y sea {s,} una secuencia de niimeros reales positivos. Sea {a,}

una secuencia de vectores k-dimensionales no aleatorios. Si

gn(an) = o(sn)
para todas las secuencias {a,} tales que
ajn, = Orjn), 7=1,2,..,8
ajn = O(Tjﬂ)a J:t+1x:k ‘

entonces \

gn(Xn) = op(sn)

Corolario (Fuller (1976)) Sea {X,,} una secuencia de variables aleatorias escalares

tales que
X, =a+0p(ry), (5.15)

donde rr, — 0 cuando n — oo. Si g(z) es una funcidn con s derivadas continuas en r = a,

entonces

9(Xn) = gla) + g (@) (Xn - a) + .. + ¢ (@) (Xn - @) + Op(r})

1
(s —1)!
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