
XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -
XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

XLIV Jornadas de
AUTOMÁTICA

Z A R A G O Z A2 0 2 3 -

Fuente:  ZT Gatha Font (gratis para uso comercial)

Logo vertical

Logo horizontal

Ejemplo en camisetas

Propuesta de logo para las XLIV Jornadas de automática
Autor: Ignacio Cuiral-Zueco

https://jautomatica.es

Uso de redes neuronal convolucionales 1D en espectrometrı́as para clasificación de
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Resumen

En este trabajo se presenta el desarrollo de una red neuronal para la clasificación de especies de microalgas basada en muestras
espectrales. Los datos necesarios para realizar la clasificación son obtenidos mediante un espectrofotómetro, utilizado barridos
espectrales como datos representativos para la caracterización de las muestras. El modelo desarrollado ha sido entrenado en base
a estos datos y permite distinguir y clasificar entre 4 géneros diferentes de microalgas, Spirulina, Chlorella, Synechococcus y
Scenedesmus. Los resultados demuestran una elevada tasa de acierto y precisión en el modelo frente a muestras puras, presentando
un gran potencial para el desarrollo futuro de herramientas para la monitorización de cultivos a gran escala que permita contribuir
al control de contaminación del cultivo.
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Use of 1D convolutional network in spectrometry for classification of microalgae genres.

Abstract

This work presents the development of a neural network for the classification of microalgae species based on spectral samples.
The data necessary to perform the classification are obtained by means of a spectrophotometer, using spectral scans as representative
data for the characterization of the samples. The developed model has been trained based on these data and allows to distinguish and
classify between 4 different genera of microalgae, Spirulina, Chlorella, Synechococcus and Scenedesmus. The results demonstrate
a high hit rate and accuracy in the model against pure samples, presenting a great potential for the future development of tools for
large-scale culture monitoring to contribute to the control of culture contamination.

Keywords: Machine Learning, Convolutional networks, Microalgae

1. Introducción

Las microalgas son microorganismos fotosintéticos que han
despertado un gran interés en los últimos años debido a su po-
tencial para abordar diversos desafı́os ambientales y alimenta-
rios(Acién et al., 2012). Dichos microorganismos unicelulares
tienen la capacidad de reproducirse y crecer rápidamente en una
amplia variedad de entornos (Tapie and Bernard, 1988), lo que
los convierte en una valiosa fuente de soluciones sostenibles a
problemas ambientales apremiantes en la actualidad como es el

tratamiento de agua residual (Nordio et al., 2022). Las micro-
algas ofrecen una solución prometedora en este campo. Estos
organismos pueden eliminar contaminantes y nutrientes no de-
seados presentes en el agua residual a través de su capacidad de
absorción y asimilación. Además, durante su crecimiento, las
microalgas capturan dióxido de carbono (CO2) de la atmósfera
y lo convierten en biomasa, lo que ayuda a mitigar el cambio
climático al reducir las emisiones de gases de efecto invernade-
ro (Zhao and Su, 2014).
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Las microalgas también tienen un enorme potencial en el
campo de la alimentación y la nutrición. Son ricas en proteı́nas,
lı́pidos, vitaminas y minerales esenciales, lo que las convierte
en una fuente valiosa de nutrientes (Spolaore et al., 2006). Por
otro lado, algunas especies de microalgas contienen compues-
tos bioactivos con propiedades antioxidantes y (Kumar et al.,
2022), lo que las hacen ideales para la producción de alimentos
funcionales y suplementos nutricionales.

La producción de microalgas puede llevarse a cabo median-
te diversos sistemas, incluyendo fotobiorreactores cerrados y
cultivos exteriores (Guzmán et al., 2021). Los fotobiorreactores
cerrados ofrecen un mayor control de las condiciones de culti-
vo, lo que puede resultar en una mayor productividad y calidad
de las microalgas. Por otra parte, los cultivos exteriores, como
estanques y lagunas, son más económicos y adecuados para
la producción a gran escala (Banerjee and Ramaswamy, 2017;
Villalobos et al., 2019). Sin embargo, uno de los desafı́os en los
cultivos exteriores de microalgas es la contaminación del culti-
vo. En un entorno abierto, existe el riesgo de que otros géneros
de microalgas no deseadas puedan colonizar y competir con las
especies de interés. Esto puede afectar la calidad y la produc-
tividad de los cultivos. Por tanto, es fundamental mantener un
control y monitoreo del cultivo con el fin de evitarlo.

En la actualidad este proceso se lleva a cabo mediante
análisis manual de las muestras bajo la inspección visual de un
experto capaz de discernir las diferencias morfológicas entre
géneros mediante un microscopio óptico (Roy et al., 2022), lo
cual requiere de trabajadores altamente cualificados. Para faci-
litar este proceso, se ha estudiado el uso de FlowCam para la
adquisición de imágenes de microalgas y redes neuronales para
clasificarlas (Otálora Berenguel et al., 2021). Esto ha permitido
replicar el proceso realizado en laboratorio, pero de manera
más rápida y precisa, aunque con la desventaja de que el uso de
FlowCam requiere una inversión elevada. Otro método alterna-
tivo es el análisis de la composición bioquı́mica de la biomasa,
donde los pigmentos o perfiles de ácidos grasos permite realizar
un control de la composición de la biomasa, pero no determina
la presencia de otros géneros (Kozlova et al., 2017).

En este trabajo, se buscó desarrollar un enfoque alternati-
vo y más económico que el FlowCam para la clasificación de
géneros de microalgas. Para ello, se utilizó un espectrómetro
óptico para obtener datos espectrales en el rango de 300 - 1000
nm. Este tipo de instrumento es comúnmente utilizado en labo-
ratorios para el análisis de nutrientes en cultivos, por lo que su
disponibilidad es alta en las plantas de cultivo de microalgas.
Se propuso emplear una red neuronal basada en capas convo-
lucionales 1D para procesar los datos espectrales y realizar la
clasificación de los géneros de microalgas. Las capas convo-
lucionales 1D son especialmente adecuadas para trabajar con
datos secuenciales, como en este caso, donde cada muestra es
un espectro.

La red neuronal fue entrenada utilizando un conjunto de da-
tos previamente etiquetados, que incluı́a espectros de diferentes
géneros de microalgas. Durante el entrenamiento, la red apren-
dió a identificar patrones y caracterı́sticas especı́ficas en los es-

pectros que permitı́an distinguir entre los diferentes géneros.
Una vez entrenada, fue capaz de clasificar nuevas muestras de
microalgas basándose en sus espectros. Este enfoque demostró
ser prometedor en términos de precisión y eficiencia, al mismo
tiempo que evitaba la adqusición de instrumentación adicional.

2. Materiales y métodos

En esta sección se describen las especies, ası́ como el hard-
ware utilizado para la realización de la espectrometrı́a y el soft-
ware seleccionado para la implementación de la red neuronal
convolucional.

2.1. Especies
Para el entrenamiento de la red se emplearon cuatro es-

pecies disponibles en las instalaciones del centro IFAPA (La
Cañada), una por cada género a clasificar, con morfologı́as dife-
rentes: Spirulina platensis, Chlorella Vulgaris, Synechococcus
elongatus y Scenedesmus Almeriensis cultivadas en laboratorio.
Cada una de estas especies presenta caracterı́sticas particulares
y se utiliza en diversas aplicaciones debido a sus propiedades
biológicas y quı́micas.

El género de Spirulina es ampliamente conocida por su alto
contenido de proteı́nas, vitaminas y minerales. Esta microalga
se ha utilizado tradicionalmente como suplemento alimenticio
debido a su valor nutricional y beneficios para la salud (Spolao-
re et al., 2006). Sus propiedades antioxidantes, inmunomodula-
doras y antimicrobianas, la convierte también en un objeto de
interés en la industria alimentaria y farmacéutica (Kumar et al.,
2022). Chlorella es reconocida por su alta capacidad de acu-
mular lı́pidos y su contenido en ácidos grasos poliinsaturados
(Kumaran et al., 2023). Además, posibles efectos beneficiosos
en la salud, como la reducción de los niveles de colesterol y
la mejora del sistema inmunológico están siendo investigados
(Barghchi et al., 2023). Synechococcus es un género apreciada
por su mecanismo eficaz para adaptarse a los cambios de sa-
linidad e intensidad luminosa (Kim et al., 2018). Scenedesmus
ha despertado interés en la producción de biodiesel y el trata-
mientos de aguas residuales con el fin de reducir su contenido
en nitrógeno y fósforo (Nordio et al., 2022; Park et al., 2011).

2.2. Espectrofotómetro
En el presente estudio, se llevaron a cabo barridos espec-

trales utilizando un espectrofotómetro Genesys 10S UV-VIS
(ver Figura 1) ubicado en el laboratorio del centro IFAPA (La
Cañada), localizado cerca de la Universidad de Almerı́a. Los
barridos se realizaron en un rango de longitud de onda de 300
nm a 1000 nm. Este rango de longitud de onda fue selecciona-
do para abarcar tanto el espectro ultravioleta A como el visible,
permitiendo ası́ la caracterización de muestras en esta amplia
gama de longitudes de onda. Los barridos espectrales se reali-
zaron haciendo uso de cubetas de cuarzo para permitir el paso
de la luz UVA y siguiendo un protocolo establecido, donde se
registraron las lecturas de absorbancia con pasos de 5 nm. Esta
metodologı́a nos permitió obtener un perfil completo de absor-
ción de las muestras en el rango de interés, brindando informa-
ción detallada sobre las propiedades ópticas de los compuestos
analizados.
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Figura 1: Espectrofotómetro Genesys 10S UV-VIS

2.3. Python y librerı́as

Para la realización del trabajo se utilizó como lenguaje de
programación Python, debido a su sintaxis simple y legible,
ası́ como a su amplia variedad de bibliotecas y herramientas
especializadas en el procesamiento y análisis de datos. Dentro
de las bibliotecas utilizadas destacan Pandas, que proporciona
estructuras de datos y herramientas de análisis de datos de alto
rendimiento. Es ampliamente utilizada para el procesamiento
y manipulación de datos tabulares, como hojas de cálculo o
bases de datos, facilitando la limpieza, filtrado, agregación y
transformación de los datos. Además se hizo uso de Keras,
que permite el desarrollo y entrenamiento de redes neuronales.
Ofrece una interfaz sencilla y fácil de usar para construir mo-
delos de aprendizaje profundo, diseñar arquitecturas de redes
neuronales personalizadas, especificar capas y funciones de ac-
tivación, y gestionar el proceso de entrenamiento y evaluación
del modelo.

Para la evaluación del modelo se ha utilizado la técnica de
validación cruzada K-Fold que permite evaluar y validar mode-
los de manera más rigurosa (Anguita et al., 2012). Consiste en
dividir el conjunto de datos en K particiones. Luego, se entrena
y evalúa el modelo K veces, utilizando una partición diferen-
te como conjunto de prueba en cada iteración y el resto de las
particiones como conjunto de entrenamiento. Al finalizar las K
iteraciones, se promedian los resultados de evaluación para ob-
tener una medida más robusta del rendimiento del modelo. El
uso de validación cruzada ayuda a mitigar el sobreajuste y pro-
porciona una evaluación más confiable del modelo en datos no
tratados. Todo el proceso de entrenamiento y validación se ha
realizado en un equipo con procesador Ryzen 9 5900HX y 32
Gb RAM DDR4.

2.4. Red neuronales convolucionales

Las redes neuronales convolucionales 1D (1D CNN) son
una variante de las redes neuronales convolucionales diseñadas
especı́ficamente para el procesamiento de datos unidimensio-
nales, como secuencias de texto (Kim, 2014), series temporales
o señales de audio (Abdoli et al., 2019). Estas redes son muy
efectivas en tareas de clasificación, detección de patrones y
extracción de caracterı́sticas en datos secuenciales (Ko et al.,
2022).

El funcionamiento de las redes neuronales convolucionales
1D se basa en la aplicación de filtros convolucionales a lo largo
de un de una dimensión de los datos de entrada, normalmente la
dimensión temporal. Estos filtros se deslizan sobre la secuencia
de entrada, calculando diferentes sumas ponderadas de los va-
lores de entrada. A medida que el filtro se desplaza, se generan
caracterı́sticas locales que capturan patrones especı́ficos en la
secuencia, tal y como se muestra en la Figura 2

Figura 2: Funcionamiento de un filtro convolucional 1D

Una vez que se han extraı́do las caracterı́sticas mediante las
capas convolucionales, se utilizan capas de pooling para redu-
cir la dimensionalidad y resumir la información relevante. El
pooling en las redes 1D CNN generalmente se realiza mediante
la operación de max pooling, que selecciona el valor máximo
en cada ventana de pooling.

Las caracterı́sticas se alimentan a través de capas completa-
mente conectadas, conocidas como capas densas, para realizar
la clasificación o tarea deseada. Estas capas pueden incluir fun-
ciones de activación para introducir no linealidad en el modelo.
Finalmente, en el caso de problemas de clasificación multicla-
se, se incluye una función de activación softmax con el fin de
obtener una distribución de probabilidades. Este proceso garan-
tiza que los valores de salida estén en el rango de 0 a 1 y que
la suma de todos los elementos sea igual a 1, lo que permite
interpretar los resultados como probabilidades.

3. Resultados

En primer lugar, se realizaron diversos barridos espectrales
en las distintas especies mencionadas en la sección anterior.
Para la realización de dichos barridos se utilizó el espectro-
fotómetro Genesys 10S UV-VIS junto con cubetas de cuarzo
para llevar a cabo los barridos espectrales en el rango de lon-
gitud de onda de 300 nm a 1000 nm. Este dispositivo es un
instrumento altamente preciso y confiable, diseñado especı́fica-
mente para la caracterización de muestras en dicho espectro.

Se empleó una cubeta de cuarzo debido a su transparencia
en el rango UVA, permitiendo ası́ obtener mediciones precisas
en todo espectro seleccionado. Además, se realizaron dilucio-
nes adecuadas de las muestras siguiendo la ley de Lambert-
Beer, la cual establece que la absorbancia es proporcional a la
concentración de la muestra y a la longitud del camino óptico.
Estas diluciones fueron necesarias para mantener las lecturas
dentro del rango lineal de la ley de Lambert-Beer, evitando ası́
la saturación de la señal y asegurando una relación lineal entre
la absorbancia y la concentración. De esta manera, se obtuvie-
ron resultados cuantitativos precisos y confiables, con el fin de
generar un conjunto de datos robusto que abarcase diferentes
estados de crecimiento en el cultivo.
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Figura 3: Barridos espectrales de los distintos géneros

Con el fin de poder crear un conjunto de datos homogéneo
para el entrenamiento y validación de la red neuronal, se generó
un DataFrame, haciendo uso de la librerı́a Pandas de Python,
en el cual se introdujo el género de la especie analizada y la
absorbancia en las distintas longitudes de ondas en forma de
fila. Una vez obtenido el conjunto de datos, se realizó un pri-
mer análisis visual de los barridos, con el fin de observar si
los géneros presentaban patrones caracterı́sticos a simple vista.
En la Figura 3 se puede observar una gráfica en la cual se han
muestran los 76 barridos, entre los que se incluye los barridos
en blanco utilizados para la calibración del espectrofotómetro,
que conforman el conjunto de datos. En ella, se observa que
cada especie presenta un patrón de absorbancia diferente y por
tanto, el uso de redes convolucionales de 1 dimensión puede
ser útil en la extracción de información para su clasificación.

Una vez obtenido el conjunto de datos, se utilizó la biblio-
teca Keras para crear la red neuronal, la cual permitió perso-
nalizar la red definiendo las capas y funciones de activación.
Se realizó una red secuencial (Figura 4) con diversas capas.
Las dos primeras son capas convolucionales 1D, en la cuales
se aplicó Batch Normalization antes de ejecutar la función de
activación ReLU (Rectified Linear Unit), con el fin de extraer
rasgos caracterı́sticos de los barridos espectrales. A continua-
ción, se introdujo una capa densa con función de activación
ReLU encargada de interpretar las rasgos obtenidos en las ca-
pas convoluciones, seguida de una capa de Dropout que evitar
el sobreajuste de las conexiones en la red neuronal, apagando
aleatoriamente algunas de ellas durante el entrenamiento. Fi-
nalmente, se incluye una capa densa con función de activación
Softmax con el propósito de poder realizar clasificación multi-
clase.

Durante todo el proceso de diseño de la red se utilizó va-
lidación cruzada para evaluar el rendimiento de la misma de
manera más exhaustiva, permitiendo mejorar su desempeño y
evitando el sobreajuste. La configuración del proceso de vali-

dación cruzada fue de 10 particiones y para la arquitectura final
se obtuvo una precisión media de 98.75 % con una desviación
estándar de 3.75 %.

Figura 4: Arquitectura de la red

Finalmente, el modelo de red neuronal fue compilado uti-
lizando la función de pérdida categorical crossentropy, que
es ampliamente utilizada en problemas de clasificación con
múltiples clases. El optimizador utilizado fue SGD (Stochastic
Gradient Descent), que es un algoritmo popular en problemas
de reconcomiendo de patrones, encargado de ajustar los pesos
de la red neuronal durante el entrenamiento (ichi Amari, 1993).

402

XLIV Jornadas de Automática 2023. Modelado, Simulación y Optimización. González, J. et al., pp. 399-404



La métrica utilizada para evaluar el rendimiento del modelo fue
la precisión (accuracy), que mide la proporción de predicciones
correctas en relación con el total de muestras.

El conjunto de datos fue dividido en entrenamiento y vali-
dación, 70 % y 30 % respectivamente. La columna que indicaba
el género fue codificada mediante la técnica de One-hot, esta
técnica convierte cada categorı́a en una nueva columna binaria,
asignando el valor 1 a la columna correspondiente si la muestra
pertenece a esa categorı́a y 0 en caso contrario (Potdar et al.,
2017).

Figura 5: Matriz de confusión de validación

Figura 6: Resultados de validación

Por último, la red neuronal fue entrenada y validada utili-
zando el conjunto de datos. Durante la validación, se observó
que la red logró clasificar correctamente todas las muestras del
conjunto de datos de validación como se muestra en la matriz
de confusión (Figura 5). Además, la capa softmax mostró una

identificación clara de los géneros, con porcentajes de probabi-
lidad superiores al 97 % tal y como observa en la figura 6.Estos
resultados demuestran que la red neuronal aprendió efectiva-
mente a reconocer y distinguir las caracterı́sticas relevantes en
los barridos espectrales, y fue capaz de realizar una clasifica-
ción precisa de los géneros invirtiendo un tiempo medio de 15
milisegundo en cada una de ellas.

4. Conclusiones

En conclusión, los resultados obtenidos en la clasificación
de géneros utilizando espectrometrı́as y redes convolucionales
de 1D han demostrado ser exitosos, como se ha evidenciado
anteriormente. El enfoque ha permitido una clasificación preci-
sa y eficiente de las muestras puras. Sin embargo, para futuros
trabajos, se identifica la necesidad de mejorar la capa densa y la
salida de la función softmax, con el objetivo de abordar el des-
afı́o de identificar muestras con mezclas de distintos géneros.

La identificación de muestras con mezclas es un desafı́o im-
portante en el campo, ya que las muestras pueden contener di-
ferentes géneros en proporciones variables. Mediante mejoras
en la capa densa y la salida de la función softmax, se espera lo-
grar una mayor capacidad de discernimiento y precisión en la
identificación de estas mezclas. Esto contribuirá significativa-
mente a la comprensión y la respuesta efectiva en situaciones
donde la presencia de diferentes géneros es relevante, como la
contaminación de reactores en producción a gran escala.
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