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Resumen

Actualmente, las capacidades de interacción de
los robots sociales son limitadas y, después de un
tiempo de convivencia, los diálogos que pueden
mantener son percibidos como predecibles, repet-
itivos y poco naturales. Esto puede llevar a una
pérdida de interés de la persona en el robot. Si
se quiere apostar por una convivencia exitosa y
larga, es necesario dotar los robots de discursos
más variados y que se adapten fácilmente a los
cambios de necesidades que pueda haber en los
usuarios. En esta contribución se propone una
metodoloǵıa que combina técnicas de mineŕıa de
datos y de aprendizaje automático para, medi-
ante el contenido publicado en las redes sociales,
definir la comunicación verbal del robot de una
forma dinámica. Se propone extraer información
útil de las redes sociales para construir modelos
de conocimiento basados en temas que son de in-
terés para el usuario y en el contexto de la inter-
acción con el robot. Además, se plantea mantener
el modelo actualizado de acuerdo con la nueva in-
formación que se publique o cambios que pudieran
ocurrir desde un punto de vista del usuario.

Palabras clave: Robótica Social, Mineŕıa de
Redes Sociales, Sistemas de Dialogo, Interacción
humano-robot

1 Introducción

Tradicionalmente la robótica se ha aplicado a en-
tornos donde la comunicación entre personas y
robot apenas teńıa importancia, como en las ca-
denas de montaje de veh́ıculos. Actualmente, los
robots están llegando a entornos cotidianos donde
coexisten con las personas, comparten sus espacios
y se relacionan con estas. Es aqúı donde surgen
los robots sociales como aquellos robots pensados
para interactuar y relacionarse con las personas
siguiendo las normas de conducta esperadas [1].
El éxito de los robots sociales depende en gran
medida de la relación que se establece entre el
robot y las personas con las que coexiste. Para
ello, la calidad de la interacción es un aspecto
clave para que los robots sociales puedan comuni-

carse con las personas. Para establecer relaciones
a largo plazo entre los robots sociales y las per-
sonas es necesario que estos dispongan de capaci-
dades avanzadas para lograr una interacción más
natural. Actualmente, la mayoŕıa de los robots
capaces de interactuar con las personas lo hacen
de una forma previsible y repetitiva, siguiendo un
conjunto de reglas predefinidas. Al cabo de un
tiempo de convivencia con el robot, esto puede ll-
evar al usuario a aburrirse y perder el interés por
las interacciones ofrecidas.

El uso extendido entre la población de las re-
des sociales y, más en general, de las platafor-
mas para compartir información, puede represen-
tar una importante fuente de contenidos públicos,
dinámicos y constantemente actualizados respecto
a las últimas tendencias. Estos contenidos se
podŕıan utilizar como fuente de información para
generar y adaptar los diálogos del robot según
cambie el contexto. Para ello, se pueden ex-
traer y filtrar los datos publicados en las re-
des y obtener información relevante para mod-
elar una base de conocimiento que describa un
tema especifico. Estos modelos se podŕıan uti-
lizar para dotar a los robots de la capacidad
de tomar la iniciativa en el dialogo, responder
adecuadamente a las preguntas formuladas por
el usuario, adaptar los temas a tratar al con-
texto de la interacción, y utilizar información con-
stantemente actualizada, abordando aśı algunas
de las principales caracteŕısticas propuestas por
Mavridis para los sistemas que gestionan la in-
teracción humano-robot[2]. En este art́ıculo se
propone una metodoloǵıa para el modelado de
bases de conocimiento y la generación de diálogos
dinámicos entre el robot y el usuario.

El resto del art́ıculo se organiza de la siguiente
forma. En la Sección 2 se hace un recorrido por los
principales trabajos que han servido de base para
este. Después, se propone la metodoloǵıa a seguir
para utilizar la información de redes sociales en
la interacción humano-robot (Sección 3). A con-
tinuación, en la Sección 4, se presentan las prin-
cipales tecnoloǵıas que se podŕıan aplicar según
la metodoloǵıa propuesta. La Sección 5 cierra el
art́ıculo presentando los principales retos a la hora
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de llevar a cabo la metodoloǵıa propuesta.

2 Revisión del estado del arte

Para lograr establecer los v́ınculos esperados con
las personas, los robots sociales deben estar
equipados con sistemas que permitan la comuni-
cación fluida entre ellos y las personas con las que
interactúan. Estos sistemas son los llamados sis-
temas de diálogos que tratan de lograr una in-
teracción humano-robot natural, es decir, lo más
parecida a la que se estableceŕıa entre dos per-
sonas. Para ello, estos sistemas consideran la
comunicación multimodal que se sirve de distin-
tos canales como pueden ser la voz, el tacto o
los gestos, entre otros. Durante las últimas dos
décadas, los investigadores han trabajado inten-
samente en el modelado y la gestión de diálogos
desde diversos enfoques. Los primeros sistemas
defińıan los diálogos como un conjunto de huecos
de información que se teńıan que rellenar medi-
ante la interacción [3]. Estos huecos correspond́ıan
a información que se teńıa que obtener, como por
ejemplo el nombre y la edad de una persona. En
esta ĺınea, Wessel et al. han propuesto el uso de
ontoloǵıas para analizar las frases del usuario y
completar estos huecos de información [4]. En
los sistemas basados en estados, se usaban repre-
sentaciones fijas de los diálogos modelados como
máquinas de estados finitas [5]. En los sistemas
basados en planes, la interacción se afronta como
un medio para lograr completar una tarea o al-
canzar un objetivo por parte del interlocutor con
la colaboración de otros actores [6][7]. Por otro
lado, los sistemas probabiĺısticos predicen el es-
tado del diálogo y las acciones que hay que re-
alizar [8][9]. Recientemente, Milhorat et al. han
presentado el gestor de diálogos del androide Erica
[10] que utiliza técnicas probabiĺısticas para reac-
cionar ante los eventos que detecte el robot y de-
cidir entre responder una pregunta o generar una
afirmación. En esta ĺınea, Kiefer et al. presen-
taron VOnDA, un gestor de diálogos basado en
reglas con un modelo estad́ıstico que se encarga
de seleccionar la mejor regla a aplicar en deter-
minadas situaciones [11]. Otro tipo de sistemas
son los basados en agentes donde diversos agentes
software se coordinan y cada uno se encarga de dis-
tintas tareas durante la interacción [12]. En todos
estos trabajos las posibilidades de la interacción
están predefinidas en tiempo de desarrollo.

Los últimos sistemas en aparecer son los end-to-
end. Estos sistemas permiten una mayor adapt-
abilidad gracias al aprendizaje realizado mediante
redes neuronales a partir de un conjunto de doc-
umentos iniciales [13][14][15][16][17][18]. Los sis-
temas end-to-end más avanzados, como Google

Duplex [19], han sido pensados para los sistemas
automáticos de llamadas y presentan una capaci-
dad de comunicación verbal muy avanzada. Están
basados en redes neuronales profundas y pueden
llevar a cabo conversaciones de una forma muy
natural para una tarea muy concreta (reservar una
mesa o pedir cita para una peluqueŕıa); por ejem-
plo, Xu et al. presentó un gestor de diálogos end-
to-end para la diagnosis médica [20]. Sin embargo,
estos sistemas tienen que ser entrenados de forma
intensiva en escenarios concretos y no pueden ll-
evar a cabo conversaciones más genéricas o fuera
de ese dominio. Además, estos sistemas no son
fácilmente aplicables a los diálogos entre robots y
personas ya que necesitan (i) ingentes cantidades
de datos, (ii) largos tiempos de entrenamiento,
(iii) elevadas capacidades de cálculo, y (iv) esos
datos suelen ser propietarios y, por lo tanto, no
son de fácil acceso para todo el mundo.

La mayoŕıa de los sistemas anteriormente presen-
tados no han sido diseñados para robots ni aplica-
dos en la interacción humano-robot lo que hace
que presenten una serie de limitaciones impor-
tantes. Por ejemplo, no son capaces de respon-
der de una forma correcta cuando se produce un
cambio no contemplado en el contexto de la inter-
acción y muchos de ellos necesitan de ingentes can-
tidades de datos que tienen que ser procesadas de
antemano. Otros de estos trabajos utilizan mod-
elos de conocimiento en la gestión de los diálogos
(por ejemplo, los trabajos de Wessel et al. [4]
o de Zhao [9]). Aqúı proponemos la generación
de modelos de conocimiento a partir de la infor-
mación disponible en redes sociales (RRSS) para
construir la comunicación que el robot usará du-
rante la interacción con una persona.

Algunos investigadores ya han comenzado a uti-
lizar las RRSS en la robótica social. El primer
caso fue en el proyecto Facebots [21], donde
robots reales utilizaban y publicaban información
en Facebook para mejorar la interacción humano-
robot a largo plazo. En el trabajo de Takagi et al.
[22], en 2011, usaron Twitter como un mecanismo
de comunicación con el robot. En 2014, [23] Ma et
al. presentaron un estudio donde los participantes
pod́ıan interactuar con un robot aspiradora y un
robot de vigilancia a través de distintas platafor-
mas de RRSS según sus preferencias. Zeller et al.
propusieron, en un trabajo presentado en el 2019,
utilizar las RRSS como un nuevo mecanismo para
la recolección de datos sobre la aceptación y so-
ciabilidad de los robots [24]. Volviendo a 2011,
Cramer and Büttner utilizaron un robot-conejo
y la localización, actual y pasada, de sus amigos
humanos mediante la red social foursquares para
lanzar mensajes provocativos (por ejemplo “Hen-
riette y Sebastian están en el Café Bagel Street,
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imagino que no te invitaron”) [25]. En estos tra-
bajos, la información que las personas comparten
en las plataformas sociales se ha utilizado como
un canal adicional de comunicación o para lanzar
simples mensajes pre-estructurados.

Sin embargo, el contenido publicado en las RRSS
puede representar una fuente de información muy
relevante para aplicaciones muy diversas. Un
ejemplo es la gestión de situaciones de emergen-
cia, donde los operadores pueden encontrar en las
RRSS datos útiles sobre el alcance de la crisis y la
implicación de los ciudadanos [26]. De esta forma,
los ciudadanos han comenzado a participar activa-
mente en la producción y en el intercambio de in-
formación sobre eventos y circunstancias que ocur-
ren a su alrededor, participando al fenómeno que
Westlund ha definido como periodismo ciudadano
(del inglés citizen journalism) [27].

El gran inconveniente que se encuentra a la hora
de utilizar los datos compartidos por los usuarios
en RRSS está en que alcanzan grandes volúmenes
y no tienen una estructura definida [28]. Por ello,
es crucial aplicar técnicas de mineŕıa de datos en
una fase inicial de preprocesamiento para alma-
cenarlos de manera organizada y facilitar su pos-
terior análisis. En este sentido, Bakar et al. ha
propuesto cuatro técnicas para organizar datos no
estructurados [29]: (i) limpieza de los datos para
identificar y corregir los valores faltantes, at́ıpicos
o inconsistentes, y reducir el ruido; (ii) integración
para combinar diferentes fuentes de información;
(iii) compresión para reducir el volumen ocupado
evitando valores redundantes; (iv) transformación
en base al formato requerido por los algoritmos a
usar. En la práctica, existen kits de herramientas
para facilitar la aplicación de estas técnicas. Uno
de ellos es LeTs de Kauter et al. [30], que incluye
módulos para el análisis sintáctico de los textos
y el reconocimiento de entidades nombradas (por
ejemplo, personas, organizaciones o lugares).

Después de haber organizado y almacenado los
datos en las oportunas estructuras durante la fase
de preprocesamiento, se pasa al modelado de la
base de conocimiento. El modelo tiene que con-
tener los términos semánticamente más relevantes
para el dominio de interés y además presentar
una estructura que facilite la búsqueda y la ex-
ploración de la información. Para identificar es-
tos términos a partir de un conjunto de tex-
tos, se pueden aplicar técnicas de procesamiento
del lenguaje natural (del inglés Natural Language
Processing, NLP). Una de ellas se basa en la su-
posición que en un gran conjunto de documen-
tos la frecuencia con la que aparecen las palabras
en un texto impone una jerarqúıa natural entre
los términos [31][32]. Enfoques más recientes apli-

can técnicas de aprendizaje profundo para mejo-
rar la eficiencia del análisis del texto en términos
computacionales teniendo en cuenta la cantidad
de datos a procesar [33]. Un ejemplo es el eti-
quetado de palabras según el rol semántico que
tienen en la frase (del inglés Semantic Role La-
beling) que aplica técnicas de predicción, repre-
sentación y modelado basadas en redes neuronales
[34].

Una vez identificados los términos más relevantes
para el modelado de la base de conocimiento,
se organizan en una estructura jerárquica
agrupándolos según la similitud semántica. En
literatura se han propuesto diferentes enfoques y
metodoloǵıas. Tsui et al. han diseñado una her-
ramienta en la que pueden colaborar varias per-
sonas para organizar jerárquicamente un conjunto
de términos y definir una categorización compar-
tida basada en la experiencia y la percepción de
los colaboradores [35]. En el caso de Lefever, se
utilizan las relaciones semánticas definidas en los
diccionarios, como por ejemplo los sinónimos, los
hiperónimos, y los hipónimos [36]. Diferente es la
propuesta de Velardi et al. que propone construir
taxonomı́as a partir de la distribución de proba-
bilidad de los patrones léxicos extráıdos de la in-
formación generada por la comunidad web [37].
Finalmente, las técnicas de aprendizaje profundo,
como las redes neuronales recursivas o redes neu-
ronales convolucionales, representan las soluciones
más novedosas para estructurar las distintas frases
a nivel léxico [38].

3 Metodoloǵıa propuesta

Para mejorar la comunicación human-robot se
propone una metodoloǵıa para la generación de
modelos de conocimiento a partir de los datos
disponibles en las redes sociales. Estos modelos
se usarán como base para la generación de los
diálogos de un robot social enriqueciendo su in-
teracción con las personas. La metodoloǵıa prop-
uesta permite además la actualización y person-
alización de los modelos para garantizar que los
diálogos generados se adapten a las necesidades
propias del contexto. El contexto incluye aquellos
factores que pueden influenciar la interacción en-
tre el robot y el humano, por ejemplo, los temas
objeto del dialogo, el perfil del usuario, la con-
figuración del robot y las caracteŕısticas del en-
torno. El diálogo entre el robot y el usuario podrá
comenzar por iniciativa de cualquiera de los dos
actores. En particular, el robot podrá proponer
temas relacionados con el contexto de la inter-
acción y con las últimas tendencias en las redes
sociales de acuerdo, por ejemplo, con las preferen-
cias del usuario.
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La metodoloǵıa se compone de cinco pasos que se
describen a continuación (ver Figura 1).

PASO 1 Identificación de los temas de in-
terés del dialogo en curso. En este paso
se analizará, durante la interacción entre el
usuario y el robot, el discurso de la per-
sona para extraer los conceptos más desta-
cables y los temas de interés. Por ejem-
plo, si el usuario comenta “iremos a votar en
noviembre”, se identificaŕıan las elecciones de
noviembre como el tema de interés. También,
este paso se encarga de identificar el tema a
proponer por el robot cuando éste tome la ini-
ciativa. Para esto utilizará la información del
perfil del usuario, de las redes sociales y del
entorno. Por ejemplo, sabiendo que el usuario
vive en una zona donde se va a producir una
ola de calor, el robot puede iniciar la conver-
sación sobre este tema.

PASO 2 Extracción y filtrado de datos de
las plataformas sociales. Los temas y
conceptos de interés definidos en el Paso 1
serán utilizados para buscar y almacenar in-
formación relacionada a partir de las publi-
caciones en las redes sociales (por ejemplo,
Twitter, Facebook, etc.). Siguiendo con el
ejemplo anterior, en el paso 2 se recopilaŕıan
tweets que incluyan palabras como voto, elec-
ciones y noviembre. Además se descartarán
aquellos datos que pudieran considerarse no
fiables o no adecuados (por ejemplo por con-
tener vocabulario inadecuado).

PASO 3 Modelado de bases de
conocimiento. Se procesarán los datos
provenientes de las plataformas sociales
para extraer los conceptos semánticamente
más relevantes, las relaciones entre ellos y
construir de forma incremental una base
de conocimiento espećıfica del dominio. En
el ejemplo de las elecciones, tras analizar
los contenidos extráıdos, podŕıan aparecer
términos relacionados como sanidad, trabajo
o inmigración, evitando expresiones más
genéricas como propuesta, debate o partido
poĺıtico.

PASO 4 . Generación de contenido para el
robot. Basándose en el modelo definido en
el Paso 3, el robot será capaz de mantener
el contexto de la interacción mediante, por
ejemplo, respuestas a preguntas o comentar-
ios relacionados con lo que dice el usuario.
Continuando con el ejemplo de las elecciones,
el robot podŕıa seleccionar el término im-
puestos y otros relacionados con este para ar-
ticular un discurso del tipo “acabo de ver que

los impuestos se han convertido en el quinto
problema nacional”.

PASO 5 Actualización de las bases de
conocimiento. Este paso permitirá que los
modelos generados en el Paso 3 se mantengan
actualizados en función del nuevo contenido
publicado en las redes sociales en tiempo real.
Por ejemplo, si un partido publica una nueva
propuesta en las redes sociales, el modelo se
actualizaŕıa y el discurso del robot se am-
pliaŕıa incluyendo la nueva información. Para
la actualización es importante considerar que
se parte de una versión ya existente del mod-
elo y se pretende llevar a cabo una extensión,
por lo que no seŕıa necesario generar el mod-
elo desde cero cada vez.

4 Tecnoloǵıas propuestas

La metodoloǵıa propuesta requiere emplear dis-
tintas tecnoloǵıas para poder responder a los
diferentes objetivos que aqúı se plantean. A
continuación, se presenta una panorámica de
distintas soluciones tecnológicas que se podŕıan
aplicar a cada una de las etapas propuestas en
la metodoloǵıa.

PASO 1 Identificación de los temas de in-
terés del dialogo en curso. Para poder
identificar el tema que se está tratando en un
dialogo, se pueden aplicar técnicas clásicas de
mineŕıa de datos como por ejemplo el análisis
sintáctico (del inglés, Part-Of-Speech) [39], el
reconocimiento de entidades nombradas (del
inglés, Named-entity recognition) [40] o la fre-
cuencia de cada uno de las palabras en los
documentos [31]. También existen técnicas
del área del aprendizaje profundo que per-
miten la identificación de los temas de in-
terés a partir de conversaciones, como pueden
ser los modelos de lenguaje pre-entrenados
BERT [41], GPT-2 [42] o BlenderBot 2 (BB2)
[43].

PASO 2 Extracción y filtrado de datos de
las plataformas sociales. Para la ex-
tracción de los datos publicados en las re-
des sociales se utilizan las libreŕıas propias de
cada plataforma. Entre ellas, cabe destacar
la de Twitter [44] que permite recopilar men-
sajes a partir de un término de búsqueda
aśı como acceder a los datos del autor o au-
tora. Además, la información ofrecida por
las propias redes sociales necesita ser filtrada
para mensajes que no cumplan con un con-
junto de reglas preestablecidas, como puede
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PASO 1
temas
de interés

extracción
de datos

comunicación
verbal

n modelo de 
conocimiento

PASO 2 PASO 3

PASO 5

PASO 4

Figura 1: Metodoloǵıa propuesta en 5 pasos

ser una secuencia determinada, evitar en-
laces, emoticonos u otro contenido multime-
dia, reenv́ıo de mensajes ya publicados, entre
otras.

PASO 3 Modelado de bases de
conocimiento. En este paso se podŕıan
utilizar distintas soluciones del campo del
aprendizaje automático. Una primera
aproximación seŕıa la de construir una base
de conocimiento partiendo de los datos
obtenidos en el PASO 2. Por ejemplo, se
podŕıa analizar el conjunto de datos extráıdos
de las redes sociales para identificar concep-
tos y relaciones semánticamente relevantes
respecto a un tema de interés y modelarlos en
una ontoloǵıa o taxonomı́a [45]. Una segunda
aproximación seŕıa entrenar un modelo con
los textos coleccionados en el paso anterior.
En esta ĺınea, se podŕıa hacer un ajuste fino
de los modelos pre-entrenados BERT [41] o
GPT-2 [42] con la información extráıda y
filtrada de las RRSS. Además, esos modelos
pueden actualizarse con información externa.
En este ámbito, Wizards of Wikipedia [46]
es uno de los primeros ejemplos de uso de
la información incluida en Wikipedia para
aportar conocimiento a una conversación.
Los modelos BlenderBot 2 (BB2) [43] o
SeeKeR [47] realizan búsquedas directamente
en Internet para obtener nuevos datos y aśı
utilizar nuevo contenido.

PASO 4 . Generación de contenido para el
robot. A partir de los modelos obtenidos
en el PASO 3, el robot tiene que ser ca-

paz de generar las expresiones a utilizar.
En el caso de usar modelos pre-entrenados
y posteriormente ajustados, el propio mod-
elo va a ofrecer las frases que tiene que
decir el robot. Sin embargo, si partimos
de una base de conocimiento, podemos uti-
lizar las técnicas propias más recientes del
área de la generación de lenguaje natural
basadas en aprendizaje profundo [48]. Al-
gunas de estas son, utilizando su nombre en
inglés, Recurrent Neural Networks Seq2Seq,
Transformer, Attention Mechanism, Copy
and Pointing Mechanisms, Generative Adver-
sarial Networks, Memory Network, o Graph
Neural Network. Además, también pode-
mos partir de los textos recopilados y utilizar
técnicas para la generación de paráfrasis, que
han sido recientemente probadas en robots so-
ciales [49].

PASO 5 Actualización de las bases de
conocimiento. Para mantener un dialogo
actualizado, se propone un sistema de mode-
los o bases de conocimiento en cache, que per-
mitan mantener la conversación, mientras en
paralelo se actualiza el modelo con los nuevos
contenidos que se obtengan de las publica-
ciones más recientes en las RRSS.

5 Retos

La metodoloǵıa propuesta plantea una serie de re-
tos relacionados con el desarrollo de un sistema
de diálogo que sea capaz de establecer y mantener
una conversación fluida, natural e interesante en-
tre un robot y un usuario. Uno de los mayores
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retos que nos encontramos en este ámbito es el id-
ioma de los diálogos, que en este caso es el español.
Teniendo en cuenta que la mayoŕıa de las her-
ramientas y los modelos disponibles se encuentran
en inglés, a la hora de trabajar en español exis-
ten dos posibles aproximaciones: (i) utilizar her-
ramientas de traducción automática para adaptar
los sistemas existentes a español, y (ii) desarrollar
herramientas o entrenar modelos directamente en
español. En la primera aproximación podŕıamos
aprovechar la enorme potencia de las herramien-
tas y modelos existentes aunque podŕıamos tener
problemas con la calidad de las traducciones. En
la segunda aproximación, podŕıamos incluir el vo-
cabulario, la semántica y la gramática del español
directamente en las herramientas y modelos pero
la potencia de estos sistemas seŕıa mucho menor
por los grandes requisitos de datos y capacidad de
cómputo para realizarlos.

Otro reto importante es la capacidad para man-
tener los modelos actualizados. Aunque sigamos
la aproximación de modelos cacheados propuesto
anteriormente, los pasos de la metodoloǵıa pueden
requerir de tiempos importantes. Por lo tanto,
la frecuencia de estas actualizaciones será cŕıtica
para mantener actualizados nuestros modelos y
bases de conocimiento, sin perjudicar la calidad
de la interacción humano-robot.

Por último, la calidad de los datos extraidos va
a determinar la calidad de los modelos o bases
de conocimiento utilizadas. Por lo tanto, la ex-
tracción de contenido poco fiable, que haga uso de
un lenguaje incorrecto o inadecuado, puede afec-
tar en gran medida a la calidad de la interacción.
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English summary

USING SOCIAL MEDIA MINIG
TO IMPRPOVE THE INTERAC-
TION WITH A SOCIAL ROBOT, A
PROPOSAL

Abstract

Currently, the interaction capabilities of
social robots are limited and, especially
in long-term interactions, the human-robot
dialogues can be perceived as predictable,

repetitive, and unnatural. This situation
can lead the user to lose interest in the
robot. If we want to bet on a success-
ful and long-lasting coexistence, it is nec-
essary to provide robots with more varied
discourses that can adapt to the chang-
ing needs of the users. This contribution
proposes a methodology that combines data
mining and machine learning techniques to
dynamically define the robot’s verbal com-
munication through the content published
on social networks. We propose to extract
useful information from social networks to
build knowledge models based on the con-
text of the interaction so that it changes
according to the published information.

Keywords: Social Robotics, Social Media
Mining, Dialogue Management, Human-
Robot Interaction.
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