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Resumen

Este art́ıculo presenta la base de datos abierta
TRAM-FPV Racing, la cual ha sido generada a
partir de un conjunto de vuelos indoor realizados
con drones de carreras en la Universidad de Cran-
field (UK), concretamente en el Flight Arena, uno
de los campos de vuelo indoor más grandes del
mundo con fines académicos y de investigación. La
base de datos que se presenta, incorpora la infor-
mación de posición y orientación en el espacio de
cinco modelos de drones de carreras, empleando
un sistema de medición óptico (OMS). Además,
incluye las lecturas de los acelerómetros, girosco-
pios y ángulos de heading registrados por los sen-
sores de las unidades inerciales (IMU). Estas ba-
ses de datos, frecuentemente, son empleadas para
el desarrollo y el ajuste de los algoritmos de fusión
sensorial que incorporan los drones para la estima-
ción de su vector de estados actual. No obstante,
su campo de aplicación es muy amplio, pudiendo
ser empleadas, por ejemplo, para el desarrollo de
los modelos matemáticos no lineales de los drones
o para la generación de trayectorias.

Palabras clave: Drones de carreras, Base de
datos, Trayectorias, Guiado, Optimización, GPS,
IMU, Navegación, Autónomo, Simulación.

1. Introducción

Existen múltiples bases de datos que incorporan
datos experimentales procedentes de pruebas de
vuelo de veh́ıculos autónomos, generalmente deno-
minados como drones. La tabla 1 muestra algunos
ejemplos de bases de datos.

Tabla 1: Diferentes Bases de datos
Base de datos BD1 BD2 BD3 BD4 BD5
Tipo de chasis Quad SY130 Hexa SY300 Quad SY-MAV Quad SY Quad SY250

Cantidad de veh́ıculos 1 1 1 1 1
Secuencias de vuelo 186 11 1 4 27
Interior/sensores IMU/OMS IMU/OMS NO NO IMU/OMS
Exterior/sensores GPS NO GPS/IMU GPS/IMU GPS/IMU

Captura v́ıdeo/imagen Śı Śı Śı Śı Śı

Área utilizada 11, 0x11, 0 m2 1, 5x1, 0 m2 Urbana Exterior 3, 0x1,5 m2

En general, los datos experimentales disponibles se
suelen emplear para desarrollar, ajustar y validar

algoritmos de estimación, control, guiado y nave-
gación para este tipo de dispositivos. Las bases
de datos citadas, presentan distintas caracteŕısti-
cas diferenciadoras, como, por ejemplo, la Black-
bird (BD1) [2], la cual almacena información de
aeronaves con velocidades de vuelo med́ıas cerca-
nas a los 7,0m

s . La base de datos EuRoC (BD2)
[7] destaca por utilizar un sistema láser para el
seguimiento de los veh́ıculos con el objetivo de
mejorar las medidas. La Urban Mav (BD3) [44]
tiene como peculiaridad que sus datos proceden
de vuelos en zonas urbanas, mientras que la ba-
se de datos KumarRobotics (BD4) [68] contiene
un archivo de Matlab que alinea sus medidas de
GPS con un sistema de odometŕıa. Por último, la
UZH-FPV (BD5) [15] se caracteriza por incluir la
información de las cámaras FPV que incorporan
los drones de carreras.

Las mediciones registradas en estas bases de datos
suelen realizarse con un solo tipo de dron, princi-
palmente registrando información de señales sate-
litales y lecturas de sensores inerciales y/o siste-
mas de medida externos al dron [8, 26, 30]. Asimis-
mo, los drones empleados suelen ser de propósito
general y no suelen estar particularizadas para una
aplicación claramente definida.

Sin embargo, los drones de carreras han irrum-
pido con fuerza en el ámbito cient́ıfico, pudiendo
encontrar numerosos trabajos relacionados con su
comportamiento dinámico [9, 41]. Estos estudios
constatan la existencia de cuestiones abiertas en el
ámbito de su diseño estructural, dinámica de vuelo
y su control autónomo en ambientes con obstácu-
los estáticos o dinámicos. Por ello, han empezado
a desarrollarse nuevas bases de datos con informa-
ción de este tipo espećıfico de drones, los cuales se
caracterizan principalmente por su dinámica rápi-
da y agresiva comparada con los drones tradicio-
nales [58].

Este art́ıculo presenta la base de datos abierta
TRAM-FPV Racing, la cual ha sido creada pa-
ra poder estudiar en detalle el comportamiento
dinámico de drones de carreras. En la sección 2, se
realiza una breve introducción al sistema de visión
empleado para la sensorización del movimiento y
orientación 3D. En la sección 3, se describe la ca-
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libración y configuración del Flight Arena, donde
se han realizado los experimentos, junto con los
drones de carreras empleados y la descripción de
los esquemas básicos de control que integran estos
drones. La sección 4, detalla el procedimiento de
vuelo, mientras que la sección 5 describe la estruc-
tura de la base de datos. Finalmente, la sección 6
presenta las conclusiones más relevantes del tra-
bajo.

2. Sistemas de sensorización de
posición y orientación 3D para
drones.

Un sistema dotado de la capacidad para planificar
su trayectoria de vuelo y posteriormente ejecutarla
sin la intervención humana, según ciertos estánda-
res de seguridad, es un veh́ıculo aéreo autónomo
[10]. Si, además, durante el recorrido de esas tra-
yectorias autónomas, el veh́ıculo aéreo detecta ob-
jetos, evita posibles colisiones y re-calcula su tra-
yectoria realizando distintas maniobras de vuelo,
entonces, el veh́ıculo, se dice, que navega autóno-
mamente [4]. Para conseguir que un veh́ıculo aéreo
se comporte de manera autónoma, es necesario
combinar las medidas de distintos tipos de sen-
sores, generalmente denominado fusión sensorial
[21, 69]. Esta combinación de información es ne-
cesaria para la estimación de estados, el control
y estabilización, la navegación y el guiado de la
aeronave [34, 61].

La información contenida en estas bases de da-
tos suele contener datos de los sistemas de posi-
cionamiento global (GNSS), cuando los vuelos se
han realizado en espacios abiertos. Aśı como re-
gistros de los sensores del sistema de navegación
inercial e, incluso, secuencias de v́ıdeo para el guia-
do autónomo de la aeronave [17, 29, 49]. De igual
forma, existen bases de datos que incorporan in-
formación de otro tipo de sensores, por ejemplo,
sensores láser o ultrasónicos para detectar objetos
o marcadores en el entorno de navegación [46]. A
continuación, se detallan algunos de los sensores
empleados para medir la posición y orientación de
las aeronaves, tanto embarcados como externos a
los veh́ıculos:

Sistemas de posicionamiento Global (GNSS).
Están formados por satélites artificiales
(constelación de satélites) que env́ıan señales
de radio (EMS) [45]. Estos sistemas calcu-
lan el tiempo que tarda en llegar la onda
a un receptor para determinar la posición
[42, 45, 72]. Sin embargo, la fiabilidad de los
datos se ve afectada por distintos factores, in-
crementándose el ruido en la señal notable-
mente [27, 35, 52]. Entre estos sistemas se

encuentran el NAVSTAR-GPS, GLONASS,
IRNSS, GALILEO y BEI-DUO.

Información de los sistemas de navegación
inerciales (INS). Estos sistemas están abor-
do del veh́ıculo y utilizan unidades o senso-
res inerciales (IMU), están compuestos por
acelerómetros, giroscopos y magnómetros [16,
53, 59]. Para determinar la posición y orien-
tación, las medidas de estos sensores se com-
binan utilizando distintos algoritmos, como,
por ejemplo, el filtro extendido de Kalman
(EKF).

Información de sistemas que procesan imáge-
nes (IMS). Estos sistemas se encuentran abor-
do del veh́ıculo y utilizan los distintos tipos
de cámaras para estimar la posición y oriten-
tación del objeto. Los sensores de las cáma-
ras capturan el desplazamiento mediante su-
cesiones de imágenes que son procesadas di-
gitalmente y analizadas utilizando diferentes
métodos o algoritmos [5, 28, 73], consecuen-
temente, el reconocimiento de imágenes en
tiempo real requiere de una alta definición,
además de cámaras de alta velocidad y reso-
lución.

Información de los sistemas acústicos (UMS).
Estos sistemas determinan la localización del
objeto mediante ondas ultrasónicas que via-
jan por el aire. Están compuestos de un trans-
misor de la señal que es fijado en un punto
en el entorno de la navegación, mientras que
el receptor se encuentra abordo del veh́ıculo
[19, 63].

Información de los sistemas que combinan
sensores ópticos y electrónicos (OMS). Estos
sistemas están compuestos de un conjunto de
cámaras y marcadores. Las cámaras se ubi-
can en el entorno de la navegación, no están
abordo del veh́ıculo, y detectan la luz de un
marcador que ha sido recubierto con material
luminiscente y que se fija al veh́ıculo. Para
estimar la posición y la orientación del obje-
to es necesario un mı́nimo de dos cámaras,
es decir, siempre que dos sensores (cámaras)
detecten o reconozcan el marcador es posible
reconstruir la posición del veh́ıculo [20, 25].
La fiabilidad de los datos viene determinada
por el número de cámaras, su ubicación y la
intensidad de la luz en el ambiente [12, 31].

Cabe destacar que en situaciones de ausencia de
medidas GNSS [1, 11, 40], o en contextos que de-
mandan un alto rendimiento dinámico [14, 60, 67]
con elevada precisón de posicionamiento y orienta-
ción, se emplean los sistemas OMS [3, 18, 24, 48].
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Asimismo, debido a las dinámicas rápidas que pre-
sentan los drones de carreras, resulta imprescin-
dible la utilización de sistemas OMS para poder
estudiar con precisión su comportamiento [37, 50].

3. Configuración del sistema de
experimentación para la base de
datos TRAM-FPV RACING

Para realizar una secuencia de vuelo correctamen-
te, es necesario la preparación de la arena de vuelo,
los equipos de medición respectivos y los modelos
de drones que se usarán para las pruebas de vuelo.

3.1. Descripción y configuración de la
arena de vuelo.

El emplazamiento donde se han realizado las prue-
bas es el Flight Arena de la Universidad de Cran-
field en UK.

Figura 1: Flight Arena Universidad de Cranfield

Las dimensiones en planta de la arena se muestran
en la figura 1, siendo la altura máxima de 10 m
en todo el recinto. Por otro lado, el recinto está
equipado con 30 cámaras Vicon [75]. Las cámaras
están ubicadas a 10 m de altura y una separación
de 1, 5 m aproximadamente.

Figura 2: Cámaras Vicon. Vantage y Vero

La transmisión de datos se realiza mediante Ether-

net, empleando el protocolo de comunicación
TCP/IP gestionado por el sofware tracker [74].

Las cámaras son del tipo Vicon Vantage y Vero
(ver figura 2). Estas cámaras pueden capturar el
movimiento entre 250 y 1070 FPS, siendo el cam-
po de visión entre 40 y 57 grados. Por otra parte,
la resolución oscila entre 1, 3 y 5, 0 megapixeles,
según la calibración del volumen, el área efecti-
va de vuelo y la cantidad de frames por segundo
requeridos para el experimento.

Figura 3: Arena efectiva de vuelo

La figura 3 muestra el área efectiva de medición
después de las calibraciones realizadas. Se debe
tener en cuenta que la norma ASTM E3064 rela-
ciona la capacidad de las cámaras para procesar
las imágenes sin filtrar ni post-procesar los datos.
En concreto, cuando se trata de la concordancia
entre el resultado de un ensayo y el valor de refe-
rencia aceptado, además de la concordancia entre
resultados de ensayos independientes obtenidos en
condiciones estipuladas (según ISO3534 : 2014),
el software Vicon-tracker logra capturar 41993 fo-
togramas por segundo, con una precisión de 0, 017
mm, según el método de pruebas estándares para
evaluar el rendimiento de los sistemas de segui-
miento óptico que miden seis grados de libertad
de posición y orientación (ASTM E3064).

No obstante, el error relativo entre la posición de
las cámaras y el origen del área efectiva de vuelo
viene dado por el proceso de calibración junto a las
condiciones ambientales de luz durante la pruebas.
Por ello, teniendo en cuenta las condiciones en las
que se realizaron los experimentos, se aceptó un
rango promedio de 0, 1 mm por cada uno de los
ejes coordenados.
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3.2. Descripción y configuración de los
drones de carreras empleados.

En esta base de datos se ha tenido en considera-
ción la estructura geométrica de 5 tipos de drones
de carreras. Estos drones tienen comportamientos
dinámicos distintos según su geometŕıa (airframe)
[9], las cuales se definen como simétricas (SY), no
simétricas (NSY) o h́ıbridas (HS).

Figura 4: Geometŕıa de drones de carreras

En la figura 4, las geometŕıas simétricas (SY) re-
presentan una distancia angular entre brazos su-
periores e inferiores igual a 90 grados y distancia
entre ejes de motores igual a 210 y 250 miĺımetros
(mm). La distancia angular de las estructuras no
simétricas (NSY) está comprendida entre 80 y 65
grados y la distancia entre ejes de motores entre
210 y 230 mm. Los estructuras h́ıbridas tienen una
distancia angular entre brazos superiores igual a
80 grados y brazos inferiores de 90, mientras que
la distancia entre ejes es 250 mm.

Tabla 2: Configuración de la plataforma de vuelo
Componentes Descripción
Airframe SY, NSY, HS
Variador ESC 55 Amperios - Tmotor
Controladora F7 - Tmotor
Tarjeta de video Viva FPV - Tbs
Receptor mando R-XSR - FrSKY
Antenas Emax lineales
Bateŕıa 6s - 4s
Hélices 5147 - Tmotor
Motores Tmotor F60PRO 1950-2550 Kv
Firmware Betaflight

Todos los drones de carreras fueron equipados con
los mismos componentes electrónicos, grupo motor
y la alimentación como se observa en la tabla 2.
Además, algunos de los drones empleados para los
experimentos se muestran en la figuras 5, 6 y 7.

Cabe destacar que los parámetros geométricos de
estos modelos de drones de carreras fueron intro-
ducidos en el firmware de cada una de las 5 contro-
ladoras de vuelo. Las ayudas para la navegación y
el control de estabilidad fueron configurados bajo
las mismas condiciones para realizar los experi-
mentos [9]. Además, los ajustes relacionados con
el recorrido de las palancas del radio-control fue-
ron fijadas a sus valores por defecto.

Figura 5: Modelo h́ıbrido - HS.

Figura 6: Modelo simétrico - SY.

Figura 7: Modelo no simétrico - NSY.
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Figura 8: Ubicación de los marcadores en el dron
de carreras.

Con el objetivo de capturar las trayectorias de
vuelo de la forma más precisa, sobre cada uno
de los frames se ubicaron cinco marcadores esféri-
cos y luminiscentes de 14 mm de diámetro como
muestra la figura 8. Además, se ubicaron en posi-
ciones no simétricas con una distancia mı́nima de
10 mm. Esto garantiza que el sistema OMS pueda
reconstruir con mayor rapidez la posición de los
marcadores durante el movimiento.

3.3. Esquema de control de los drones
empleados

Las bases de datos como la TRAM-FPV Racing
son integradas entre varios niveles de control para
fusionarse con las diferentes lecturas de los senso-
res. Esto es para entrenar los movimientos de los
drones de carreras autónomos o para validar sus
comportamientos en espacios cerrados bajo ciertas
condiciones de seguridad. [23, 32, 36].

La figura 9 muestra una esquema o arquitectu-
ra de control básica para dos drones de carreras
en un entorno controlado. Muestra como la infor-
mación de traslación y rotación obtenida de los
sistemas ópticos (Cámaras Vicon), reemplazan la
información que suele suministrar un sistema sa-
telital más inercial para la navegación autónoma.
Además, muestra las posibles interacciones de es-
tos datos con los módulos de la arquitectura de
control en un entorno para detectar, evadir o pasar
a través de obstáculos de ellos y evitar colisiones.

En general, emplear los datos directos del sistema
de visión suele ser un uso recurrente [51, 70, 71].
Esto permite la gestión de posibles obstáculos

Figura 9: Alternativas Vicon

[39, 55, 56] bien sea para detectarlos y/o evadirlos
durante una trayectoria de vuelo.

Algunos de los algoritmos relacionados con estas
estrategias para la gestión de obstáculos son la
localización precisa, localización simultánea con
imágenes (SLAM), LiDAR, odometŕıa entre otras
que incluyen la clasificación y extracción de imáge-
nes precargadas en bases de datos para el recono-
cimiento de entornos dinámicos.

4. Secuencias de vuelo

En primer lugar, antes de comenzar los vuelos, es
necesario ajustar las frecuencias de muestreo de
los sensores de las cámaras Vicon y los sensores
inerciales (IMU) según el área efectiva de vuelo
(ver figura 3), aśı como los errores relativos de
medición.

En el caso de las cámaras Vicon, las secuencias
de vuelo fueron capturadas a 250 FPS mientras
que la captura de datos recogidos por los sensores
inerciales (IMU) de la controladora embebida en
el dron de carreras fue realizada a 500 Hz. Esta
calibración se realizó cada 10 vuelos y fue admitido
un error de calibración menor a 0,1%, además,
estas secuencias de vuelo fueron sincronizadas con
grabaciones de v́ıdeo por cada una de las pruebas
realizadas.
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Figura 10: Entorno Vicon Tracker.

Cabe destacar que se empleó el software Tracker
(ver figura 10) para que coincidieran el sistema de
referencia del objeto con el sistema de referencia
inercial del volumen de la arena, es decir, se ajustó
el origen de coordenadas del objeto según coorde-
nadas NED respecto al sistema de referencia de
las cámaras.

La grabación de los datos puede comenzar después
de calibrar el área efectiva de vuelo. El procedi-
miento de calibración depende de las condiciones
de luz junto a los parámetros de las cámaras, y
es efectiva cuando el software tracker registra los
márgenes de errores admisibles. Posteriormente,
el piloto activará los sensores de la IMU del dron
para iniciar la prueba de vuelo.

Figura 11: Flight Arena Universidad de Cranfield.
Distancias y trayectorias realizadas.

Cada prueba tuvo una duración entre 2, 5 y 3, 0
minutos de vuelo aproximadamente. Se realizarón
30 pruebas por cada uno de los drones utilizados,
para un total de 150 pruebas realizadas. Lo que

equivale a un rango entre 75 y 90 horas de vuelo
efectivas por cada dron utilizado, almacenadas en
la base de datos TRAM-FPV.

Todas las cámaras de la arena de vuelo (figura 11)
fueron direccionadas hacia las trayectorias realiza-
das por el dron de carreras, de tal manera que al
menos tres cámaras pudiesen detectar un marca-
dor durante las rotaciones o los giros, al final de los
18 metros realizados y al inicio de la trayectoria.

5. Estructura de la base de datos
TRAM-FPV.

Los datos de los experimentos fueron almacenados
en una base de datos y esta se encuentra alojada
en un repositorio para tal fin de la Universidad
de Cranfield. Esta base de datos es abierta y está
disponible en la referencia bibliográfica [76].

Figura 12: Arbol de carpertas de la base de datos
TRAM-FPV Racing.

La base de datos TRAM-FPV Racing está com-
puesta por 3 carpetas según la geometŕıa de los
drones de carreras (SY, NSY y HS) y una carpeta
adicional que relaciona las distribuciones de masa
y distintos momentos de inercia de cada uno de
los modelos utilizados, organizada igualmente en
tres subcarpetas según las geometŕıas de los dro-
nes (Ver figura 12).

En el interior de las tres primeras carpetas SY,
NSY y HS se encuentran otras 3 subcarpertas lla-
madas test1, test2, test3, salvo para el caso de la
carpeta SY que está compuesta de 4 tests. Asi-
mismo, en el interior de cada subcarperta test,
se encuentran 3 tipos de archivos: Un archivo de
v́ıdeo en formato WEBM y dos archivo de excel -
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CSV. Los archivos CSV que arroja el software Vi-
con están llamados por el número de bateŕıa des-
de cero hasta el 9, y los archivos CSV que arroja
la IMU están llamados por el número de bateŕıa
igualmente y la sigla bbl.

Los archivos CSV-IMU contienen 11 columnas por
90000 filas aproximadamente y están organizadas
como en la tabla 3. Esta tabla tiene la descripción
de 3 rotaciones, 3 aceleraciones y 3 ángulos de hea-
ding según los ejes coordenados (X, Y Z). Por otro
lado, se debe tener en consideración que las magni-
tudes de las aceleraciones y el ángulo de heading
son valores crudos (RAW) según el recorrido de
la palanca del mando, entonces, sus equivalencias
son: 2048 unidades de aceleraciones es equivalente
a una unidad de gravedad (1g). Además, los da-
tos son suavizados mediante un filtro de paso ba-
jo, donde una unidad de Heading es equivalente a
58, 1 grados.

Tabla 3: Base de datos IMU
Columna Descripción Magnitud Error (%)

1 loopIteration < 1,284,656
2 Time local µs
3 Rotación eje alabeo deg/s < 0, 01
4 Rotación eje cabeceo deg/s < 0, 01
5 Rotación eje guiñada deg/s < 0, 01
6 Aceleración eje X raw < 0, 1
7 Aceleración eje Y raw < 0, 1
8 Aceleración eje Z raw < 0, 1
9 Heading alabeo raw < 0, 09
10 Heading cabeceo raw < 0, 09
11 Heading guiñada raw < 0, 09

Tabla 4: Base de datos OMS-Vicon
Columna Descripción Magnitud Error (%)

1 Frames fps < 0,017
2 Subframes 0 NA
3 RX rotación eje X rad 0,397− 0,79
4 RY rotación eje Y rad 0,397− 0,79
5 RZ rotación eje Y rad 0,397− 0,79
6 TX Traslación eje X mm < 0, 149
7 TY Traslación eje Y mm < 0, 149
8 TZ Traslación eje Z mm < 0, 149

Los archivos CSV-Vicon contienen 8 columnas con
aproximadamente 50000 filas y están organizadas
como muestra la tabla 4. Esta tabla contiene 3 ro-
taciones (RX, RY, RZ) y 3 traslaciones(TX, TY,
TZ), además de la velocidad de captura de infor-
mación o FPS. Notar que el orden de rotación es
helicoidal, esto es que la rotación es relativa a la
posición del marcador en los diferentes instantes
de tiempo (roto-traslación) y puede ser transfor-
mada a cualquier otro tipo de rotación no ins-
tantánea como las de Euler o expresiones en cua-
terniones. Los errores relacionados en la tabla son
coeficientes porcentuales de variaciones arrojadas
por el software tracker, para mediciones más pre-
cisas se debe consultar [48].

Figura 13: Lecturas IMU sincronizadas con v́ıdeo.

En los archivos de v́ıdeo WEBM (figura 13) es
posible visualizar el comportamiento de los giros-
copios en la parte superior y acelerómetros en la
parte inferior mientras se realizaron las pruebas de
vuelo. Estas secuencias de v́ıdeo se han sincroni-
zado con dichos comportamientos y de esta forma
se pueden apreciar los cambios de las señales de
los ángulos de manera sincronizada.

6. Conclusiones

Este trabajo presenta la base de datos TRAM-
FPV que contiene información real de vuelo de 5
modelos de drones de carreras. La diversidad de
datos relacionada con las distribuciones de ma-
sa junto a la información de posición y rotación
la convierte en una de las fuentes de información
más completa que se pueden encontrar en reposi-
torios abiertos (Ver tabla 5). Además, dado que
incorpora 30 secuencias de vuelo por cada uno de
los modelos utilizados, para un total de 150 entre
todos los modelos, garantiza la integridad y cohe-
rencia de los datos.

Tabla 5: Caracteŕısticas de la Base de datos
Base de datos TRAM-FPV Racing
Tipo de chasis SY, NSY, HS

Cantidad de veh́ıculos 5
Secuencias de vuelo 150
Interior/sensores IMU/OMS
Exterior/sensores NO

Captura v́ıdeo/imagen Śı

Área utilizada 20x20 metros

La incorporación de 5 modelos contribuye con una
caracterización más precisa de los diferentes enfo-
ques de diseño en los que la base de datos TRAM-
FPV RACING pueda ser empleada. Enfoques ba-
sados en la geometŕıa de sus estructuras para im-
plementar algoritmos de control, permite la carac-
terización y el desarrollo de modelos aerodinámi-
cos propios de drones de carreras.

Esta base de datos pretende continuar expandien-
do el interés por el desarrollo de sensores para dro-
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nes de carreras autónomos. Sensores que sean ca-
paces de percibir las dinámicas t́ıpicas de un dron
de carreras radio-controlado y que puedan ser im-
plementados en drones de carreras autónomos.

Finalmente, el gran volumen de datos junto con
la precisión que presentan, permite ser empleada
para el diseño y ajuste de modelos, algoritmos de
estimación, navegación y guiado.
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English summary

THE TRAM-FPV RACING Open
Database. Sequences complete in-
door flight sequences for the study of
racing drones.

Abstract

This paper presents the TRAM-FPV Ra-
cing open database, which has been genera-
ted from a set of indoor flights performed
with racing drones at Cranfield University
(UK), specifically at the Flight Arena, one
of the largest indoor flight fields in the
world for research purposes. The database
incorporates the position and orientation
information in space of five racing drone
models, using an optical measurement sys-
tem (OMS). It includes readings from acce-
lerometers, gyroscopes, and heading angles
recorded by inertial unit (IMU) sensors.
These databases are frequently used for the
development and adjustment of the sensor
fusion algorithms incorporated in the dro-
nes to estimation of their current state vec-
tor. However, their field of application is

very wide, being able to be used, for exam-
ple, for the development of the nonlinear
mathematical models of the drones or for
the generation of trajectories.

Keywords: Racing drone, Database, Tra-
jectories, Guidance, GPS-denied, IMU,
Navigation, Autonomous, Simulation..
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