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Resumen

Este trabajo se centra el desarrollo de modelos de
árboles de regresión para predicción de pH y su
control en fotobiorreactores raceway. Se han ob-
tenido árboles capaces de estimar los parámetros
del modelo a partir de los cuales se puede prede-
cir el valor del pH para fotobiorreactores de aguas
limpias. Los modelos emplean datos relativos a las
condiciones a las que se encuentra sometido el cul-
tivo, tales como radiación global, temperatura del
medio y nivel del cultivo. Los resultados obtenidos
validan el uso de estas técnicas para el modela-
do de procesos biológicos, proporcionando modelos
precisos, sencillos y de rápida ejecución. Dichos
modelos se han utilizado para diseñar un control
PI adaptativo del pH en este tipo de reactores,
siendo evaluados en simulación.

Palabras clave: Microalgas, modelado, reactores
abiertos, control adaptativo.

1. Introducción

Una ĺınea de investigación que ha cobrado mucha
importancia en los últimos años es la referida a la
producción de microalgas a escala industrial. Las
microalgas son microorganismos fotosintéticos con
la capacidad de crecer y reproducirse en entornos
sin agua limpia o suelo fértil. Además, contribuyen
enormemente en la lucha contra el calentamiento
global del planeta, pues capturan enerǵıa solar y
producen una gran cantidad de ox́ıgeno, además
de convertir fuentes carbónicas como el CO2 en
biomasa [5].

Para esto, necesitan un aporte adicional de nu-
trientes tales como carbono, nitrógeno y fósforo.
El carbono se suministra mediante inyección de
CO2, puesto que también sirve para regular el pH
del sistema. Los nutrientes restantes pueden apor-
tarse de forma directa, introduciéndolos en solu-
ciones al medio acuoso, o ser absorbidos del propio
medio, puesto que el nitrógeno y el fósforo son los
principales contaminantes de las aguas residuales,
por lo que este proceso se convierte también en
una solución al tratamiento de estas. Además, las

microalgas pueden utilizarse en la elaboración de
productos de alto valor en el campo de la cosméti-
ca, nutrición humana o alimentación animal [5].

El fotobiorreactor en el que se producen las mi-
croalgas es un factor clave, dado que la comple-
jidad del control del sistema dependerá de su di-
seño y forma de operación. Se pueden utilizar fo-
tobiorreactores cerrados, que presentan una ba-
rrera f́ısica que separa el cultivo con el ambiente
que lo rodea, por lo que las microalgas no están
expuestas a fuentes de contaminación externas.
Entre ellos se encuentran los reactores tubulares.
Por otro lado, se encuentran los fotobiorreacto-
res abiertos, siendo los raceway los más exten-
didos. Requieren una inversión considerablemen-
te menor, puesto que son estructuralmente más
sencillos y precisan de materiales menos costosos,
pero están sometidos a una continua contamina-
ción al estar abiertos al ambiente. Estos últimos,
además, presentan un fácil escalado y un bajo con-
sumo energético [5].

La tasa de crecimiento de las microalgas viene de-
terminada por un factor principal, que es la dis-
ponibilidad de luz y depende en gran medida de
la concentración del cultivo y el nivel del medio.
Además, este término viene ponderado por otros
tres que representan la temperatura, el pH y el
ox́ıgeno disuelto y cuyos valores se encuentran nor-
malizados entre 0 y 1 [1].

La influencia de la temperatura y el pH son muy si-
milares, ambos presentan un valor óptimo en torno
al cual la tasa de crecimiento es máxima, pero fue-
ra de ese valor la tasa decrece drásticamente. En
cuanto al ox́ıgeno disuelto, hay un valor a partir
del cual la tasa de crecimiento desciende. El pH es,
entre todas las variables a controlar, la más cŕıtica
y complicada, pues la producción de la fotośıntesis
provoca variaciones continuas [7].

El pH suele controlarse mediante algoritmos clási-
cos todo/nada durante el d́ıa, sin tener en cuen-
ta la dinámica del sistema ni las perturbaciones
del proceso. Esto se debe principalmente a que,
al tratarse de un sistema biológico, es muy dif́ıcil
obtener un modelo sencillo que refleje adecuada-
mente el comportamiento del mismo. Si se quiere
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capturar correctamente la dinámica se debe tra-
bajar con modelos muy complejos que dificultan
el desarrollo de los algoritmos de control [1, 7].

En la literatura se pueden encontrar multitud de
modelos, cuya complejidad vaŕıa enormemente de
acuerdo a los objetivos de los mismos [2, 3, 4, 8].

Actualmente, es necesario llegar a un balance en-
tre la complejidad del modelo de pH y la dificul-
tad para desarrollar algoritmos de control. Por un
lado, modelos muy complejos reflejan con mucha
exactitud el comportamiento del sistema tanto es-
pacial como temporalmente, pero dificultan el di-
seño de controladores. Por el otro, modelos muy
simples facilitan el diseño de los algoritmos de con-
trol pero su excesiva sencillez provoca un modela-
do del sistema poco exacto y la pérdida de eficacia
de los controladores cuando se presentan condi-
ciones ambientales distintas a las que hab́ıa a la
hora de obtener el modelo, por lo que estos mo-
delos tendŕıan que ser constantemente calibrados
para ajustarse a la enorme variedad de condicio-
nes ambientales que se presentan, que tienen una
gran influencia sobre la dinámica del sistema.

Es por las razones expuestas anteriormente que se
han desarrollado modelos de árboles de regresión
que sean capaces de calcular los parámetros de un
modelo simple. Se buscaba conseguir un modelo
sencillo pero que, en cierto modo, sea capaz de au-
tocalibrarse en función de las condiciones a las que
se encuentre sometido el sistema. Este modelo ha
sido utilizado tanto para fines de modelado como
para fines de control para el diseño de un algo-
ritmo de control adaptativo. El rendimiento de la
estrategia desarrollada ha sido evaluado en simu-
lación, utilizando como planta virtual un modelo
no lineal del proceso basado en redes neuronales
[6].

2. Descripción del proceso

Durante el desarrollo del presente trabajo, se ha
utilizado el fotobiorreactor Raceway localizado en
el centro IFAPA de la Junta de Andalućıa que se
encuentra anexo a la UAL (Figura 1). Se dispone
de dos de ellos, uno utiliza agua limpia y un apor-
te externo de nutrientes, mientras que el segundo
utiliza aguas residuales provenientes de la UAL.
En el presente trabajo se utilizará el primero de
ellos, aunque la única diferencia radica en el agua
utilizada y el aporte de nutrientes.

Los reactores están compuestos por dos canales
de 40 m de longitud, 1 m de ancho y 30 cm de
profundidad, unidos en sus extremos por curvas
de 180o. Por lo tanto, cada reactor cuenta con una
superficie total de 80 m2, lo cual proporciona una
relación entre el volumen y el nivel del medio de

800 L/cm. A pesar de contar con una profundidad
de 30 cm, la altura de cultivo óptima se encuentra
alrededor de los 15 cm.

El mezclado e impulsión del medio se realiza me-
diante una rueda de paletas de aluminio, con un
diámetro de 1.2 m y formada por 8 palas. La mis-
ma es accionada por un grupo motorreductor con-
trolado eléctricamente por medio de un variador
de frecuencia, de modo que se pueda proporcionar
al fluido una velocidad constante de 0.2 m/s.

En el foso que se encuentra justo detrás de las
palas se realiza la inyección de aire y de CO2, a
través de 3 discos difusores. El mismo se encuen-
tra a 1.8 m de distancia de las palas impulsoras y
presenta forma ciĺındrica con un diámetro 65 cm
y 1 m de profundidad.

Figura 1: Fotobiorreactores raceway disponibles
en las instalaciones del Convenio UAL-IFAPA

El sistema dispone de sensores de nivel, tempera-
tura, pH y ox́ıgeno disuelto. El pH y el ox́ıgeno
disuelto son medidos en dos puntos distintos: el
primero se encuentra justo después del foso, mien-
tras que el segundo está al final del segundo canal,
justo antes de las palas. Este último es el punto
más desfavorable y dif́ıcil de controlar, y usual-
mente es el objetivo de las estrategias de control
implementadas en este sistema.

Los reactores se encuentran inoculados con micro-
algas de la cepa Scenedesmus, la cual se caracteri-
za por su adaptabilidad y su buen crecimiento en
reactores de exterior. Su resistencia a los conta-
minantes la convierte en una excelente cepa para
el tratamiento de aguas residuales. Su pH óptimo
se encuentra en el rango de 7.0 a 9.0 y la máxi-
ma actividad fotosintética a una temperatura en
el rango comprendido entre 26 y 34 oC [1].

El control del pH es un problema no lineal que
puede ser linealizado en ciertas circunstancias y
su regulación se consigue con la inyección de CO2

[2]. Un modelo simple que captura la dinámica del
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pH es el mostrado en las siguientes ecuaciones:

pH(s) =
K1

(1 + τs)

K2w
2
n

(s2 + 2δwns+ w2
n)

e−trsCO2(s)

+
Kr

(1 + τrs)
Isat(s)

(1)

pH(s) =TF1(s)TF2(s)CO2(s)+

TF3(s)Isat(s)
(2)

donde pH es el pH del medio, CO2 es el porcentaje
de apertura de la válvula e Isat un valor saturado
de radiación global [2].

Como se puede observar en la ecuación (1), la
dinámica del pH con respecto al CO2 viene da-
da por un término de primer orden con retardo

(TF1(s) = K1e
−trs

1+τs ) que marca la dinámica domi-
nante del proceso, junto a una función de transfe-
rencia de segundo orden (TF2(s)) que representa
las oscilaciones existentes en el sistema debido a
las inyecciones de CO2 que se van atenuando por la
recirculación del medio a lo largo del receptor so-
lar. La función TF3(s) representa el efecto sobre-
amortiguado de la radiación solar sobre el pH co-
mo un efecto la fotośıntesis. Los parámetros de las
funciones toman valores particulares dependiendo
del tipo de reactor, de la cepa y de las condiciones
meteorológicas [5].

3. Modelos desarrollados

Para la obtención de modelos de árboles de re-
gresión se han realizado ensayos con un algoritmo
de control todo/nada con histéresis, de modo que
cuando el pH supere 8.5 se comience a inyectar
CO2 y cuando llegue a 7.5 cese la inyección (Fi-
gura 2).

Una vez realizada una campaña extensa de los en-
sayos descritos anteriormente, se han obtenido mo-
delos de función de transferencia de primer orden
con retardo para cada intervalo de inyección de
CO2. El retardo era el mismo en todos los casos,
puesto que es un parámetro fijo que depende de
las caracteŕısticas f́ısicas del sistema. En este caso
espećıfico, representa el tiempo que tarda la masa
de cultivo en desplazarse desde el foso al sensor
de medida, por lo que depende de la velocidad del
fluido, fijada por la velocidad de las palas. La ga-
nancia y la constante de tiempo vaŕıan en cada
modelo obtenido y se encuentran fuertemente vin-
culadas a las condiciones a las que se encuentra
sometido el cultivo de radiación, temperatura y
nivel. Por lo tanto, la forma de los modelos obte-
nidos es la mostrada en la ecuación (3).

pH(s) =
K

τs+ 1
e−trsCO2(s) (3)

donde k y τ son función de los parámetros ambien-
tales anteriormente mencionados, tr es el retardo
(en este caso de 270 s), pH(s) es el pH medido
justo antes de las palas y CO2(s) es el caudal de
CO2 inyectado en el foso, en L/min.

Aśı, se ha obtenido una gran cantidad de estos
modelos y se ha almacenado, para cada uno, el
valor de la radiación global media, la temperatura
media del medio y el nivel medio en cada intervalo.
Una vez analizados todos los datos obtenidos, se
han entrenado árboles de regresión para estimar
la ganancia estática y la constante de tiempo del
modelo en función de los valores instantáneos de
radiación global y temperatura y nivel del medio
(Figuras 3 y 4).

Los parámetros estimados mediante estos árboles
de regresión brindan una dinámica del pH duran-
te la inyección de CO2 que se acerca considerable-
mente bien a la del sistema real como se mostrará
en el apartado de resultados.

Por otro lado, para la respuesta libre del sistema
en ausencia de inyección de CO2, se ha intenta-
do realizar la estimación mediante la obtención de
modelos en espacio de estados por el método de
mı́nimos cuadrados. Aśı, el modelo tendŕıa la for-
ma mostrada en la ecuación (4).

pH(k) = θ1pH(k − 1) + θ2 (4)

donde pH(k) es el pH del sistema en el instante de
tiempo discreto actual (k), θ1 y θ2 son parámetros
del modelo que dependen de los valores de la ra-
diación, la temperatura y el nivel, y pH(k − 1) es
el pH del sistema en el instante de tiempo discreto
anterior (k − 1).

Para estos modelos se ha procedido de manera
análoga a los modelos de función de transferen-
cia, obteniendo un árbol de regresión para estimar
cada parámetro.

Sin embargo, el modelo obtenido no consegúıa re-
sultados satisfactorios a la hora de realizar la es-
timación de los parámetros a partir de los valores
instantáneos de los predictores. La dinámica del
pH estimado mediante los árboles de regresión di-
feŕıa enormemente de la del pH real. En cualquier
caso, este trabajo se ha centrado en la parte del
modelo relacionada con la inyección de CO2 con el
objetivo de ser utilizado con fines de control. En
futuros trabajos se tratará de mejorar el término
de respuesta libre del sistema.

4. Estimación de pH en simulación

Una vez obtenidos los árboles de regresión que per-
miten estimar la ganancia y la constante de tiempo
del sistema durante la inyección de CO2 en fun-
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Figura 2: Ensayo con control todo/nada con histéresis
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Figura 3: Árbol de regresión para la estimación de K
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Figura 4: Árbol de regresión para la estimación de τ
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ción del valor instantáneo de los predictores, se ha
implementado el estimador de pH en un simulador
que utiliza como planta virtual un modelo de red
neuronal [6].

En las Figuras 5 y 6 se muestran los resultados de
implementar el estimador de los parámetros del
modelo (K y τ) para predecir la dinámica del pH
al utilizar un control PI de parámetros fijos.

El controlador PI ha sido diseñado utilizando co-
mo modelo una función de transferencia de primer
orden con retardo, cuya ganancia y constante de
tiempo son el promedio de dichos parámetros de
todos los modelos obtenidos para el entrenamien-
to de los árboles de regresión. Se ha diseñado me-
diante el método Lambda, puesto que presenta un
retardo no dominante, imponiendo una constante
de tiempo en bucle cerrado 0.8 veces la constante
en bucle abierto. El modelo G(s) y el controlador
obtenido C(s) son los mostrados en las ecuaciones
(5) y (6) respectivamente.

G(s) =
−0,16773

524,2016s+ 1
e−270s (5)

C(s) = −4,53

(
524,2016s+ 1

524,2016s

)
(6)

En las Figuras 5 y 6 se puede observar que el pH
estimado se acerca considerablemente bien a la
dinámica del pH predicho por el simulador basado
en red neuronal. En la Tabla 1 se puede observar
el valor del RMSE obtenido para el pH estimado
respecto al proporcionado por el simulador para el
control PI de parámetros fijos implementado, aśı
como los ı́ndices de comportamiento que se obtie-
ne con dicho controlador (IAE, ISE, ITAE, ITSE
y esfuerzo de control EC).

5. Control adaptativo en
simulación

A continuación, se ha diseñado el mismo contro-
lador que el comentado en la sección 4 pero cuyos
parámetros Kp y Ti dependen en todo momento
de los valores de K y τ estimados por los árboles
de regresión en función de los valores instantáneos
de la radiación global y la temperatura y el nivel
del medio.

Por lo tanto, el controlador es de la forma mostra-
da en la ecuación (7), donde Kp y Ti se calculan a
partir de las expresiones (8) y (9) respectivamente.

Control Fijo Adaptativo
Dı́a 1 2 1 2
Comportamiento del controlador

IAE 18.40 11.18 17.34 14.05
ISE 1.18 0.35 1.32 0.53
ITAE 5364.6 3488 5054.8 4383.4
ITSE 343.09 108.99 385.18 165.43
EC 9.74 10.35 11.16 14.63
Comportamiento del estimador

RMSE 0.0208 0.018 0.0274 0.0226

Tabla 1: Índices de comportamiento del control y
del estimador de pH en simulación

C(s) = Kp

(
Tis+ 1

Tis

)
(7)

Kp =
τ

K(τbc + tr)
(8)

Ti = τ (9)

Además, se ha implementado transferencia sin sal-
tos de modo que cuando se presente un cambio en
los valores de Kp y Ti no se produzca un cam-
bio brusco en la señal de control. La constante de
tracking utilizada es Tt =

√
Ti. La constante de

tiempo de bucle cerrado, τbc, ha sido elegida como
0.8 veces la constante de tiempo de bucle abierto,
de modo que se obtenga un control conservador.
En las Figuras 7 y 8 se muestran los resultados
de implementar dicho controlador en el simulador
utilizado anteriormente, considerando las mismas
condiciones ambientales que para los resultados
del control fijo de las Figuras 5 y 6.

En la Tabla 1 se pueden observar los ı́ndices de
desempeño obtenido tanto para la estimación co-
mo para el control de pH.

Se puede observar que el comportamiento de am-
bos controladores es similar, aunque el control PI
de parámetros fijos presenta en general mejores
ı́ndices, por lo que es un aspecto a analizar en
detalle en futuros trabajos. Por otro lado, el com-
portamiento de estimador de pH es muy adecuado
en todos los casos.

6. Conclusiones y trabajos futuros

Los resultados obtenidos durante el trabajo de-
jan de manifiesto el correcto funcionamiento del
estimador de pH durante la inyección de CO2 y
de controlador PI de parámetros adaptativos. El
controlador diseñado presenta la ventaja de que
podŕıa brindar un buen funcionamiento indepen-
dientemente de las condiciones a las que se encuen-
tre sometido el sistema, puesto que se adapta. Aśı,
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Figura 5: Estimación de pH con control PI fijo - 1
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Figura 6: Estimación de pH con control PI fijo - 2

el modelo no tendŕıa que ser recalibrado para dis-
tintas épocas del año.

Por lo tanto, se puede concluir que la técnica uti-
lizada para la estimación de los parámetros utili-
zando árboles de regresión funciona adecuadamen-
te para este tipo de sistemas. Es necesario contar
con una gran cantidad de datos para que todas las
condiciones que se puedan presentar estén contem-
pladas en los nodos de decisión de dicho árbol. Es
por eso que, para un mejor comportamiento del
controlador, seŕıa conveniente realizar campañas
de ensayo en las cuatro estaciones del año, para
abarcar aśı todas las condiciones a las que se pue-
de encontrar sometido el cultivo.

Por otro lado, se ha encontrado una limitación en
lo que respecta al modelado de la respuesta libre,
cuando el sistema no se encuentra sometido a in-
yecciones de CO2. A pesar del esfuerzo que se ha
realizado en obtener un modelo que se ajuste a
los datos y que sea capaz de realizar las estima-
ciones, no se ha llegado a resultados satisfactorios.
Esto se debe, probablemente, a la simplicidad que
presentaba la estructura de los modelos escogidos
y a la falta de un mayor volumen de datos en el
entrenamiento de los árboles.

Sin embargo, la respuesta libre representa el au-
mento de pH debido a la producción de la fo-
tośıntesis en los intervalos donde el caudal de CO2
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Figura 7: Implementación de control adaptativo en simulación - 1
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Figura 8: Implementación de control adaptativo en simulación - 2

inyectado es nulo. Por lo tanto, el modelo que se
busca obtener es únicamente con fines de mode-
lado, pues no se puede utilizar para realizar un
control. Es por eso que debeŕıa continuarse reali-
zando el esfuerzo de obtener modelos para dicha
dinámica, sin importar cuánto se tenga que au-
mentar la complejidad del mismo.

En base a las conclusiones, se pueden plantear co-
mo trabajos futuros la ampliación de datos para
el entrenamiento de los árboles de regresión, en
busca de la obtención de mejores ı́ndices de com-
portamiento. Además, seŕıa conveniente conseguir
un modelo para estimar la respuesta libre del sis-
tema, en ausencia de inyección de CO2.
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Abstract

This work focuses on the development of
regression tree models for pH prediction
and control in raceway photobioreactors.
Trees capable of estimating the model para-
meters from which the pH value can be pre-
dicted for clean water photobioreactors ha-
ve been obtained. The models use data re-
lated to the conditions to which the culture
is subjected, such as global radiation, media
temperature and culture level. The results
obtained validate the use of these techni-
ques for modeling biological processes, pro-
viding accurate, simple and fast running
models. These models are used to design
a first attempt of an adaptive PI controller
to control the pH in this type of reactors.

Keywords: Microalgae, modeling, open
reactors, adaptive control.
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