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Resumen

Este trabajo presenta la metodoloǵıa que se está
empleando, dentro del grupo de investigación de
control inteligente (GICI) de la UPV/EHU, para
el desarrollo de estrategias de control inteligente
y su posterior implementación en plataformas de
tiempo real. Mediante esta metodoloǵıa se estable-
ce el procedimiento para la validación de dichas
estrategias, no solamente desde el punto de vista
de simulación, en forma de scripts, sino acercando
estos desarrollos a diferente hardware industrial
para su posterior implementación en tiempo real
en forma de s-functions. El caso de uso que se pre-
senta y que está siendo implementado actualmente
es el de la estrategia iMO-NMPC, la cual integra
bajo un esquema de control predictivo, algoritmos
evolutivos para la optimización y redes neurona-
les para el modelado de sistemas. Esta metodo-
loǵıa se desarrolla haciendo uso de la plataforma
de simulación MATLAB/Simulink®. Estos desa-
rrollos se podrán validar en hardware industrial,
para lo cual se empleará la generación automática
de código que proporciona dicha herramienta de
simulación.

Palabras clave: iMO-NMPC, hardware indus-
trial, S-Function, dinámicas complejas

1. INTRODUCCIÓN

En el mundo de la ingenieŕıa existen muchos siste-
mas que presentan dinámicas complejas: procesos
qúımicos, aplicaciones robóticas, veh́ıculos aéreos,
etc. Estos sistemas debido a su naturaleza no li-
neal, o a incertidumbres en su comportamiento, o
al acoplamiento entre sus variables, u otras carac-
teŕısticas que hacen compleja la tarea de diseñar
un sistema de control espećıfico, no son fácilmente
controlables con técnicas de control clásicas. Adi-
cionalmente, una linealización sobre un punto de
operación tampoco basta para un control satisfac-
torio. Asimismo, frecuentemente la tarea de iden-
tificación y modelización del sistema a controlar,
en base a un estudio matemático apoyado en las
leyes que gobiernan el comportamiento de sus di-
ferentes componentes, se ve dificultada al no tener

acceso directo al mismo, por la gran cantidad de
parámetros y limitaciones técnicas, o simplemente
por razones económicas. Hoy en d́ıa, más que nun-
ca, surge la necesidad de identificar y controlar es-
tos sistemas con precisión debido a las especifica-
ciones de fabricación y medidas de seguridad más
estrictas. Una de las estrategias más empleadas
en la industria es el Control Predictivo basado en
Modelo (del inglés, MPC) [3] y su extensión para
sistemas no lineales (NMPC) [2]; algunos ejemplos
aplicados recientemente [18, 19, 16, 14, 6].

El desarrollo de nuevas estrategias de control ne-
cesita de un entorno de simulación suficientemente
versátil como para abarcar el ciclo de desarrollo de
los mismos, esto es; desde simulaciones básicas a
pruebas de ejecución en plataformas hardware in-
dustriales. Existes técnicas como el diseño basado
en modelo que contemplan el desarrollo de una es-
trategia de control en todas estas fases [1, 13, 21]
que están apoyadas en herramientas asistidas por
computadora.

El trabajo desarrollado y presentado en este do-
cumento se está realizando en el contexto de una
novedosa estrategia en el ámbito del control pre-
dictivo no lineal denominada iMO-NMPC (Inte-
lligent Multi-objective Nonlinear Model Predictive
Control) [17]. Este trabajo da continuación a an-
teriores desarrollos realizados en esta ĺınea [8] [20].
En este documento se presenta una evolución de
los pasos dados en un esfuerzo de implementar es-
ta técnica en una plataforma de simulación como
MATLAB/ Simulink ®, la cual proporciona la
posibilidad de implementar los desarrollos en dis-
tintas fases del diseño de controladores.

Figura 1: Esquema iMO-NMPC
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2. DESARROLLO

La estrategia de control inteligente iMO-NMPC
propuesta en [17], la cual queda representada en
la Figura 1, integra una base de MPC, paradigmas
procedentes del ámbito de la Computación Inte-
ligente como son los algoritmos evolutivos, redes
neuronales artificiales (RNA) para la representa-
ción del modelo del sistema a controlar [7] y un
Decision Maker que da soporte a la etapa de opti-
mización. Mediante la propuesta aportada en este
trabajo se pretende abordar el control de procesos
industriales no lineales sujetos a perturbaciones,
con complejas dinámicas acopladas y presencia de
varios objetivos contrapuestos. Un primer paso en
el desarrollo de este trabajo es llegar a compren-
der la función de cada componente de dicha es-
trategia. Dichos componentes quedan representa-
dos en el esquema del funcionamiento general de
esta técnica en la Figura 1. De forma resumida,
su funcionamiento general es el siguiente: el MO-
GA (Multi-objective Genetic Algorithm) (en el ca-
so propuesto NSGA-II [5]), genera una población
de individuos conformados por Hc cromosomas, es
decir el número de acciones de control a aplicar en
los instantes del horizonte de control, que se apli-
can al modelo neuronal de la planta, extendiendo
la última acción de control hasta Hp, el horizonte
de predicción. Estos individuos se evalúan según
unos objetivos definidos (e.g el error (ref − y), la
variación de la acción de control ∆u , etc.) y según
su coste (y crowding index en NSGA-II) se clasi-
ficarán y se emplearán para obtener la siguiente
generación mediante operadores genéticos de mu-
tación y crossover. Mediante este proceso genéti-
co, a lo largo de las iteraciones, se minimizará el
coste de esos objetivos. Los individuos dominantes
que forman el frente de Pareto se entregan después
al Decision Maker, para que según el contexto en
el que se encuentre la planta elija una u otra solu-
ción partiendo del conocimiento de un agente ex-
perto. De la secuencia de control seleccionada se
aplica solamente la primera acción y se vuelve a
realizar la optimización iterada en el siguiente ins-
tante de muestreo una vez se realimenta la salida
de la planta real.

2.1. APRENDIZAJE DE LAS
HERRAMIENTAS DE Simulink

Se ha optado por MATLAB/Simulink para el de-
sarrollo y simulación de el sistema de control pro-
puesto, al ser un software de computación numéri-
ca y prototipado de algoritmos ampliamente uti-
lizado en el ámbito de la ingenieŕıa de control. Si-
mulink, herramienta de modelización visual por
bloques, cuenta con bloques de llamada a S-
Functions, que permiten al usuario programar ru-

tinas personalizadas para su ejecución en conjun-
ción al resto de bloques propietarios. Se ha con-
siderado emplear esta funcionalidad para llevar a
cabo la tarea de implementar la estrategia, no so-
lo porque otorga al usuario una mayor flexibilidad
a la hora de programar, sino porque bajo condi-
ciones espećıficas, permite generar el código de la
simulación para su posterior ejecución en platafor-
mas de tiempo real.

Simulink cuenta con varias formas de desarrollar
estas S-Functions o funciones especiales, sin em-
bargo el principal detalle a tener en cuenta es el
lenguaje de programación; se pueden escribir di-
chas funciones de las siguientes maneras:

1. Level 1 MATLAB S-Functions: Una forma
muy simple y limitada de programar dife-
rentes S-Functions mediante Flags utilizando
lenguaje de MATLAB. Pronto será obsoleto
y desechado.

2. Level 2 MATLAB S-Functions: Proporciona
acceso a un conjunto más amplio de la API
de las S-Functions y admite generación de
código. En esta opción también se emplea el
lenguaje de programación de MATLAB. Pa-
ra habilitar la generación de código, el usuario
debe proveer un archivo .tlc (Target Langua-
ge Compiler), donde se especifican las pautas
de generación.

3. MEX S-Functions: Permite implementar al-
goritmos en formato C MEX S-Functions o
programar wrappers como llamada a código
ya existente escrito en C,C++ o Fortran. En
este caso, proveer un archivo .tlc para la ge-
neración de código es opcional.

Se puede encontrar más información sobre el te-
ma en la documentación proporcionada por Math-
Works. Por razones de eficiencia en el flujo de de-
sarrollo de los algoritmos y la posterior generación
automática de los programas ejecutables, se ha op-
tado por emplear la tercera alternativa. En el pro-
ceso de aprendizaje del API, se han implementa-
do bloques de S-Function como controladores PI,
PID y funciones de transferencia entre otros. Un
desarrollo que vale la pena destacar es un con-
trol DMC (Dynamic Matrix Control) Figura 2,
como primer paso a dar en la programación del
control predictivo antes de afrontar la programa-
ción del iMO-NMPC. En dicha figura, la referencia
que se emplea está establecida de antemano y no
es necesaria introducirla externamente al bloque
sfun dmc debug v2 AZ.

En la Figura 2 se muestra también el resultado del
control que realiza. Estos resultados deben tomar-
se como fases de aprendizaje del desarrollador, en
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(a) Esquema de bloques para DMC en Simulink
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(b) Salida del sistema y referencia

Figura 2: Modelo de prueba DMC en Simulink

el marco del desarrollo de posteriores estrategias
más complejas.

2.2. ESTUDIO DEL ALGORITMO
MEDIANTE scripts DE MATLAB

Antes de pasar a la implementación en C, se ha es-
tudiado el comportamiento de la estrategia iMO-
NMPC mediante scripts de MATLAB, con dife-
rentes modelos no-lineales como benchmark. Los
modelos en cuestión han sido aplicados anterior-
mente en [11] y [10]. Las ecuaciones de los modelos
no lineales empleados son las siguientes:

y1(k + 1) =
1,5 · y1(k) · y1(k − 1)

1 + y1(k)2 + y1(k − 1)2
+

+0,7 sin [0,5 (y1(k) + y1(k − 1))] ·
· cos [0,5 (y1(k) + y1(k − 1))] + 1,2u1(k)

(1)

y2(k + 1) = u2(k)
3 +

y2(k)

1 + y2(k)2
(2)

El script desarrollado reproduce los siguientes pa-
sos expuestos esquemáticamente de la estrategia
iMO-NMPC:

Paso 1: Lectura del estado actual de la simu-
lación.

Paso 2: Generación de cromosomas (acciones
de control).

Paso 3: Proceso de optimización con predic-
ciones de la RNA.

Paso 4: Selección de acción de control a apli-
car.

Paso 5: Aplicar la acción de control y volver
al Paso 1.

Para el apartado de la optimización (Paso 3)
se ha hecho uso del algoritmo genético multi-
objetivo @gamultiobj propietario de MATLAB.
El @gamultiobj proporciona un frente de Pare-
to con múltiples soluciones entre las que se debe
seleccionar la más adecuada.

El criterio empleado en este trabajo para la selec-
ción de la acción de control más adecuada (Paso
4), es el criterio de distancia mı́nima. Este criterio
consiste en seleccionar aquella solución cuya dis-
tancia al origen de los ejes del frente de Pareto sea
mı́nima.

En el contexto del control predictivo, como mo-
delos de predicción, se han utilizado tanto mode-
los matemáticos inicialmente, como redes neuro-
nales entrenadas para representar las ecuaciones
(1) y (2). Las primeras sirven como referencia pa-
ra comparar la bondad de la estrategia cuando
se emplean modelos identificados. Una profundi-
zación sobre el empleo de redes neuronales para la
identificación de dinámicas no lineales se presen-
ta en [9]. También se han realizado pruebas con
una red neuronal MIMO para representar ambas
ecuaciones.

Por otro lado, en un esfuerzo de acelerar los
tiempos de ejecución y gracias a que la función
@gamultiobj permite una entrada vectorizada, se
ha modificado el script existente para evaluar vec-
torialmente las acciones de control (cromosomas)
de todos los individuos de la población en cada
iteración y para cada instante de muestreo. Se
muestra en la Figura 3, la evolución de las sali-
das de ambos sistemas bajo control, estando los
sistemas representados por una misma red neuro-
nal empleando un horizonte de control y predic-
ción Hc = Hp = 4, 200 individuos de población y
un tiempo de muestreo de 0.5 s. El uso del tiem-
po de muestreo en el script sirve como limitador
del tiempo de búsqueda que se le permite al opti-
mizador. Debido al tiempo de muestreo reducido
y al equipo donde se ha realizado la simulación,
en cada instante solo se llega a 30 iteraciones en
la búsqueda de la acción de control optimizada.
De la misma manera, cuanto mayor poder de pro-
cesamiento tenga el dispositivo donde se realice
el cálculo permitirá gestionar poblaciones de in-
dividuos más grandes y un número de iteraciones
superior. No obstante, se puede observar que se
obtiene un resultado satisfactorio de control.
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Figura 3: Evolución del control de los sistemas
SNL5 (1) y SNL1 (2)

Se debe añadir en este apartado también, una de
las pruebas heuŕısticas realizadas en la gestión de
la inicialización de la población del siguiente ins-
tante de muestreo. Para inicializar los cromosomas
de los individuos de la siguiente población se em-
plean los calculados para la población actual des-
plazados en un instante de muestreo tal y como
se aprecia en la Figura 4. Para asignar un valor al
último cromosoma de los individuos, simplemen-
te se llama a una función que genera un número
aleatorio entre los ĺımites inferior y superior de la
señal de control. Pese a que no se han realizado
pruebas exhaustivas del efecto de esta inicializa-
ción, la técnica demuestra consistentemente redu-
cir el tiempo de cómputo del control predictivo,
aún siendo una reducción ligera, cuando se han
realizado ejecuciones sin ĺımite de tiempo en cada
ciclo de iteración.

2.3. IMPLEMENTACIÓN EN CMEX
S-Function

Finalmente, tras haber dado los pasos anteriores
se expone en este apartado el desarrollo hasta el
momento de la implementación en S-Function de
iMO-NMPC. Partiendo del código de NSGA-II de
Kalyanmoy Deb y ulteriores avances partiendo de
[11], se han creado archivos adicionales, para en-
capsular ah́ı la lógica necesaria para el modelo de
predicción y los criterios de selección, a parte del
archivo S-Function principal, el cual es llamado
por la rutina principal de simulación en Simulink
mostrada en la Figura 5 (fuente: [15]). La lógica
principal de la estrategia se divide en los pasos de
la rutina recuadrados en azul. En el paso mdlStart
se realiza la adjudicación de memoria, definición
y asignación de variables; en el paso mdlOutputs

Figura 4: Esquema inicialización de individuos de
la siguiente población

se actualiza la salida con la acción de control se-
leccionada; finalmente en mdlUpdate se realiza la
optimización para encontrar las soluciones del si-
guiente instante.

En la Figura 6 se muestran las respuestas de los
sistemas (1) y (2) para Hc = 4, Hp = 6, una po-
blación de 200, número de generaciones 200 y con
un tiempo de muestreo de 0.1 s. En este caso el
tiempo de muestreo no limita el número de ite-
raciones realizadas, solamente sirve para dar una
escala de tiempo a la simulación. Para ambos sis-
temas, se ha empleando su correspondiente mode-
lo matemático para realizar las predicciones. Di-
chos resultados serán empleados como validación
de posteriores desarrollos en los que se integrarán
redes neuronales para la realización de las predic-
ciones.

3. CONCLUSIONES

En este trabajo se han presentado los primeros
pasos metodológicos para el desarrollo y valida-
ción de la estrategia de control inteligente iMO-
NMPC empleando técnicas de diseño basada en
modelo. Dichos pasos van orientados a la simula-
ción en script, al diseño de los bloques de simulink
con s-functions y por último a la validación de la
estrategia en simulink. A través de este trabajo
se han presentado de forma detallada los pasos y
pruebas realizadas para la consecución del obje-
tivo que es el análisis de la viabilidad del código
desarrollado que posteriormente pueda ser imple-
mentado en plataformas hardware industriales.

Los resultados preliminares se han realizado so-
bre la estrategia de control iMO-NMPC y se han
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Figura 5: Interacción del Motor de Simulink con
C S-Functions (fuente: Mathworks®)

llevado a cabo simulaciones en base a scripts de
matlab. La figura 3 refleja un control adecuado
para los sistemas propuestos. Tras esta validación
inicial, se procede al desarrollo de la s-function /
CMEX cuyos resultados se pueden ver en la figura
6(b). Se puede apreciar que el control sigue siendo
adecuado pese a reducir y acotar los tiempos de
computo del algoritmo de búsqueda.

Un desarrollo clave en el futuro es el traslado de
la ejecución a una plataforma de tiempo real para
una validación y experimentación adicional, simi-
lar a lo realizado en [12]. Para esta labor Simulink
cuenta con aplicaciones como Simulink Desktop
Real Time Simulink Real Time o Simulink PLC
Coder.

En un esfuerzo de asegurar la concurrencia del
software, facilitar la depuración del código y ase-
guramiento de la periodicidad del cómputo en ca-
da instante de muestreo, se plantea introducir una
ejecución similar a una máquina de estados con
algún mecanismo de timeout en la optimización

(a) Esquema de bloques para iMO-NMPC S-Function
en Simulink
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(b) Salida del sistema y referencia

Figura 6: Modelo de prueba S-Function de iMO-
NMPC

del algoritmo genético.

Por otro lado queda por extender la utilidad del
programa a sistemas MIMO multi-objetivo. Adi-
cionalmente queda como ĺınea futura, la adición
de diferentes lógicas de Decision Maker, a parte
del criterio de distancia mı́nima implementado en
el momento, que estén basadas en técnicas de Soft
Computing tales como la lógica difusa. El método
de inicialización de la población, mencionada an-
teriormente, queda por ser implementada también
en la versión programada en C.

Finalmente, queda como posible desarrollo futuro
el análisis y la experimentación con técnicas de
optimización mas recientes, como puede el NSGA-
III [4], una versión mejorada sobre el NSGA-II, o
MOEA/D [22, 23] un algoritmo evolutivo multi-
objetivo basado en descomposición y operadores
diferenciales.
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iMO-NMPC STRATEGY DEVE-
LOPMENT: FIRST STEPS FOR
IMPLEMENTATION ON INDUS-
TRIAL PLATFORMS

Abstract

This work presents the methodology used
by the Intelligent Control Research Group
(GICI) at UPV/EHU, for the development
of intelligent control strategies and their
further implementation in real time plat-
forms. This methodology establishes the
procedure for the validation of these stra-
tegies, not only from the point of view of
simulation, in the form of scripts, but also
by bringing these developments to different
industrial hardware for their subsequent
implementation in real time in the form
of s-functions. The use case presented and
currently being implemented is the iMO-
NMPC strategy, which integrates under a
predictive control scheme, evolutionary al-
gorithms for optimisation and neural net-
works for system modelling. This methodo-
logy is developed using the MATLAB/Si-
mulink® simulation platform. These de-
velopments can be validated on industrial
hardware, for which the automatic code ge-
neration provided by this tool will be used.

Keywords: NMPC, Industrial Hardware,
S-Function, Complex Dynamics.
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periments. In Álvaro Herrero and et al.,
editors, 15th Int. Conf. SOCO’20, Burgos,
Spain, 2020, volume 1268 of Advances in In-
telligent Systems and Computing, pages 407–
417. Springer, 2020.

[21] D. Walica and P. Noskievič. Application of
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